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Resumo

Esta dissertacdo é uma continuagdo do traballm deit Freitas, M. A.; Borges, W.; Ho, L.
L. (2003) onde se propds o modelo Weibull como adjte para modelagem do tempo de
vida de prateleira de produtos alimenticios comebas avaliagbes sensoriais. Nesta
abordagem o modelo incorpora erros de classificqg@gossam ser cometidos ao se utilizar
0os métodos de avaliacdo sensoriais para determirdg&ida de prateleira (shelf life). O
estudo utilizou técnicas Bayesianas Foi utilizadadistribuicdo exponencial para a
modelagem do tempo de falha (ou tempo de vida déelpira), como uma primeira
abordagem desse problema O efeito de erro defidagéio nos intervalos de credibilidade
para percentis de interesse foram estudados atdavésnulacdes. Este efeito foi estudado
com base em distribuicbes “a priori” informativas ndo informativas (neste caso,
distribuicGes de Jeffreys).Finalmente, a modelafginaplicada aos dados do experimento
real realizado no trabalho dos autores anterioreneitados.

Palavras-chave erros de classificacdo; vida de prateleira; praw Jeffreys; inferéncia
Bayesiana; SIR.
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Abstract

This dissertation is a follow up of the work ddmg Freitas, M. A.; Borges, W.; Ho, L. L
(2003) in which a Weibull model was proposed as uhderlying distribution for the shelf-
life of food products based on sensory evaluati@ta.dIn this approach the model
incorporates misclassification errors that can ocathen applying sensory evaluation
methods for shelf-life determination. The studyduBayesian techniques. As a first approach
to this problem, the exponential distribution waed to model the “failure times” (or shelf
life times). A simulation study was implementedetaluate the effect of misclassification
errors on the credibility intervals for percentil@is effect was studied using informative
and non-informative (in this case Jeffreys’ digitibns) priori distributions. Finally, the

approach was applied to the real data set presentedhe work of the authors mentioned
above.

Key-words: misclassification errors; shelf life; Jeffreystiqri; Bayesian inference; SIR
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1. INTRODUCAO

O presente trabalho € mais um enfoque sobre odertempo de vida de prateleira de
produtos alimenticios, conhecido na literatura emlés comoshelf life Esse termo é
utilizado para designar a duracdo de tempo cormelpde a uma perda toleravel de
gualidade de um alimento processado e também desoiténs pereciveis. R. P. Singh,
(2000), sistematiza uma série de fatores que lévaprda de qualidade dos alimentos com a
ocorréncia de numerosas mudancas durante o protersgae armazenamento dos mesmos.
Um produto é dito ser improprio para consumo hun@guendo ocorrem alteracdes em suas
caracteristicas quimicas, microbiolégicas e/ou a#ais (odor, sabor e aparéncia, por
exemplo). As condi¢des de processamento e armaaenagdem influenciar a qualidade dos
atributos dos alimentos levando a que os prodytossantem, apds um certo tempo, uma
condicao insatisfatoria para o consumo. Nesse mmnuamsidera-se que o produto atingiu o
fim de sewshelf-life.Um alimento que tenha passado algum tempo em dispdade para o
publico, pode estar seguro para o consumo poréas, qualidades 6timas ndo estarem mais
garantidas. Também pode ocorrer que um alimengaesensorialmente adequado para o
consumo, mas suas qualidades microbiologicas estaslequadas, o que leva também a se
considerar vencido o seshelf-life

Estudos quimicos e microbiologicos séo realizadmsalmente para estimar o tempo
de vida do produto, impedindo, dessa forma, qudytos sejam consumidos indevidamente.
Contudo, quando o consumidor adquire um produtoediticio, ele avalia o0 mesmo através
de seus atributos sensoriais, tais como odor, saparéncia, textura, etc. Caso alguns destes
aspectos ndo agradem ao consumidor, ele podelévadp a optar por uma outra marca em
sua proxima compra do mesmo produto.

Desta forma, além de estudos quimicos e microbimd8g as empresas também
conduzem estudos baseados em avaliacdes sensofiaisde estimar o tempo de vida de
prateleira ¢helf-life dos produtos alimenticios.

Em um estudo tipico, véarias unidades do produtcasd@zenadas sob determinadas
condi¢bes ambientais e, em tempos pré-estabelecid@samostra das unidades € retirada do
local de armazenagem e levada a julgamento deadeadis treinados (painelistas).

Cada avaliador julga separadamente cada atribugrattuto (tais como odor, sabor,
aparéncia, etc.) em uma escala de 7 pontos, pon@aevariando de 0 a 6. Quanto mais
proxima de zero for a pontuacdo atribuida ao pmduotais inadequado para consumo
humano o mesmo se encontra em relagéo ao atribngderado. Usualmente, as empresas
definem um ponto de corte “c” na escala adotadaimliea a “falha” do produto. Em outras
palavras uma unidade experimental do produto quebeeuma avaliacdo em pontesdore
menor ou igual a “c” no atributo “sabor”, por exdmpé considerada inadequada para
consumo em relacdo aquele atributo especificam&wgssalte-se que como escoressao
atribuidos separadamente a cada atributo, € pbsgigegpara uma mesma unidade avaliada
em um determinado tempo, alguns atributos aindga@stadequados (escore>c) enquanto
gue outros ndo estejam (escore =<c).



INTRODUCAO

Considerando a natureza destrutiva do teste, adaido produto, apds ser avaliada,
nao pode ser novamente armazenada e, por issoscar@ela. Ou seja, ndo se tem um
acompanhamento da mesma unidade até o final dudpede ensaios.

Este trabalho tomou por base um estudo realizadd-pmtas, Borges e Ho ([12],
2003) motivado por uma situagéo real envolvenddiap@es sensoriais em um produto
alimenticio industrializado. Essa situacdo é d&sern detalhes na Secéo 2.

Na literatura sdo apresentadas algumas abordagsitab para modelagem de dados
oriundos de avaliagbes sensoriais visando a detagéo da vida de prateleira, as quais serao
apresentadas a seguir.

1.1Enfoques anteriores

Gacula (1975) abordou essa questéo utilizandonodelo de Regresséo Linear Simples,
onde a variavel preditorg) € o tempo de avaliagdo (por exemplo, em semaresgane a
variavel respostdy) é a pontuacdo recebida pela unidade/atributo ddupp em um dado
tempo (pré-estabelecido) de avaliacdo. Assim:

Vi = bo + b X +¢
i=1 .k j=1 ,n
onde:
y, - pontuacdo (escore) da- ésimaunidade avaliada ne- ésimadata de avaliacao;

X, : variavel independente representando os tempefixaidos de avaliacdo
n, : numero de unidades avaliadas na data

ApoOs a estimacado dos pardmetros do modelo, a informacdo desatere tempo no
qual a unidade do produto/atributo recebe o escore “c” (ponto de -cpéebtida através da
substituicdo deste valor na equagdo da reta estimada (fazend) e resolvendo-se a
equacao em funcéo de¢.

Essa abordagem, em grande parte das aplicagbes pradtoase mostrado
inadequada, pois os dados oriundos deste tipo de estudol violam supdsisitas para a
utiizagcdo da Analise de Regressdo (por exemplo, normalidadem®ckdasticidade).
Embora seja possivel construir intervalos de confianca parardidade estimada, a maior
desvantagem desse enfoque é a dificuldade de estimar dat@meterimportantes da
distribuicdo do tempo de vida de prateleira tais como percentragéo de itens “néo
conformes”. Tais informacdes sdo bastante relevantes paean signoradas, pois Ss&o
poderosos instrumentos para tomadas de decisdo como a estimaedgpdode vida de
prateleira ghelf-life do produto e a data de validade. Além disso, torna-se difécitporar
covariaveis no modelo e construir intervalos de confianca para as quantitietefonadas.

! variaveis secundarias que levam em conta varimsefs que podem incidir em um experimento contmlad
como condig8es fisico-quimicas da matéria primaata, etc.
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Gacula e Kubala (1975) utilizaram distribuicbes coemienempregadas para modelar
“tempos até a falha” ou “tempos de vida” (Weibull, LognormaVaor Extremo, por
exemplo) na modelagem de dados oriundos das avaliacdes senBamaissso, definiram
como “tempo de falha” o tempo (data) de avaliacdo no qual a esadiabluto do produto
recebeu nota menor ou igual ao ponto de corte “c”. Assim, devidtugera destrutiva do
ensaio, as unidades avaliadas com notas maiores do que tchetado tempo de avaliagéo,
séo registradas como tendo “tempos de falha” censurados a (Ka&itfleisch e Prentice,
2002).

Os autores utilizaram os tempos de falha censurados a diradio-censurados para
avaliar a adequacéo dos diferentes modelos estatisticos. @raaceghida a distribuicdo que
melhor descreve o comportamento do fendmeno, tal abordagem permsge gsiéme, por
exemplo, percentis e fracdes de falha da distribuicdo do tempdedde prateleira.

Todavia, para as unidades que receberam nota igual ou menopquot ae corte o
gue se pode afirmar é que na verdade o produto/atributo seoartdfifalhou”) em algum
momento desde o inicio do periodo de armazenamento até 0 momentadalisigao. 1Sso
caracteriza uma “censura a esquerda”. Portanto, dados oriundoslided®s sensoriais,
guando vistos desta forma sdo censurados a direita ou a esquekgja, cases especiais de
censura intervalar (Kalbfleisch e Prentice, 2002).

Utilizar o tempo de avaliagdo como sendo o “tempo de falha” pededeconclusbes
e estimativas equivocadas.

Freitas, Borges e Ho (2003) trataram o problema em quest&éstla dicotomizagdo

dos resultados. Foi definida uma nova variavgl i=12, ,k; j=12, ,n que no

tempo de avaliagéo fixe,(i=12, K) assume valor “zero” se para a unidqdevaliada o
tempo de vida € censurado a direita (a unidadkadiméo falhou”) ou 1 no caso de censura a
esquerda (a unidade “falhou” entre o tempo O atad de avaliagcdo). Portanto, em cada

tempo¢,; de avaliagdo tem-se uma amostra aleatoria de temarde uma variavel aleatoria
Y; , distribuida segundo uma Bernoulli com probabdeig, “de falha”, dada por:

p, =Py, =1)=Plo<T, £1)

onde T; é a variavel aleatdria que representa o tempoatte f(ou tempo de vida de

prateleira) dg-ésimaunidade do produto na amostra de tamanhavaliada env,. Esse
“tempo de falha” foi modelado pelos autores segumdea distribuicdo de Weibull,
W(aj ;0), na qual o parametro de escala foi escrito em funcdo de variaveis explicativas

(covariaveis ou fatores de um experimento planéjddanbrando que com esta suposicdo, a
probabilidde p, , de falha ép, =1- R, (¢,)=1- exp}- (ajti)”}, ondeR;(t;) é a funcéo de
sobrevivéncia expressa através dos tempo de &@aliac A funcdo de verossimilhanca foi
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entao escrita para a amostra de variaveis aleat®amoulli (independentes) e os parametros
do modelo estimados pelo método de maxima verdssinga. Percentis e fragcdes e itens
nao “conformes” em varios pontos no tempo foranmestos utilizando a propriedade de
invariancia dos estimadores de maxima verossingéagsta abordagem sera apresentada
com um pouco mais de detalhes na Segéao 3.

Costa (2005), generalizou o modelo raorteincorporando variaveis explicativas
(covariaveis ou variaveis de um experimento plat®ja& forma funcional do parametro de
forma () da distribuicdo de Weibull, tornando-o mais fletipara o tratamento de dados
oriundos de experimentos planejados ou nao.

Gomes (2005), considerando a possibilidade de @hesde um modelo paramétrico
inapropriado levar a resultados falhos de estimatle tempo de vida de prateleira dos
produtos, utilizou, para esse mesmo fim, um modelaiscos proporcionais. Esse modelo
permite a incorporagdo de covariaveis e ndo exigeatempo de sobrevivéncia siga uma
distribuicdo de probabilidade. Apresenta a vantagEmndo exigir a pré-suposicdo de
gualquer modelo paramétrico especifico. Todaviaessiltados mostram que o mesmo é
menos preciso (apresenta maior variabilidade neslteglos) que o modelo baseado na
distribuicdo de Weibull e requer um nimero de patéms bem maior.

Um ponto comum nas trés ultimas abordagens é ¢odiizacédo dos resultados tendo
como base o ponto de corte estabelecido no pratamitestes. De qualquer forma, os trés
ultimos trabalhos citados baseiam-se nos escordsiidbs pelos painelistas. Entretanto,
mesmo que devidamente treinados para a tarefaza&wel supor que estes julgadores
possam cometer erros que podem levar a “classifi¢agguivocada de um atributo/produto
como adequado ou inadequado. Dependendo da magmitugrobabilidade de se cometer

tais erros, a estimativa do tempo de vida de misdgbode ficar seriamente comprometida.

Seria interessante incorporar esse elemento a agstal a semelhanca do que ja foi
feito em trabalhos referentes a classificagdo desitextraidos da linha de producdo
(“conformes” e “ndo conformes”) com o objetivo dentrole de qualidade (Gaba, 1993;
Quinino, 2005). Desta forma seria possivel acetssabém a magnitude destes erros, bem
como seu efeito nas estimativas de caracteristieasteresse da distribuicdo do tempo de
vida de prateleira.

1.20bjetivo do trabalho

O objetivo do trabalho é retomar a abordagem bagioesentada em Freitas, Borges e
Ho (2003), que neste texto sera referenciado cdatd 2003) incorporando agora erros de
classificagdo ao modelo. Ao contrario da utilizagioinferéncia classica e estimagéo por
maxima verossimilhanca, pretende-se olhar o pradbleab o ponto de vista da inferéncia
Bayesiana. Isso se deve, em parte para contoriiauldades analiticas do desenvolvimento
classico e em parte porque estaremos partindo dealalho ja realizado o que de “per si”,
caracteriza informacdes “a priori”, tipicas da a&Bayesiana. Pretende-se assim, a partir de
tais informacgdes, obter tanto as distribuicdes stepmri de quantidades de interesse tais
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como os percentis da distribuicdo do tempo de wida prateleira bem como das
probabilidades dos erros de classificacao.

Com relacao as dificuldades analiticas mencionpdes 0 desenvolvimento classico,
mostramos no ANEXO A, o desenvolvimento da fungé@etossimilhanga, quando erros de
classificagdo séo incorporados, utilizando comutridiscdo para a modelagem do tempo de
vida a distribuicdo exponencial.

Ao longo das discussGes em torno do tema, eetesel que seria interessante
realizar o trabalho em duas etapas:

)] utilizar a mesma modelagem de FBH (20@®mn a incorporagao de
erros de classificagdomas agora sob a luz da inferéncia Bayesiana

i) incorporar erros de classificagdoao modelo e fazer as estimativas via
inferéncia Bayesiana.

Ressaltamos, entretanto, que o objetivo centraliragm sendo 0 mesmo, ou seja,
obter informacdes sobre a distribuicdo subjacemtetesnpo de vida de prateleira, em
particular, através da estimacéo de percentis.

Com a utilizagcdo do enfoque Bayesiano, em que oanpdros da distribuicdo
postulada para o tempo de vida de prateleira sdatdeonsiderados uma variavel aleatodria,
estaremos buscando a distribui¢cdo “a posterioréllgans percentis selecionados.

Portanto, seja com a incorporacédo de erros defgtaggio ou ndo, as etapas que serao
seguidas, serdo basicamente:

1) Postular uma distribuicéo subjacente para o terepodh de prateleira,;

2) Escrever a fungéo de verossimilhanca incorporastiodistribuicdo postulada em
1);

3) Postular uma distribui¢cdo “a priori” para os paréwe da distribuicdo do tempo
de vida de prateleira;

4) Encontrar a distribuicdo “a posteriori” para os gmaetros da distribuicdo do
tempo de vida de prateleira utilizando 2) e 3);

5) Encontrar a distribuicdo “a posteriori” para algpescentis selecionados.

No caso em que se incorporam os erros de clagsificaps passos basicos a serem

seguidos sao:

1) Postular uma distribuicédo subjacente para o terepodh de prateleira;

2) Escrever a funcdo de verossimilhanga, incorporasxia distribuicdo postulada
em 1) e também as probabilidades dos erros defidagéo;

3) Postular uma distribuigéo “a priori” para os paréweda distribuicdo do tempo
de vida de prateleira, postulada no passo 1) e gmmobabilidades de erros de
classificagao;

4) Encontrar a distribuicdo “a posteriori” para os gmaetros da distribuicdo do
tempo de vida de prateleira utilizando 2) e 3);
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5) Encontrar a distribuicdo “a posteriori” para cadebabilidade de erro de
classificacdo de alguns percentis selecionados.

Este texto estd assim organizado. Na Secdo 2 eésapada a situagdo pratica
motivadora deste e dos trabalhos anteriores. N&oS&ca modelagem basica apresentada em
FBH (2003) é apresentada. Ela servirh de base @adasenvolvimento dos modelos
propostos neste trabalho. Na Sec¢éo 4, sera amdaeatmesma modelagem, agora sob o
enfoque Bayesiano, aindama incorporacao de erros de classificacdmo modelo. Iniciou-
se a discussao desta abordagem utilizando comibdigfio subjacente para o tempo de vida
de prateleira a distribuicdo exponencial

Na Sec¢édo 5, o modelo, ja com os erros de clasgiicancorporados, € apresentado.

Aqui também, o problema foi tratado com a utilizagh distribuicdo exponencial como
subjacente.

* k%



2.  SITUACAO MOTIVADORA

O presente trabalho e outros que o precederamemnefados na Secdo 1, tem como
motivagao a situacdo pratica que sera descritguars® modelo que sera desenvolvido nesta
dissertacéo sera aplicado a este banco de dados

Uma inddstria de alimentos implementou testes s&is@om o intuito de determinar
o tempo de vida de prateleira de um determinadayboo manufaturado (desidratado)
levando em conta a degradacdo de atributos seissdri@s atributos foram avaliados por
julgadores treinados: odor, sabor e aparéncia.

Um lote de unidades do produto foi amostrado daalide producéo e tais unidades
foram aleatoriamente alocadas a cada uma das segaondigdes de armazenagem:

Refrigeragdo: Essas unidades foram mantidas sofigaeicdo a 4° C
(aproximadamente). Os niveis de temperatura e uwmidado foram
controlados, mas eram registrados diariamente \@loses médios semanais
foram relatados. Essas unidades foram usadas cefecéncia (controle)
durante os testes.

Temperatura e umidade ambientes: Os niveis de tatope e umidade foram
monitorados e registrados continuamente por umpeaqento e os valores
médios semanais foram reportados.

Céamara climatica: Os niveis de temperatura e uraidacam controlados
(fixados) a 30° C e 80% respectivamente.

Estufa: A temperatura foi controlada a 37° C. Oiguento ndo permitia o
controle dos niveis de umidade. Os valores erarnstrados diariamente,
entretanto somente valores médios semanais foaontaeos.

As duas Ultimas condi¢cdes foram usadas a fim deulaimum ambiente de
armazenagem agressivo. Os pesquisadores esperbgamar uma degradacdo mais rapida
dos atributos associados a produtos armazenadias mesdicdes quando comparado com a
armazenagem em temperatura e umidade ambiente.

Quarenta e cinco pessoas foram treinadas para leacéea das caracteristicas
sensoriais dos produtos. As avaliagfes foram fegaganalmente, em datas pré-especificadas
e no inicio do estudo. A cada semana, oito pess@as selecionadas aleatoriamente para
compor o painel. Em algumas das semanas 0s pedgrgsando puderam contar com as oito
pessoas selecionadas. Por isso, 0 nimero redbdelgues variou entre cinco e oito.

As avaliacdes foram conduzidas da seguinte foBemanalmente uma unidade era
selecionada aleatoriamente de cada uma das quaita;des de estocagem mencionadas. A
cada painelista era oferecido um conjunto de tn@islades: uma etiquetada como de
referéncia (controle) e as outras duas etiguetamiasum namero de trés digitos. Uma dessas
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duas unidades de teste era sempre uma referéega®cAssim, em uma dada semana, cada

painelista recebia em ordem aleatéria, trés coogude unidades a serem avaliadas, a saber:
[RE; REC; A]; [RE; REC; C] e [RE, REC; E], onde RREC; A; C e E significam
respectivamente: “referéncia”’; “referéncia cegatemiperatura e umidade ambientes”,
“camara” e “estufa”. Dentro de um dado grupo a adélde referéncia (RE) era avaliada
primeiro. Para as duas restantes a ordem era i@dedfddas as unidades foram descartadas
apoés a avaliacao.

Pediu-se aos painelistas que comparassem cadaden{deluindo a “referéncia
cega”) com a unidade de referéncia e atribuir uordyacéo de uma escala de sete pontos (0
a 6), individualmente a cada atributo. Nessa essf@ontos significavam:

6 = nenhuma diferenca;

5 = diferenca muito pequena;
4 = leve diferenca,;

3 = diferente;

2 = grande diferenca;

1 = diferenga muito grande;
0 = diferenca total.

Para cada atributo a pontuacgédo igual a 3 foi censtth o ponto de corte, sendo as
unidades avaliadas com notas iguais ou inferiorés @nsideradas inadequadas para o
consumo humano em relagéo ao atributo avaliado.

As unidades armazenadas em temperatura ambientearacde estufa foram
acompanhadas por 51, 36 e 18 semanas respectieanienéndo-se avaliagdes a cada
semana.

A condicdo de armazenagem etiquetada como “refe@éfa usada também como
“referéncia cega” a fim de avaliar a consisténarajulgamento dos painelistas, ou seja,
esperava-se que o0s painelistas fizessem avaliag@édares para as unidades de “referéncia
cega” e de “referéncia’. Quando as avaliagfes gssas duas unidades de referéncia estavam
em grande divergéncia entéo tais avaliacdes n&o ieduidas no estudo. Todavia ndo foram
encontradas inconsisténcias neste conjunto de dados

E importante ressaltar mais uma vez que as unidadeimdas em uma dada semana
sdo descartadas e, portanto, ndo se tenfollow-up da mesma unidade até o final dos
ensaios.

A seguir, a modelagem basica utilizada em FreBasges e Ho(2003) sera re-
apresentada para maior entendimento dos préxingsepa

* * %

2 A primeira amostra de cada um dos conjuntos empsea amostra de referéncia, estocada sob refciger A
referéncia cega impede que o painelista saibadasatluas outras amostras do conjunto é a quetfoiagl® em
temperatura ambiente ou camara climatica.
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3. MODELAGEM UTILIZADA EM FREITAS — BORGES E

HO (2003) REVISITADA - CLASSICA SEM ERROS DE
CLASSIFICACAO

Na proposta de FBH, os autores consideram a sdueg@ que uma amostra de
k

N = n, unidades de produtos tirados de uma linha deugémriséo armazenados em uma
i=1

mesma condi¢cdo. As unidades séo, entdo, avaliadaglacdo a um determinado atributo
(cor, sabor ou aparéncia) éntempos pré-fixadog{, ¢, ... fx) onde, em cada temggn; (i
=1, 2,....k) unidadesdo produto selecionadas aleatoriamente denti¢ 80 avaliadas. A
Figura 3.1 mostra o desenho esquematico da castafbrmacgdes no estudo sensorial.

| | | |~

| | | I iach

0 ll t 1 ‘ Tempo de avaliagédo
1 1 1
2 2 2 Unidades avaliadas
nq Ny N

Figura 3.1: Desenho Esquematico da Coleta das Informacgfestadd&Sensorial

Em cada tempda;, n; unidades do produto sao avaliadas em uma escalapdatos
que varia de 0 a 6, onde O representa uma totatedifa em relagdo a um padrdo de
referéncia, e 6 representa total similaridade dat@e ao padrdo de referéncia. Na situacao
real apresentada no artigo, a empresa do ramonderabs determinou que o escore 3 seria 0

ponto de corte no qual as unidades do produtorserimsideradas improprias para consumo,
indicando a “falha” do produto em relagéo ao atolavaliado.

Seja Z; o escore associadojd#sima unidaddj =12, ,n) avaliada no tempg
(i =12 ,k). Assim, aj-ésima unidade avaliada no temfpoé considerada imprépria para

consumo, em relagao ao atributo avaliadoZse O0XZBo0Z, = 456entao a “falha”
ira ocorrer no tempo futuro.

A proposta dos autores foi definir uma nova vari&yedada por:

11



MODELAGEM UTILIZADA POR FREITAS — BORGES E HO REVIS ITADA
CLASSICA SEM ERROS DE CLASSIFICACAO

1 se Z, £3 produto considerad inadequadono tempo ¢;.

Y.
ij
0 se Z; >3 produto considerad adequadono tempo ¢;.

Desta forma, para cada tempo fikqg tem-se uma amostra aleatoria de tamanho
de variaveisyj, ondeY; séo variaveis aleatorias Bernoulli independentes cotmpiiadade
p; dada por:

p, =P, =1)=Pl0<T, £¢,) (3.1)

i

onde

T; € o tempo de “falha” daésima unidade avaliada no temgo

Ou equivalentemente:

PlO<T, £¢ )=1- Rl¢,), =1
P(Y” :yij): ( < ij I) (|) se yJ
P(Tij>ti)=R(ti)’ se y;, =0

onde
R(t) € a funcdo de confiabilidade.

A funcéo de verossimilhanca é dada por:
kS .

L@=00 @ p)"" p;” (3:2)
i=1 j=1

onde

g = (- Py ).
Os autores assumem que o tempo de “falljalaj-ésima unidade avaliada no tempo

ti (fixado) tem distribuicdo Weibull com parametras e d3 1, e os parametrog e d sao
definidos por:

a, :exdij}:exp{b0+lebl+ +X..b }

ja~a
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CLASSICA SEM ERROS DE CLASSIFICACAO

d=exdg, 930

e funcdo densidade de probabilidade dada por:

f(t):(aj)ddtd_lexd' (ajt)d}

onde
X, =X, ,X,)eéovetorde variaveis explicativas (covariaveisfatores de um

experimento planejado de dimensﬁ'o(q +1) relacionadas §ésima unidade avaliada no
tempot; .

Note que, no caso de um experimento planejado, égoma@aso da situagédo descrita
no Cap. 2, as unidades experimentais armazenadagneammesma condi¢do fixa (por
exemplo, na camara climatica), ttm os mesmos \sltg¢; e estes valores séo os mesmos

independentemente do tempono qual cada unidade foi avaliada. Portanto, énslide " j"
pode ser desprezado, visto que:

_x =(x©  x@
>_<j_x_(x°, X @)

k
para todas alN = n
i=1
mais gerais estes valores podem ser diferentes.

unidades armazenadas na mesma condi¢cdo. Entretansduacdes

b= (bo, by, b, )t é o vetor(q+1)" 1 dos parametros associados as covariaveis.
Portanto, utilizando os seguintes fatos:

1.  paraa distribuigdo Weibull com parametepe d, R (¢,)= exp}- (a,e, )}

2. para cada avaliagdo no tempp, ; (j =12, ,ni) sdo variaveis Bernoulli
independentes com probabilidage dada por (3.1);

3.  para diferentes avaliagdes no tempdi =12. k), Y, sdo independentes
considerando a natureza destrutiva do experimento.

a fungéo de verossimilhanca é dada por:

13
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CLASSICA SEM ERROS DE CLASSIFICACAO

Y

L(g) = (5 O {[exp(- £, exp(X, )70 | [1- expt £, exp(X, 5)) 70" } (3.3)

i=1 j=1

em que
g' = (bt;d)

As estimativas de maxima verossimilhanca foramdalstpela maximizacgéo direta do
logaritmo da fungéo de verossimilhanca.

Considerando qué: (/30,[51, ,Eq,g) € o estimador de maxima verossimilhanca de
q=(b0,bl, ,bq,g)t e utilizando a propriedade de invariancia do emfion de maxima
verossimilhancga, tem-se que para um dado conjuntmdariaveisX ; = (XJQ, Xlle' )0

estimador de maxima verossimilhanca do perce(mﬂD' p) da distribuicdo do tempo de
falha é dado por:

1 ~
) =g[- - p)*’ (3.4)
]
onde

4, =exgX b} e d=exdd}.

Fazendo uso da propriedade de normalidade assatiiis estimadores de maxima
verossimilhanca (Cox e Hinkley, 1974) e o métodtad€ox e Hinkley; 1974, pag. 260 e
302) foi obtida a expressao do intervalo (assicodtile 95% de confianga (LI ; LS) para o

percentil (100" p):
- v ¥
LI =t - @96) Var(t, ;)

" (3.5)

. U
LS=t,; + (196) Var(tp(j)) ,
onde

VY ty-1
Var(tp) =Z'I° (q)ZLFg

e Z é um vetor de dimensgq +2)" 1 dado por:
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MODELAGEM UTILIZADA POR FREITAS — BORGES E HO REVIS ITADA
CLASSICA SEM ERROS DE CLASSIFICACAO

- (- In(1- p))=eeo
exp(X; b) )
)4 —
- n@- p)=*¥2][expt g)In(- In(a- py)]
exp(X;b)

Equivalentemente, para um dado conjunto de cov@saX =(X?,X},...,qu ), O
estimador de maxima verossimilhanca da fracdo deitdesos F; (#,) em um tempo de
avaliacaaof; pré-especificado é€:

Fi()=1- Ri(t) =1- exp £, exp@, )", (36)

onde

a = exg{x j B}e d = exd o}

Novamente, fazendo uso da propriedade de normalidasintotica dos estimadores
de méxima verossimilhanca e do método delta ogesitibtiveram a expresséo do intervalo

(assintotico) de 95% de confianga para a fragatetEtuososr, (r,):

U
exp - 1,96y Var(f)

V]
Ll =1- R;(t,)
‘ (3.7)
U exp 196 Var(?)
LS=1- Rj(t,)
onde

F=n - InE{j(ti) ,
VY
Var f :Z‘I'l(q)ZLFg7

no qualZ é um vetor de dimensgq+2)" 1 dado por
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exp@)In(t, exp(X; b))

* * %

16



4. ABORDAGEM = BAYESIANA SEM ERROS DE
CLASSIFICACAO E TEMPO DE FALHA
EXPONENCIAL

4.1 Consideracoes iniciais

Na abordagem apresentada no Capitulo 4, em cag® tiexo 7, tem-se uma amostra
aleatoria de tamanhay de variaveisYj, onde Y; sdo variaveis aleatorias Bernoulli

independentes, com probabilidggjedada por:

p, =PlY, =1=Plo<T, £
onde

T; € o tempo de “falha” da-ésima unidade avaliada no tempg Ou
equivalentemente:

Plo<T, £)=1- R(t,), sey, =1

P(YI] = yu )_
P(Tij>ti)=R(ti)! se y; =0
onde
R(t) é a funcdo de confiabilidade.
A funcéo de verossimilhanca (3.2) é reproduzida agudada por:
— X 2 1y Yi
L@)=00 @ py) " py
i=1 j=1
onde
g = (PyyrerPig ).
Na verdade,

P; :Pr(Yij :1):1' Rj(ti):]-' S(ti): P

17
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Assim, a verossimilhanca (3.2) pode reescrita da seguinte forma, ja utilizando
também a notacéo bayesiana,

& & m m &
Laly)=00 pr - p =0 p Lt p)v LY =0 p’-p)"° = L(q|0,§) (4.1)

i=1 j=1 i=1
onde

L

yij:S’i:llz K5 g=(py, -pk)t;y:(yn’ ’ykm)T

i=1 -

s=(s.s,, .S,

T

rJ:(nvnz’ ’nk)

e §=numero de unidades consideradas inadequadas qasanco, (considerado um dado
atributo avaliado) no tempf . Note que, em experimentos planejadgsr p; para todas as

unidadesj =12, n, avaliadas em uma mesma data(i =12, k).

Estamos supondo que:

T, ~Expla) " j=12 .n

i=12 .,k

em queT, € o tempo de vida de prateleira da j-€sima unidadiéada ent, com fungao de
densidade de probabilidade em funcdo da variangide 3 0 dada por:

f(t):aexp(- at) (4.2)
Em um dado tempo de avalia¢§o a funcéo de confiabilidade, é dada por:

R(t,)=1- F(r,)=exd- ar,) (4.3)

Assim, utilizando o mesmo desenvolvimento apresiente Capitulo 3, porém agora com a
utilizacdo da distribuicdo exponencial como subjéeEea funcédo de verossimilhanca (4.1)
toma a forma:

L a|N;S :6 1- exp- at ;) ; exg at ;) T expa _kf (N 9) 6)- 1 eXpt ;) 3
(4.4)
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onde:

S =total de itens avaliados como inadequades em t, (dentre osn avaliados nesse

tempo pré-fixado)
n - S =total de itens avaliados como adequadosem t;

k =ndmero de tempos de avaliagdo
t, =tempo de avaliagdo pré- fixado i=12 , [k

a = parametro da distribuic &0 exponencial

4.2 Estratégia de abordagem do problema sob o enfoqBayesiano

O objetivo principal é obter estimativas dos petiseda distribuicdo do tempo de
vida de prateleira com base nos dados oriundosadakacdes sensoriais. Como neste
trabalho sera utilizada a abordagem Bayesiana, sigftifica que o parametro aqui €
considerado como uma quantidade aleatoria que seagwe distribuicdo especificada.
Consequentemente, os percentis da distribuicderdpd de vida de prateleira também séo,
dentro desta abordagem, varidveis aleatorias (eqoaatidades fixas a serem estimadas,
como na abordagem classica). Portanto, o objetoud @ encontrar alistribuicdo “a
posteriori” de percentis de interesse da distribugcdo do tempo de falha, bemo os
intervalos de credibilidade para cada uma dessagigades.

Como estamos assumindo uma distribuicdo exponeranab subjacente, a expressao
do percentil 100p% é dada por:

t, =§[— log(L- p)] (4.5)

Portanto, como o percentil € uma fungédo do par&metta distribuicdo, a estratégia
sera desenvolver o estudo em trés etapas:

1. Encontrar a distribuicdo “a posteriori” para o §maetro , a partir de uma
“distribuicdo “a priori” informativa e de uma namformativa (distribuicdo de
Jeffreys). Nesta etapa, a distribuigéo “a posténara cada uma das distribuicdes “a
priori”, serd obtida empiricamente através do procedimel®oreamostragem
ponderada, SIRSampling Importance Resampl)ngesenvolvido poRubin (1988).
Portanto, o resultado desta primeira etapa € unoataada distribuicdo “a posteriori”
do parametro a partir de uma distribuicdo “a priori” informad e uma outra
amostra a partir da distribuigéo “a priori” ndcomhativa de Jeffreys.
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2. Encontrar a distribuicdo “a posteriori” para osageetis de interesse com base em
cada umas das distribui¢cdes “a priori” postuladasle. Nesta etapa, a exemplo da
etapa 1, o que sera obtido é uma amaddraistribuicdo “a posteriori” dos percentis
de interesse a partir das amostras das distritaii@@osterioir” para geradas em
(1). Portanto, para cada uma das amostras dabuiigbes “a posteriori” geradas em
(1), sera aplicada a expressao (4.5), obtendosien &s distribuicdes “a posteriori”
de interesse.

3. Comparar os resultados obtidos com base em cadadamdistribuicées “a priori”
postuladas. Para essa comparacdo, este procedimerdoimplementado em um
conjunto de dados simulados de uma distribuicaomepcial. Assim, conhecendo-se
os valores verdadeiros sera possivel avaliar e ammms resultados obtidos com
cada uma das distribui¢cdes “a priori” postuladas.

Na Secao 4.1 sdo apresentados os critérios utikzpdra a geracdo dos dados que
serdo utlizados ao longo deste capitulo na com@ardgs resultados. Na Sec¢éo 4.2
sdo apresentados 0s passos a serem seguidos, oa fi@dcedimentos para a escolha
da distribuicdo “a priori” a ser utilizada, na 4&o avaliadas as diferentes familias de
distribuicdo Gama que poderiam ser utilizadas ellkesia a que sera utilizada como
distribuicdo “a priori”, na 4.5 é obtida a funcde derossimilhangca, na 4.6, a
distribuicdo “a posteriori” dea, na 4.7 sdo determinados os percentis de falha de
maior interesse, na 4.8 é determinada a distribufgépriori” de Jeffreys para o
parametroa, na 4.9 é encontrada a respectiva distribuicapdsteriori” para essa
distribuicdo e finalmente na 4.10 sdo determinamogercentis de falha tendo por
base a distribuicdo de Jeffreys como distribuigipriori”.

4.3 Dados gerados para aplicacéo dos procedimentos

Para a geracao dos dados que serdo utilizadosrnest® estudo quanto naqueles nos
quais o erro de classificacdo foi incorporado, s por utilizar como base as estimativas
obtidas na andlise realizada por FBH (2003), entiqodar para os dados das unidades
armazenadas em condi¢cbes do ambiente, pois o poodes degradacdo mostrou-se mais
lento. Os valores obtidos para os parametros deabdigdo Weibull e alguns percentis do
atributo “sabor” (aquele gque apresentou menoreges), foram:

A~
A~

a=0018 d=12 {5, =12 {,, =406

Assim, optamos por gerar dados de tempos de vigaadeleira oriundos de uma
exponencial tal qua = 0,018» 002, ou seja, tal que

=50semanas

_1_1
E(T)_a 002

Na situacao descrita no Capitulo 2, as unidadeszgnadas em condi¢cdo ambiente
foram avaliadas a cada semana, por 51 semanas @ef a 8 julgadores foram recrutados
por semana.
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Portanto o procedimento para geracdo dos dadoseayée utilizados neste estudo foi
0 seguinte:

1. Gerar uma amostra de tamanho n=357 de uma expaheaocn parametro
a =0,02. Esse tamanho de amostra foi obtido supondo 7adoigs por

semanalf =7,i=1,2, ,5), por 51 semanas.

2. Dicotomizar os resultados, comparando cada valoadge da distribuicdo
exponencial com os valores de uma coluna gerada semdo as semanas de

avaliacdo. Sd £ semana entdo ¥ 0. Os dados estédo no Apéndice B.

Assim os dados que serdo utilizados sdo os dicegmios, tal como sera feito no
Capitulo 6 na andlise dos dados reais descrit@apdtulo 2.

4.4 Obtencao da distribuicdo “a posteriori” de a utilizando uma
distribuicao “a priori” Gama( «;/)

Na andlise Bayesiana, a distribuicagriari” conjugada, para o parametro de
uma distribuicdo exponencial € a distribuicdo Gargatdo, chamando, nessa
distribuicdo, o parametro de forma Kee o de escala dé, teremos:

a ~Gamdk;l )

A distribuicdo dea , “a priori”, ou seja, antes de conhecermos qualguoestra, sera
entéo:

k

p(a)=$ak'1exp(— la ), para0£a <¥ ek, >0 (4.5)

4.4.1 Selegéo dos parametros da distribuicéo “a mii” de a.

Uma questao importante € a escolha dos paramedirasgpdistribuicdo “a priori”
postulada para o paramet@. Uma fonte de informacdo pode ser a opinido de um
especialista, a partir do conhecimento de anaksedlares. Em FBH (2003), os dados
experimentais foram analisados utilizando a diciag@o e a distribuicdo de Weibull como
subjacente. O modelo (3.3) (sem covariaveis)jistado para cada uma das trés condiges
de armazenamento, e o valor minimoadebtido (por maxima verossimilhancga) foi 0,0175
e 0 maior valor foi 0,0225. Assim, assumimos que walor razodvel para a média da
distribuicao a priori de seria 0,02 e utilizamos a amplitude dos valotgglos (R=0,0225-
0,0175=0,005) como uma aproximagao do desvio padg distribuicdo. Estes valores
foram utilizados nas equacgdes da média e vari@lacdistribuicdo Gama, ou seja:
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=002 e (4.6)

Resolvendo as duas equacdes, obtivemos os vaierdé e / =800,

Para efeitos de visualizacéo, a Tabela 4.1 apieseitras opcdes de valores para 0os
parametros da supracitada distribuicdo, mantendossguinte relagéo entkee

K_ooo2 1=K | =50k (4.7)
| 02

Como a variancia da distribuicdo gandada por:

s? :ILZ
entdo de (4.7) | =50k
. ,_ k k1
ou seja: s?= = - =
(50k)* 2500k* 2500k
1
Logo,s =—— (4.8)

50Vk

Conforme a definicdo da distribuicdo Gama, os valaek e | s&o diferentes de
zero e positivos. Tais valores podem ser menoresalares que 1 (um). Para o valor igual a
1, tem-se a distribuicdo Gama assumindo a formanc® distribuicdo Exponencial. Em
funcéo de diversos valores #e teremos:
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Tabela 4.1

Parametros possiveis para a distribuicdo Gama, “griori”, em funcéo de K.

2

K ()
0,001| 0,05, 0,6325 0,4000 0,001
%a"m“exp(- 005a)
0,01| 0,50 0,2000 0,0400 001
g’(sgo ])ao'o“exp(— 050a )
0,1 5| 0,0632 0,0040 01
—G(SOJ)aO'l'lexp(— 5a)
1 50| 0,0200 0,0004
&—%a“exd- 50a)
1,5 75| 0,0163 0,0003 L5
15 215 iey- 75a
()
8| 400| 0,00707 0,000050
%a“exp(— 400a)
16| 800| 0,00500 0,000025 6
Zo—f@al""lexp(— 800a )
20| 1000| 0,00063| 0,00000040 0
%amlex - 100
Gl20)

Para as diversas fungbes Gama obtidas, calculemesloses dep(a) para os valores
extremos do intervalo e para o valor da mégla) = 002:

Tabela 4.2

Valores minimo, médio e maximo das diversas distrilicbes “a priori” possiveis, no intervalo
onde se concentram os dados do expermimento base.

Gama(k,l ) p(a)
a =0,0175 a =0,0200 a =0,0225
Gam40,001,005) 0,05672497 0,04963477 0,04411948
Gamd 001,05) 0,5433669 0,4754423 0,4225854
Game,l'5) 4,313466 3,777460 3,3553204
Game(l'so) 20,84310 18,39397 16,23262
Gam4 15:75) 26,09483 23,12705 20,33603
Game(8;400) 59,6011116 55,8346128 46,8360386
Gam416;800) 79,13866 79,3740 62,86042
Gam4201000 85,60022 88,83532 68,5139
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Seguem abaixo os graficos dessas fungdes. A linfagr@ssa em azul, diz respeito a
funcdo gama Gama(20;1000), a segunda, em vermall®ama(16;800), e a seguir as
Gama(8;400) em verde e Gama(1,5;75) em cinza.

No segundo grafico temos a distribiuicdo Gama(les@)preto sendo essa ultima uma
Exp(50). As demais em magenta, marron e laranja, re8pectivamente Gama(0,1;5);
Gama(0,01;0,5) e Gama(0,001;0,05).

Figura 4.2

Distribuicdes Gama possiveis de serem usadas conistiibuices “a priori”

Figura 4.3
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Distribuicdes Gama possiveis de serem usadas conistiibuicfes “a priori”

Observamos que o ponto de maximo da fung@amdk,| ) aproxima-se cada vez

mais do valor da média ou seja o valoralelo ponto maximo da distribuicdo aproxima-se
de a = 002 e a distribuigdo torna-se mais simétrica em taleste valor na medida que os

valores dek e | crescem, diminuindo sua calda a esquerda, a0 mésmoo que seu
maximo se eleva, como pode ser observado nos gs&iiima.

Iremos trabalhar com a fun¢@®amd16;800) como a distribui¢éo “a priori” de,
ou seja:

| ¥ 8001° 8" 10%

p(a)= G(k)ak'lexd- la )=mamlexd- 800a)-wa15exp(- 800a)

O gréfico dessa funcgéo é:

Figura 4.4

Distribuicdo Gama(16;800) escolhida como distribuo “a priori” de a.

4.5 Funcao de Verossimilhanca para valores da amostrados de uma
distribuicdo Gama(16;800)

Para uma amostra aleatdria de tamanho 5000 déodigéio Gamd16.800), a fungéo

verossimilhanca cuja expressédo € dada por (4.4ulada com base nos dados gerados
(Secao 4.2.1) tem a forma apresentada na Fig. 4.5.
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Fig. 4.5

Funcéo de Verossimilhanca

4.6 Obtencao da distribuicdo “a posteriori” de a, com base na
distribuicao “a priori” Gama(16;300)

Assim, para cada valor de, dentro da faixa considerada, teremos uma digtéloy
que sera diferente da “a priori”, pois agora teremalores deN, e Sque a alterardo,

conforme a Regra de Bayes.
Aplicando-se a Regra de Bayes, a distribuicdo “éepiosi” sera:

k
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Logo,

(5[1- exp- at,)]® a“'exp- a
dain,s )=
Q[l— exp- at,)]® a“‘exp- a ti(N - S_)+I exp- la )da

0

Nessa equacady, é igual ao niumero de itens avaliados em cada semano tempo
de observagéo na semarnzonsiderada & € o numero de itens avaliados como ruins a cada
semana. k e / sao os parametros da distribuicdo Gakriaj “a priori”.

A expressao (4.7) apresenta um numerador que cbaroa deh(a) igual a:

k
ti(N.— S‘) +1
i=1 ~ 1 ~i

h(a)= 6[1— exp- at,)]5 a“lexp - a

O primeiro fator € um produtério que leva em cavdatempos de observacdo #as
semanas que durou o experimento, sendo que cadalésse produtério diz respeito a cada
um dos tempos de observacdode cada semana=1 ,katé a semana de ordeimem
guestdo. No segundo fator, temos uma exponencilleya em conta o somatério dos
tempos de observagdo multiplicados pelo saldoei®s iavaliados como bor{8l, - S) em
cada semana.

A equacéo (4.7), pode, entédo, ser escrita como:

olain s )=, @) (4.8)
h(a)da
0
Para encontrarmos a distribuicao “a postericefirdda por (4.7) e cuja forma
resumida é dada por (4.8), utilizaremos o algorittadkeamostragem Ponderada ou
Bootstrap Bayesiano proposto por Rubin (1988). Rdrégomando a expressao (4.8) como
ponto de partida, usaremos o seguinte algoritmo:

Queremos encontrar uma amostra p(a | N_,S_):ﬁ sem termos de resolver a
I |
h(a)da

0
integral no denominador da ultima expressdo. P&@ devemos encontrar uma fungédo de

referénciag(a).
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1) Gera-se uma amosteg, ,a, de g(a), fungdo convenientemente escolhida de forma a

facilmente podermos fazer uma amostragem dela deguamde quantidade de valores de
alpha.

2) Paracada=1, ,n, calcula-se:

h(ai) L\ai IN,S }p(ai)

B g(ai) g(ai)

i=1

3) Seleciona-se uma amos#aa, ,a, da amostra origina,, ,a, assumindo que:
Pr(a =a, ) =q

4) Gera-saul U(02).
-Seul (0,q,)® escolhe se a,.
-Seul (q,,0,+0,)® escolhe se a,.

-Seul (g, +0,,9, +0, +,)® escolhe se a,.

Obs.:
1) A amostra pode ser selecionada com e sem reposicao.
n
2) r=—
) 20

Escolheremog(a), de forma que tenhamaga) = p(a);
_ f(xla,)pla,) =

W, T o) (xla;)
- f(x]a,)

i n

f(xlai)

i=1

No caso, utilizando o indidepara denotar os varios valores ga@ode assumir dentro
de sua distribuicéo, teremos:
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W = hgz‘i)): L(ai |Ni,§i):exp - a,Ak tk(Ni- §i) (5[1- exp- a;t, )%

i=1 i=1

No Apéndice B, fazemos uma simulacdo consideran@®.000 valores dea,
amostrados de uma distribuicdo “a priori” de Gama(16;800) e a seguir aplicamos as
técnicas de reamostragem por importancia (SIR).

Obtivemos o seguinte histogramaalé'a posteriori” :

Fig. 4.6

Histograma de uma amostra de 5000 valores da dighuigc&o “a posteriori” de a .

Na Fig. 4.7 temos a comparacgdo das fungdes “a’peida posteriori”. A fim de que
as duas curvas tenham valores de ordenadas senilgue nos permitam sua adequada
visualizacdo, multiplicamos as ordenadas da disg@m “a posteriori” por 10 elevado a
poténcia de 91,3.
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Fig. 4.7
Comparacao de valores “a priori” e “a posteriori”

Tabela 4.3
COMPARACAO ENTRE OS VALORES DE ALPHA “A PRIORI” E“ A POSTERIORY”

PONTOS DE INTERESSE |  ALPHA “A PRIORI” ALPHA “A POSTE RIORI”

MINIMO 0,004636 0,01268
1°. QUARTIL 0,016455 0,01609
MEDIANA 0,019598 0,01708
MEDIA 0,020010 0,01713
3°. QUARTIL 0,023095 0,01811
MAXIMO 0,050801 0,02386
DESVIO PADRAO 0,004999 0,00150

Observe-se que os dados de verossimilhangca dimmuim valor da média
posteriori” de 0,02 para 0,017.

a

A Fig. 4.8 apresenta as curvas suavizadas daidigties “a priori”, “a posteriori” e
da funcao de verossimilhanca.
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Fig. 4.8

Func@es “a priori”, “a posteriori” e de Verorssimil hanca
A Fig. 4.8 permite observar que a distribuicdo pasteriori” segue é muito

semelhante & curva da verossimilhanca tendo sewusmog coincidentes para valores
similares dea .
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4.7 Percentis de falha “a posteriori” das amostras av&adas, com base
no tempo de falha exponencial e distribuicdo “a pari”
Gama(16;800)

Fig. 4.9

Distribuicao “a posteriori” dos percentis t, o, o0, Tg10 € toso - (Priori Gama(16;800))
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Tabela 4.4

Estatisticas descritivas para a distribuicao “a pagriori” de percentis 100p%, para varios
valores de p com distribuicéo “a priori” de a , Gama(16;800)

Percentilde| Valor | Minimo | Quantil 10, Mediana | Média 3°. Quantil | Maximo
Falhas Exato 2,5% | Quartil Quartil | 97,5%
to001 0,05003| 0,04191| 0,049470.05522| 0,05854 | 0,058810,06216| 0,06935| 0,07884

0,5025| 0,4191| 0,494660,5522| 0,5854| 0,588]1 0,6216 0,6935D,7884

0,01

5,268 4,191 | 4,94685 5,522 5,854 5,881 6,216  6,9852,8847

t
tO,lO
tos0 34,66 29,05 34,29 38,27 40,58 40,16 43,08 48,07 6554,

Obs..Tempo em semanas. Os valores exatos séao iftoeepela expressdo (4.5) para
a=002.

4.8 Utilizagdo de uma distribuicdo “a priori” de Jeffreys para o
parametro a

A utilizacdo da distribuicéo de Jeffreys comoribsticdo “a priori” € uma alternativa

a nao disponibilidade de uma distribuicdo infornetisobre o parametro alpha. Essa
distribuicdo que é ndo-informativa possui a praiate de invariancia sob transformacdoes.

Distribuicéo de Jeffreys:

Devido a propriedade de invariancia, Jeffreys (19348, 1961) sugeriu que a densidade:

pla|x)u+/I{a|x) 4.9

em quel(a | x) € a matriz esperada de informacgéo de Fisher, diarnen valor adequado
para a distribuicdo “a priori”. A utilizacdo desdistribuicdo é algumas vezes chamada de
Regra de JeffreyqLee, Petes M. — 1989). O valor tifa | x), definido por Fisher (1925) é
dado por:

2

I(a1X)=-E, —logft(x |a)1d)

No caso:
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f(x|a):L(a|N_,S_):exp— a ti(Ni— ‘?.) (é[l— expl- at ;))®

-ro i=1

log[f(x|a)]=-a ‘ ti(Ni- §i)+ Zl §i log[1- exd- at )]

i=1 i

Calculando-se as derivadas e o valor esperadsirébdi¢do “a priori” de Jeffreys serd,
entao:

k K %
el i) = e d) e a)

i=1 nt - expl-at,)] o' [i- exd- at, )

Como foram feitas observagées por 51 semanas,=¢ , teremos:

%

e 7 o)y et 2o et

No Anexo C detalhamos a implementagéo no R, dessibdi¢céo. Utilizamos uma
distribuicdoU (0,001;05) para gerarmos uma amostra de 100.000 valores de

A funcéo de verossimilhanga, anteriormente obgdafungédo dessa nova
distribuicdo dea, nos fornece o grafico da Fig. 10.

Fig. 4.10

Funcéo de Verossimilhanga com base em valores deamostrados de uma U(0,001;0,5)
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Examinando melhor esse grafico na regido ondeo estéicentrados os maiores
valores de verossimilhanca, temos:

Fig. 4.11
Funcéo de Verossimilhanca para os primeiros 5000 kaes amostrado dea .

A distribuicéo de Jeffreys assume a forma ilustnaa Fig. 4.12.

Fig. 4.12

Distribuicdo de Jeffreys
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4.9 0Obtencao da distribuicdo “a posteriori” de a, com base na
distribuicdo “a priori” de Jeffreys

Como a distribuicdo de Jeffreys obtida ndo tem dorena conhecida, da qual
possamos obter uma amostra, utilizaremos uma furgf@, de estrutura conhecida.
Conforme ja mencionado na segdo anterior, estarerilizando g(a)~U(0,001,05). A

partir dai, para obtermos a distribuicdo “a postériutiizando o método de amostragem
ponderada, visto anteriormente, teremos neste caso:

1) Para cada=1, ,n, calcula-se:

i=1

Observe-se que no caso anterior onde utilizamaos fpscao de referéncig(a) a
mesma fungéo de distribuicdo “a priori”, os valodesw, passam a ser a propria fun¢éo de
verossimilhangal (a, [N, ,S,). No caso da utilizagéo da distribuicio de Jeffiegs nao

ocorre porque nao podemos utiliza-la para obtersenimalos valores da, sendo necessario
utilizarmos uma distribuicdo conhecida o que n&mfie a simplificacéo anterior emv, .

A Fig. 4.13 apresenta o histograma com base natearass distribuigéo “a posteriori”
obtida através do algoritmo SIR. Neste caso, atitias para reamostragem um tamanho de
amostrar = 5000.
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Fig. 4.13

Histograma dos Valores “a posteriori” dea,
com base na distribuicao “a priori” de Jeffreys

Os valores da média e do desvio padrédo amostessadlistribuicdo, sdo, respectivamente,
0,01678 e 0,001540801.

Analogamente, ao estudo feito na secéo 4.6, anifia-se a distribuicdo “a priori”
Gama(16;800), quando utilizamos a distribuicdoef&relys, obtemos as curvas da Fig. 4.14,
onde multiplicamos as ordenadas da distribuicapdsteriori” por 90,4, para adequa-los a
um unico grafico. Nessa mesma figura esta inserigiafico da fungédo de verossimilhanca.
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Fig. 4.14

Comparacao entre as funcdes “a priori” de Jeffrey® a distribuicéo “a posteriori” do
parametro a .

4.10 Percentis de falha das amostras avaliadas, com basen tempo
de falha exponencial e na distribuicao “a priori”de Jeffreys

Neste caso, otbemos, seguindo o mesmo procedinegptizitado na Sec¢édo 4.7 os
histogramas das distribuicbes “a posteriori” pasgpercentigp = 0,001; 0,01; 0,10 e 0,50.
Entretanto, o maior interesse estd em percentismeerfp = 0,001 e 0,01) (Fig. 4.15).

A Tabela 4.5 resume as estatisticas para os peroegmicionados acima.
A Tabela 4.6 apresenta uma comparacdo de algunmasisésas resumo das
distribuicbes “a posteriori” obtidas para cada pstt de interesse, com base nas duas

distribuicBes “a priori” utilizadas. Os valores igede tais percentis também estdo na referida
tabela.
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Fig. 4.15

Distribuicao “a posteriori” dos percentis t; .., t5g:: o0 € toso - (COM base na
distribuicdo “a priori de Jeffreys)
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Tabela 4.5
Estatisticas descritivas para a distribuicdo “a pariori” de percentis 100p%, para varios
valores de p com distribuicdo “a priori” de a , de Jeffreys

Percentilde| Valor | Minimo | Quantil 1°, Mediana | Média 30, Quantil | Maximo
Falhas Exato 2,5% | Quartil Quartil | 97,5%
to.001 0,05003| 0,04469| 0,04999| 0,05625| 0,05987 | 0,060090,06366| 0,071868 0,0868
toos 0,5025| 0,4469| 0,4999 0,5625 0,5987 0,6009 0,6366718d@, | 0,8680
tos0 5,268 4,469 4,999 5,625 5,987 6,009 6,366 7,1868 6808,
toso 34,66 30,98 34,65 38,99 41,50 41,65 44,12 49,82 1760
Tabela 4.6

Comparacéao entre os valores de percentis de falham a utilizacdo das distribuicdes “a
priori” Gama(16;800) e Jeffreys

DISTRIBUICAO “A PRIORI” GAMA(16;800)

Percentilde| Valor | Minimo | Quantil 10, Mediana | Média 3°. Quantil | Maximo
Falhas Exato 2,5% | Quartil Quartil | 97,5%
to.001 0,05003| 0,04191| 0,049470.05522| 0,05854 | 0,058810,06216| 0,06935| 0,07884
toor 0,5025| 0,4191| 0,494660,5522| 0,5854| 0,5881 0,6216 0,6935D,7884
toso 5,268 4,191 | 4,94685 5,522 5,854 5,881 6,2l6  6,9352,8847
toso 34,66 29,05 34,29 38,21 40,58 40,16 43,08 48,07 6554

DISTRIBUICAO “A PRIORI” DE JEFFREYS

Percentilde| Valor | Minimo | Quantil 1°, Mediana | Média 30, Quantil | Maximo
Falhas Exato 2,5% | Quartil Quartil | 97,5%
to.001 0,05003| 0,04469| 0,049990,05625| 0,05987 | 0,060090,06366| 0,07187| 0,0868
toor 0,5025| 0,4469| 0,4999 05625 0,5987 0,6009 0,6866718@, 0,8680
too 5,268 4,469 4,999 5,625 5,987 6,009 6,366  7,1868 6808,
toso 34,66 30,98 34,65 38,99 41,50 41,85 44,12 49182 1760

Obs.: Tempo em semanas.

Observamos que ndo ha grandes diferencas quandiiz®e a distribuicdo “a priori”
Gama(16;800) e a distribuicédo “a priori” de Jefrepe modo geral os tempos de falha, para
0S mesmos percentis, sdo ligeiramente menores gs&nasa a distribuigdo Gama(16;800).
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5. ABORDAGEM BAYESIANA INCORPORANDO ERROS
DE CLASSIFICACAO COM TEMPO DE FALHA
EXPONENCIAL

Suponhamos agora que existam erros de classificagéseja, em um determinado
tempo de avaliagad,, uma unidade pode erroneamente receber um esgate e ser

considerada inadequada quando na verdade era ddefuasejas; >¢;) ou receber um
escorez; >c e ser considerada adequada, quando na verdade é&ou seja, na verdade,
ty £t)).

Entdo, definimos as seguintes possibilidades deetsr os dois tipos de erro de
classificagao:

unidade do item ser classificado como inadequado em t,

g =P
quando na verdade ndo o é, ou seja t, >t
P unidade do item ser classificalo como adequadoem t,
& =
quando na verdade ndo o é, ou seja t, £t
=12, ,k

Vamos supor que estas probabilidades (riscospoheter tais erros ndo se alteram ao
longo do tempo, ou seja, paratodo i =12, ,k, as probabilidades de se cometer os erros

de classificacdo permanecem as mesmas. Emboranarsituacdo como esta, seja razoavel
pensar que tais probabilidades dependarf de

Assim, podemos eliminar o sub-indité e trabalhar apenas come e, .

O que temos entdo & a seguinte situacdo: em cedgot de avaliagdo

t, (=12, k) e para cada um dds, itens avaliados nesse tempo:

Tabela 5.1
Definicao dos erros tipo 1 e tipo 2

Classificacdo
Condicao Real Adequado Inadequado
Adequado 1- e e
Inadequado e, 1- e
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Assim, temos em cada tempo de avaliagagixo) que a probabilidade de errarmos a

classificagéo do produto é dada pela soma das Ipfolaaes p, e (1— pi) abaixo:

P =PY; =]] =P produto ser classificalo como ndo adequado

p = P[Yij :]]: P produto esta adequadoe foi classificalo como ndo adequadoA
A P produto ndo esta adequadoe foi classificalo como ndo adequado =
=P ser classificalo como ndo adequado| esta adequadoP esta adequadoA

A P ser classificalo como ndo adequado| n&o estad adequadoP ndo esta adequado

prob. de estar adeq em t;

p =P :]]:el F’[T” >ti] +(L- G’Q)PTij £ti] (5.1)

1- p= P[Yij =0]= P Produto ser classificalo como adequado

1- p= P[Yij =0]= P ser classificalo como adequadoe ser inadequadoA
A P ser classificalo como adequadoe ser adequado =
=P ser classificalo como adequado| é indadequad P ser inadequadoA

A P ser classificalo como adequado| é adequadoP ser adequado

Logo,

1-p= Pl_Y,] ZOJ:ezpl.Tij £tiJ+(1' el)PTij >tiJ (5.2)
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Portanto, incorporando as probabilidades de ed®sclassificacdo, a funcdo de
verossimilhanca toma a forma (5.3) com as proluaues p, e (1- p;) dadas por (5.1) e

(5.2) .
X N -
Lgly)=0 p*@- p)"* (5.3)

5.1 Utilizando a distribuicdo Exponencial como modeladra do tempo
de falha.

Para tempos de falha com distribuicdo exponeraiahios:

p =eexd- at,)+(1- e )i- exd- at,) (5.4)
e

1- b =el- e+ (1- g )™ (5.5)
Portanto:

&
L ply =Ofeexdl- at;)+ (- & )1- expl- at )} *{e,[- exg- at )]+ (- e )expl- at }*°
- i=1
(5.6)
Na abordagem “classica” o caminho natural seridateobter a estimativa dos
parametros via método de maxima verossimilhanghzaitdo bindbmios de Newton, a forma

funcional da verossimilhanca pode ser reescrit@grésentada abaixo (ver desenvolvimento
no Anexo A):
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S 5WS NeScg 5 5 N-S 0 N-S

hAont b=t =1 1 T2 w h I

L ply =

k k k k k k

’ e-l-i:ln (1_ el)\:1l‘ ) \:1(Ni>S)-\:1li (1_ e2)‘:1s>\:1r‘ ’

N;-r-1
SNl e m) exdar (N - - 1 - my)]

m=1 M
Ny-rp-1 _ _

2772772 N2 r2 |2 (_ 1)(N2'f2'|2'mz) EXF{- atZ(NZ - r2 - |2 - mz)] ’
ma 2
Ng- -1 _ _

A\ |k (_ 1)(Nk-rk-lk-m«)exd_ atk(Nk - I |k - mk)]
ma Tk

onde na classificacao feita em, temos:

r. =itens classificalos como impréprios para o consumo sendo em realidade apropriadcs.
|, =itens classificalos como apropriadcs para o consumo sendo em realidade impréprios

S =total de itens avaliados como ruins.

N, - S =total de itens avaliados como bons

Portanto, conforme se pode observar, a forma fuoal verossimilhanca fica
dependente de quantidades que né&o sdo conhecidasmamsituagdo praticar,€ I;).

Portanto, a opgdo neste caso pela abordagem Bagegiatifica-se também, além do
interesse tedrico, por dificuldades operacionais.

Neste caso é preciso especificar distribuigOesritarip para cada probabilidade de
erros [, e e,) além da distribuicdo “a posteriori” para

Em geral, costuma-se postular uma distribuicdo Betao caso particular, uma
Uniforme para essas probabilidades de erro.

5.2 Obtencao da distribuicdo “a posteriori” marginal de a utilizando
uma Gama(16;800) e erros uniformes.

Como os erros ndo devem ser muito grandes, assuosrgue 0S mesmos poderao
variar entre 0 e 1%. Tendo isso em conta iremosiderar que a funcdo de distribuicdo dos
erros “a priori”, tanto para o tipo 1 como parapmt2, € uma distribuicdo uniforme variando
entre 0 e 0,01.
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Temos agora trés parametros desconhecidos, o pasamae da distribuicdo
exponencial que modela o tempo de falha das amspgijte possui uma distribuicdo “a
priori” deteminada e os erros tipo 1 e 2, ambos abstribuicéio U(0;001), conforme
consideragdes acima.

Inicialmente iremos determinar a distribuicdo “Bpt conjunta dos trés parametros
considerando que s&o independentes, ou seja uidio de qualquer desses parametros
ndo depende da dos demais, pois ndo ha qualquemnpatra considerarmos o contrario.
Com isso a distribuicdo conjunta @ e e e, é obtida pela multiplicagdo das trés. Para
distribuicdo “a priori” de a, utilizaremos, como na etapa anterior, quando aainédo
haviamos incorporado erros de classificacéo, ailtligtio Gamd16800). Dessa forma, a
distribuicao “a priori”, conjunta ficara:

pla;e;e,)=pla) ple) ple,)=Gamd16800  U(001) U(001) (5.7)

269' 529 a15
p(aveuez)—mgexd' 8003) (5.8)

A distribuicéo “a posteriori” conjunta, sera:

hla,e.e |N,,S
p(a’el’ez | Ni7S|): 0,50,10,1 ( el e2 | ) (59)
h(a.e,e, [N, S )dadgde,

000
Mas,

h(a,e.eIN,S)=L(a.e,&|N,.S) plaie;e)
Entao:

; 269’ 529 a.15
h(a.g.6IN.S)=L(a,e,6IN.S) —=——————exd- 800a)

3 72711 13eg,

Obtemos entdo a seguinte expressdo para a digithta posteriori” conjunta (V.
desenvolvimento detalhado no Anexo D):
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a15
Lla,g,e |N;,S)—exp- 800a
( ) e, ¥k 8002)

pla.e.&[N;,S)= (5.10)

0,5 001 001 a15
L(a,e.e |N,,S)=—exp(- 800a)dadede,

0 O 0 eleZ
E uma constante K que s6 dependede N; e S.

Ent&o:
1 ; a15
rla.eeIN.S)=3 " LaeelN,S) _exd-800) (5.11)

Verossimihzng¢z conjunta
"a priori" conjunta

Para obtermos a distribuicdo marginal alefazemos os erros variarem em todo o
espago paramétrico para cada valor gugossa assumir.

Teremos entdo, que a marginalaléa posteriori” sera:
001 001

a.15
om0 not (@& NS ) expl- 800a)de,
paIN,. )= < = 5.12)

15
:i 001 001 L(a1el1e2 | Ni’S):l_ezeXd- SOm)dequ

K =0 &=0

Mas a funcéo de verossimilhanca, conforme (5.6) é:

L ply =Ofeexd at )+ (- e)i- expl at }feli- exk- at)] (- g)exsl- at }

i=1
Entdo, a marginal da dada por (5.12), toma a forma:

15
p@lN,.s)== " “L(ae.e|N,S )2 exd- 800a)dede =

K &=0 &=0 ee,

1 o01 oo1 é{elexr(_ at ‘)+(1_ eZ)[l' eXF(' at i)}s{ez[l' eXI()- at J]+(l— el)exr(_ at i}Ni-S .

K q:O 92:0 ; al5

exp(- 800a )de,de,
e2

(5.13)

Fizemos uma simulagéo desses resultados congiltei®®.000 valores aleatérios de
a, amostrados de uma distribuic&@amd16,800) utilizada como distribuigdo “a priori” e
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consideramos também amostras de 100.000 valoregrdus tipo 1 e tipo 2, amostrados
segundo a distribuicdo U(0;0,01).

ApoGs a obtencdo de 100.000 pontos da funcédo dessigrilhanca, em funcdo dos
valores dea, e, e e, obtidos, podemos determinar para os mesmos, ribdigéo “a priori”
correspondente.

Para a determinagéo da distribuicdo marginal ‘&egpmri”, utilizamos a técnica SIR,
ja utilizada anteriormente antes da incorporacaemes. Considerou-se como fungdo de
referéncia a mesma distribuicdo “a priori” conjudiias parametros, e e e, dada por
(5.8). Dessa forma, a distribuigdo conjuntaadepassa a ser proporcional a verossimilhanca,
dada por (5.6), no algoritmo que permite determendistribuicéo “a posteriori’ da .

Obseve-se que a fungéo verossimilhanga é funciipa@metrosa, e e e, tendo
por variaveis os valores dg (que sédo determinados pelo tempo de falha exp@iejicos
valores deN, sdo definidos previamente e ndo dependem do telmgalha exponencial).

Assim, para cada valor de@ teremos um valor de, e dee, que determinardo o valor da
verossimilhanca conforme (5.6). Como a amostrages \thlores dea foi feita com
reposicado, para valores idénticos @e repetidos, podemos ter valores diferentes da
verossimilhanga pois os erros para esses valocesataobrigatoriamente iguais., Entdo, para
obtermos a verossimilhanga em fungéoadéa posteriori”, devemos somar todos os valores
de verossimilhanca para cada valor idénticade

O algoritmo SIR que utilizamos fornece-nos os redoda verossimilhanca “a
posteriori” . Extraindo as linhas para esses valdeematriz de parametros (valoresade e
e e,) “a priori” onde se incluiu uma quarta coluna ca® correspondentes valores de
verossimilhancga “a priori”, teremos os valores dasgmetros “a posteriori” para os valores
coincidentes com a verossimilhanga “a posteri@dbserve-se que nesse caso podemos ter
valores dea iguais, pois os mesmos foram gerados com reposigéstamos obtendo os
valores dea e dos erros em fungéo da verossimilhanca “a poster

No Anexo D, apresentamos os codigos da implema&otdesses conceitos para o
programa “R".

Aplicando-se 0o método de Amostragem Ponderada),(Sdja implementagéo

detalhada esta no Anexo D), obtivemos o histogrdenalpha “a posteriori” conforme a Fig.
5.1.
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Fig. 5.1

Histograma da Distribuicdo Marginal de a “a posteriori”

Os histogramas dos valores gee e, “a posteriori” estéo nas Fig. 5.2 e 5.3.

Fig. 5.2

Histograma dos erros tipo 1 “a posteriori”
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Fig. 5.3

Histograma dos erros tipo 2 “a posteriori”

A Tabela 5.2, apresenta as estatisticas desesriivalistribuicdo marginal dos erros.

Tabela 5.2
Estatisticas da Distribibuicdo Marginal dos Erros
Tipo de Minimo 1°. Quartil | Mediana Média 3°. Quartil | Maximo
Erros
e 0,000000 0,002360 0,004992 0,004983 0,007519 098094
Tipo de Minimo 1°. Quartil | Mediana Média 3°. Quartil | Maximo
Erros
& 0,000000 0,002528 0,004992 0,005034 0,007519 09E 94
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Fig. 5.4 a)

Verossimilhanca dea “a priori” utilizando distribuig&o “a priori” Gam a(16;800) com
incorporacgédo de erros uniformes até 1%.

Fig. 5.4 b)

Verossimilhanga dea “a posteriori” utilizando distribuicdo “a priori” Gama(16;800) com
incorporacgédo de erros uniformes até 1%.
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Resumo estatistico comparado entre os valoregptia & priori” e “a posteriori”:

Tabela 5.3
Comparagdo dos valores deg “a priori” e “a posteriori’, com e sem incorporagdo de erros
uniformes limitados a 1% e utilizagc&o da distribui@o “a priori” Gama(16;800)

PONTOS DE Distribuicdo de Distribuicdo de Distribuicdo marginal

INTERESSE Alpha “a priori” , Alpha “a de Alpha “a posteriori”

Gama(16;800) posteriori” sem com incorporacao de

incoporacao de erros
erros

MINIMO 0,004636 0,01268 0,00000
1°. QUARTIL 0,016455 0,01609 0,02437
MEDIANA 0,019598 0,01708 0,02688
MEDIA 0,020010 0,01713 0,02726
3°. QUARTIL 0,023095 0,01811 0,02980
MAXIMO 0,050801 0,02386 0,05049

Observa-se que com a incorporagao de erros osesdim posteriori” dea deslocam-
se para a direita.

5.2.1 Obtencdo da distribuicbes “a posteriori” de prcentis de interesse (a
distribuicdo de a “a priori” € Gama(16;800) e a dos erros é U(0,00Q;01))

Iremos considerar as fragcdes de falhas nas amagitiaadas de forma analoga ao

gue foi feito antes de incorporarmos os erros. éisas as fragdes de falha: 0,1%, 1%, 10%,
e 50% do total das amostras para determinar entagis@emanas, tal fracéo de falhas ocorre.
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Fig. 5.5

Distribuicao “a posteriori” dos percentis 1,1, t01, to10 € tgso - (COM base na distribuicao “a
priori Gama(16;800), e incorporagdo de erros unifomes limitados a 1%)
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Tabela 5.4

Estatisticas descritivas para a distribuicao “a pagriori” de percentis 100p%, para varios
valores de p com distribuicdo “a priori” de a , Gama(16;800) e incorporacao de erros uniformes
limitados a 1%

Percentilde | Valor | Minimo | Quantil 1°. Mediana | Média 3°. Quantil | Maximo
Falhas Exato 2,5% | Quartil Quartil | 97,5%
to.001 0,05003| 0,02282| 0,02606| 0,03190| 0,03484 | 0,034890,03797| 0,04352| 0,05129
toor 0,5025| 0,2282| 0,2606 0,3190 0,3484 0,3489 0,3797435Q, | 0,5129
toso 5,268 2,282 | 2,6058  3,19( 3,484 3,489 3,797 4,362 129%,
toso 34,66 15,82 18,06 22,11 24,15 24,18 26,32 30,17 5535

A Tabela 5.4 apresenta 0os resumos comparativosrekdtados obtidos sem a
incorporacdo de erros e com a incorporagdo dos ossno caso da utitilizacdo da
distribuicao “a priori” Gama(16;800) e erros segundha U(0,001;0,01).

Tabela 5.5
Comparacao entre os tempos dos percentis de amosirsem e com incorporagéo de
erros e utilizagéo da distribuicéo “a priori” Gama(16;800)

PERCENTIL VALO- Distribuicdo “a priori” Gama(16;800) Distribuicdo “ a priori” Gama(16;800)
DE FALHAS RES SEM INCORPORACAO DE ERROS COM INCORPORACAO DE ERROS
UNIFORMES ATE 1%
(%) REAIS | MEDIA | MEDIANA IC 12.59%,97,5%] MEDIA |MEDIANA IC 2.506:07,5%]
to001 0,05003 | 0,05881 0,05854 | [0,04947,0,06935),03489| 0,03484 |[0,02606;0,04352
toos 0,5025 | 0,5881 0,5854 [0,4947;0,6935] 0,3489 0,3484 | [0,2606;0,4352]
towo 5,268 5,881 5,854 [4,947;6,935] | 3,489 3,484 [2,6058;4,352]
toso 34,66 | 40,76 40,58 [34,29;48,07] | 24,18 24,15 [18,06;30,17]

Obs.: Valores de tempo em semanas.

Pode-se observar que com a incorporacdo de ezrdsssificacdo, os tempos de falha
ficaram menores, ou seja, os erros de classificé&@oo efeito de diminuir a previsdo do
shelf lifedos produtos.

5.3 Utllizacdo de uma distribuicdo “a priori” de Jeffreys para o
parametro a e erros uniformes limitados a 1%.
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Distribuicéo de Jeffreys:

Tanto Berger (1985) como Box & Tiao (1973), nofoimam que para o caso de
multiplos parametros a distribuicdo “a priori” deffdeys, ja utilizada na situagéo
monoparamétrica, em que ainda ndo incorporarames@s de classificacdo, € proporcional
a raiz quadrada do determinante da matriz espedadénformacdo de Fisher, a qual
designaremos pdr(q), sendoq o vetor de parametros considerado.

Entao:

p(a) u V[det!()] (5.14)

em que
(@) =-Ex[H(log t)
SendoH(log f) a matriz hessiana.da logverossimilhanga conjunta.

Mas, no nosso caso temos os paramer@s e e, e a fungdof (X |a,e,e,) é a
logverossimilhanca conjunta para os trés paramefromriavel X € a quantidade de itens
inadequados ao consumo, avaliados a cada semanssejas :

T2log(f) T2log(f) T2log(f)
fa’ Tefla Te,fa
_ Tlog(f) 9%log(f) T2log(f)
I( )__ ES 2
Tafe, Te, Te,Tie,
T2log(f) 9*log(f) 2log(f)
Tafe, fafe, Te,’

Outra forma de obtermos a distribui¢do “a priedhjunta (5.14) quando ha
independéncia entre os valoresalee, e e, (Berger, 1985 e Box & Tiao, 1973) é:

pla.e.e)u I Jile)i(e,) (5.15)

em que I(a)l(e) e I(e,) sdo aa matrizes de informacdo esperada de Fisher,
respectivamente em relagéo a cada um dos trés g@odma, e e e,, Como segue::

T2 log(f (X |a,8.6)la.8.6,) (5.16)

I( ):'Ex ﬂ?
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2
I(e,) =- Ey %Iog(f(xla,q,ez)la,epez) (5.17)
_ Te,
I(e,) =- E, Flog(f(x la.e.e,)la.e,e,) (5.18)
2

Calculemos, primeiramente, as derivadas segundas des;, e e, relativas a
logverossimilhanga, como indicado acima:

Conforme visto em (5.6):

f(x|a,e.e)=L(ae,e[N,S)=
=Oleen- at )+ (1- e Jo- exl- at }*{efi- exp- at)]+(- e)oxl-ar }**

Entdo a logverossimilhanca sera:

odlf(xIa,ete2] = * 5 logle,exil- at,)+(1- e Jo- exil-at J+ (N, - S) logle.fi- ex- at )]+ (1- e)exs(- at }

(5.19)
Logo,
AN odflxlae e ))= <ot ez)[eXF(' ati)]_tielexd_ ati)+
a ot (xla.eve.)) o e exgl- at, )+ (- e, Ji- exif- at ) (5.20)
+ X (N, - S)ez[exd' ati)(ti)]' t,(1- e)exd- at))
o gt exd- at +(L- e )exdl- at)
Analogamente,
i 0 x|a e :k Slexr(-ati) _ X (Ni'S)eXF('ati)
Te, (oglf(xIa.e. e, ) = expl-at ) +(1- e Ji- expl- at )] L efi- exd- at, )]+ (- ¢)expl- at )
(5.21)
T _ (N.-s) S
g, el taael)= B-eatat ] T e o) @ el a )r B e ol at,)

(5.22)

Derivando mais uma vez as expressoes (5.20), (8.23)22) em relacdo a cada um
dos parametros, e e e,, teremos as seguintes derivadas segundas, quéeongpmatriz
de informacéao de Fisher:

55



ABORDAGEM BAYESIANA INCORPORANDO ERROS DE CLASSIFIC AGAO
TEMPO DE FALHA EXPONENCIAL

o odf(xla. )=
_ g leexpl-at )+ (- e )i- expl- at Jlt, (1 e, )expl- at )(- t,)- tig exd- at ) t;)]
- (e exp- at )+ (1- e,)1- expl- at, )])?
[0 e ot at)- te expl- at Yo ex- at ) t,) - e, ) expl-at ) ¢ L,
(e expl- at )+ (- &, )1~ expl- at, )])?
[ez[l- exr(— at )] (1 )exd at ][ t%e, exr(— ati)+ti2(1- el)exd- ati)]_
- s) (ea- oxl-at )+ e )out-at, )
w0 tleexpl-at))- (- e)exl- at Jte; expl- at,)- (1- ¢ )exsl- tia)(t, )]
(e.[t- exel- at, ]+ (- e )exel- at ))°

(5.23)

Observemos que a equacdo acima, a fim de facdgar entendimento, pode ser
escrita de uma forma mais simples, desde que fagzamo

a=exq- at,)

Entdo (5.23), toma a forma:

gwmmm—

_ g lear( e el (- e ol t)- teal-t)

" (a+0-e)o-a)

- e teallal 1)+ e b ],
(ea+(- ) al)
kﬁ=4%ﬂqﬂi?%ﬁgf@wm4_

N e [1- a|+(1- ¢ )a)’

e el ea o et

(e;[1- o] +(1- & )a)’

Apos algumas manipulagdes algébricas:

Fazendo:

O T
I

T
P
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Agrupando e simplificando:

Lloglr(xlare, e, ))-

e gl elleardi el oo el e )b at-
N (ea+cf1- a]) 3 (e,[1- a] +ba)’

(5.24)

Analogamente:

_f-sa®  (N-S)’ 5.25

D= Gavde dF - d+bd 529
ﬂz _ k 2 (Ni'su) + SI .
oy lodlaeredl)=- B-al® o o e e T 529

Levando agora (5.24), (5.25) e (5.26), respectivaemem (5.16), (5.17) e (5.18),
teremos 0s seguintes valores para as matrizesadsggede informagdo de Fisher, com
respeito a cada um dos parametros. Devemos caéiEsperancas em relacdo a variagel
que no caso & 6 numero de amostras inadequadas parsumo em cada semana, ou seja,

O ve, s 6 alleardi-aleao-a] ()0 eldoh-al+vd- ab-o] _

in1 (ea+d1- a]) (e,[1- a] +ba)?
_ byl efdeardi-d)eate-ell . o), o el dvod- alo-el] . (g
i=1 ela+c[1 a] e2[1 a]+ba

Mas, conforme visto no Capitulo 3, o valor espergaia S é o valor esperaodo da
variavel dicotomicay; quando o produto esta inadequado do tempou seja na semama
Nesse caso a variavg] assume o valor 1.

e fsh= El)= @ Ply, =)= N1 expl- at, ] = N, (- a)

= =1

- S}: ES{Ni}_ ES{SI}: N; - Ni(l' a): Ni(l' 1+a): N;a
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Entao,

O " ooy - Celdeardi dleatle-ell, b eeleli- asval- oo,

= (ea+dfl- a])’ (e,[1- a] +ba)’
(5.27)

Analogamente,

o« ) 1-a a
|(e1)_ o N;a [ela+C[1' a]]Z * [92[1' a] +ba]2
(5.28)

De (5.26):

_ Ry 1- a + a
I(e,)= 3 N, (1- a) lea+tdi- a]’  |ei- a+bd’
(5.29)

Assim, levando esses resultados em (5.15):

K _ ) ) 2 2
R R /20 (0 S O
=1 (ea+c- ac) (e, - e,a+ba)
1
k 1-a a . 1-a a
N,a’ + N (1- a)? +
- [eat+c-ad® [e,- e;a+bd’ -1 { [ea+tc- ad® [e, - e,a+bd?
1
oy E ez 0), (e e, 2
o (ea+c- ac) (e, - e,a+ba)’
K 1-a a k 1-a a
N;a* ©N,(- a)
N e ad e eared MY are- of T eavhd

No nosso caso coml, =cte=7, podemos finalmente fazer:
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pla.e,.e)u
1
(o eeie 22 2), (e e :
= (ea+c- ac) (e, - e,a+ba)’
U =
k 1-a a k 1- a a
"7 a’ + “7 (1-a) +
= [ea+c-ad® e, - e;a+hd’ i:l( [ea+c- ad® [e, - e,a+bd?

‘L (c- e)adi+2a)1-a) (e, - bla’e,
i (ea+c- ac) (e, - e;,a+ba)’
:7ﬁ !
k 1-a a , K 2 1-a a

2
1-
¥ are-ad mrearod Y Rare- af - earod

X

(5.30)

No Anexo F, fazemos o desenvolvimento detalhado elqgessdes acima e a
implementacédo, no software R, desta distribuicadetizeys multiparamétrica para o tipo de
simulacdo que temos estudado (100.000 amostras dade aleatoriamente, para cada valor

de a foi escolhido um valor de erro tipo &() e de erro tipo II¢, ).

Apresentamos aqui as principais informagoes etseing:

Utilizamos como funcao de referéncia para geramsadiferentes parametros, as
seguintes distribui¢des:

a ~U(0,001,05)
e, ~U(0,001)
e, ~U(0,001)
iénticas as que foram usas quando trabalhamosahstribuicdo “a priori” Gama(16;800).

A probabilidade de cada um dos tipos de errosrfoidda a 1%.

Para a distribuicdo de Jeffreys, conforme obtivesma (5.30), o resultado da
marginal da distribuigéo, em relacaa afoi:
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Fig. 5.6
Distribuicao “a priori” de Jeffreys em funcéo de a com erros de classificacéo até 1%

Os valores de verossimilhanca para valores aleextraidos da funcao de referéncia
a ~U(0,001,05), séo:

Fig. 5.7

Valores de Verossimihanca em Funcgéo de , extraidos de uma U(0,001;0,5)
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Fig. 5.8
Verossimilhanca para os primeiros 10000 valores de

5.3.1 Obtencdo da distribuicdo marginal “a posteria” de a, com base na
distribuicao de Jeffreys e erros uniformes.

Aplicando o método SIR, obtemos os seguintes val@@osteriori” para

Fig. 5.9

Histograma da distribuicdo marginal “a posteriori” de & com base na distribuicdo de Jeffreys e
erros uniformes
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Fig. 5.10
Verossimilhanca marginal “a posteriori” em relacdoa a
utilizando a distribuicdo “a priori” de Jeffreys e erros uniformes limitados a 1%

Tabela 5.6
Comparagéo dos valores deg “a priori” e “a posteriori’, com e sem incorporagdo de erros
uniformes limitados a 1% e utilizagdo da distribuigo “a priori” de Jeffreys

PONTOS DE Distribuicdo de Distribuicdo de Distribuicdo marginal
INTERESSE Alpha “a priori” Alpha “a de Alpha “a posteriori”
conforme posteriori” sem com incorporacgéao de
distribuicdo de incoporacao de erros
referéncia erros (Cap. 4)
U(0,001,0,5)
MINIMO 0,001003 0,01152 0,01286
1°. QUARTIL 0,124928 0,01571 0,01554
MEDIANA 0,250567 0,01670 0,01683
MEDIA 0,250141 0,01678 0,01682
3°. QUARTIL 0,374994 0,01778 0,01807
MAXIMO 0,499999 0,02238 0,02144

5.3.2 Obtencdo das distribuicbes “a posteriori” depercentis de interesse (a
distribuicdo de a “a priori” é a de Jeffreys e a dos erros € U(0,000,01))
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Fig.5.11
Distribuicao “a posteriori” dos percentis 1,1, t01, to10 € tgso - (COM base na distribuicao “a

priori” de Jeffreys, e incorporacéo de erros unifomes limitados a 1%)

Com base nos resultados precedentes e o0s constimstesnexos E e F, podemos
montar as seguintes tabelas:
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Tabela 5.7
Estatisticas descritivas para a distribuicdo “a pagriori” de percentis 100p%, para varios
valores de p com distribuicéo “a priori” de a de Jeffreys e incorporagéo de erros uniformes
limitados a 1%

Percentilde | Valor | Minimo | Quantil 1°. Mediana | Média 3°. Quantil | Maximo
Falhas Exato 2,5% | Quatrtil Quatrtil 97,5%
to.001 0,0500 | 0,0466| 0,0505| 0,0553 0,0594 | 0,0600| 0,0643| 0,0723 | 0,0778
toos 0,5025| 0,4663| 0,5054 | 0,5533 0,5940 | 0,6002| 0,6434| 0,7234 | 0,7778
toso 5,268 4,663 | 5,0541| 5,533 5,940 6,002 6,434 | 7,2339 7,778
toso 34,66 32,32 | 35,033| 38,35| 41,17 41,60 | 44,60 | 50,142 53,91
Tabela 5.8

Comparagdo entre os tempos dos percentis de amosrsem e com incorporagao de erros
uniformes até 1% com utilizagdo da distribuicéo “a priori” de Jeffreys

PERCENTIL VALO- Distribuicdo “a priori” Gama(16;800) Distribuicdo “ a priori” Gama(16;800)
DE FALHAS RES SEM INCORPORACAO DE ERROS COM INCORPORAQAO,DE ERROS
UNIFORMES ATE 1%
(%) REAIS | MEDIA | MEDIANA IC 2,506:97 5% MEDIA |MEDIANA IC 12.50%:97.5%]
to.001 0,0500 | 0,05881 0,05854 | [0,04947;0,06935D,0600 | 0,0594 [0,0505;0,0723]
too 0,5025 | 0,5881 0,5854 [0,4947;0,6935] 0,6002 0,5940 [0,5054,0,7234]
towo 5,268 5,881 5,854 [4,947,6,935] | 6,002 5,940 [5,0541,7,2339
toso 34,66 40,76 40,58 [34,29;48,07] | 41,60 41,17 [35,033;50,14]

Obs.: Valores de tempo em semanas.

Lembramos que os dados simulados por nés nao téesde classificacdo. Cada

amostra foi classificada como boa ou ruim (vari@aiebtomicaY = 0 ou comparando-se o
1

tempo decorrido com o fornecido pela curva de tecpaa por umaExp(50). Dai termos

incluido a coluna de valores reais, onde temosracdn de tempo de validade precisa para
cada percentual de amostras que falham.

Nessas tabelas observamos que quanto maior onpgateale erros, menores 0s
prazos que se podem estipular para os tempos dedukl produtos. Conclui-se entdo que o
esforco em elaborar experimentos com pouca probdatié de erro é compensado pelos
maiores prazos de validade dos produtos armazeread@sateleira. Outro fato importante é
gue os tempos de validade obtidos sem a incorppr&drros sdo menores que quando ha
essa incorporacgéo o que colabora no sentido dassegualimentar.
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5.4 Obtencao da distribuicdo “a posteriori” marginal de a utilizando
uma Gama(16;800) e erros uniformes limitados a 5%.

Nas simulagbes feita até aqui, limitamos os errtds B0, ou seja estamos
considerando que na avaliacdo dos conjuntos detemppode-se cometer até 1% de
erros de avaliagdo (conforme definidos no iniciostele capitulo), considerados
distribuidos uniformemente. Faremos agora uma sigdol com a distribuigdo “a priori”
Gama(16;800) elevando o patamar de cada tipo @eaeB% a fim de avaliarmos a
influéncia da variacdo do nivel dos erros.

Assim, utilizaremos a mesma amostra de valorea deteriormente empregada na
simulagdo com a distribuicdo “a priori” Gama(16;800s erros seguirdo distribuicdes
uniformes U(0;0,05). Os resultados obtidos foramseamiintes:

Fig. 5.12
Verossimilhanca marginal em relacdo aa com incorporagéo de erros uniformes até 5%
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Fig. 5.13
Histograma dos valores dea “a posteriori” com incorporagéo de erros uniformesaté 5% e
distribuicdo “a priori” Gama(16;300)

66



ABORDAGEM BAYESIANA INCORPORANDO ERROS DE CLASSIFIC AGAO
TEMPO DE FALHA EXPONENCIAL

Fig. 5.14

Distribuicao “a posteriori” dos percentis 1,1, {01, L1 € tgs0 - (COM base na distribuicao “a
priori” Gama(16;800), e incorporacdo de erros unifomes limitados a 5%)

* * %

67






6 UTILIZACAO DOS DADOS REAIS OBTIDOS NO
EXPERIMENTO BASE FEITO POR FREITAS, BORGES E
HO.

Utilizaremos agora 0s mesmos procedimentos antegite empregados nas
simulagdes com amostras de um produto perecivgl,tempo de falha foi modelado por
uma Exp®G0). Na modelagem do paramet@ utilizaremos, da mesma forma que nas
simulacdes precedentes, 100.000 valores do mesnost@tios de uma distribuicdo “a
priori” Gama(la'soo) e incorporamos 0s mesmos erros de classificacactipdo 1,

anteriormente gerados. Adotamos a suposicao déaguerros ndo ocorrem em mais do que
1% das amostras avaliadas, tanto para os errog tijp@nto para os erros tipo 2, ou seja, do
total das amostras avaliadas como indadequadasrépedtar sendo cometido um erro de
avaliacdo em até 1% dos casos e também do totalndastras avaliadas como boas, até 1%
poderdo n&o estar corretamente classificadas. @oasios que 1% de avaliagbes
equivocadas € um limite superior para esse tipcldssificacdo. Considerou-se que as
possibilidades de cometer erros se mantém constdatante as 51 semanas em que durou o
experimento e que tais erros seguem uma distribui.@éO;0,0]), como o fizemos nas

simulacdes focalizadas no Capitulo 5.
No experimento realizado, apresentado no trabathef@réncia, de Freitas, Borges e
Ho (2003), os produtos foram avaliados com relagée atributos SABOR, ODOR E
ASPECTO. Adotaremos a seguinte nomenclatura:
Ni: Quantidade de itens do produto em teste, al@léacada semana i.
Sio: Quantidade de itens avaliados quanto ao @danp inadequados a cada semana i.
Sis: Quantidade de itens avaliados quanto ao sebog inadequados a cada semana i.
Sia: Quantidade de itens avaliados quanto ao aspeErho inadequados a cada semana i.
Bonsio: Quantidade de itens avaliados quanto ang odmo adequados a cada semana i.
Bonsis: Quantidade de itens avaliados quanto amr setbmo adequados a cada semana i.
Bonsia: Quantidade de itens avaliados, quanto pects, como adequados, a cada semana i.
A quantidade de itens avaliados variou a cada sanifierentemente das simulagdes

anteriormente realizadas.

Neste caso, diversamente do que fizemos com unrimgdo simulado, focalizado
em detalhe no Anexo F, ondd, =cte= , N, ndo € constante sendo uma matriz de

dimenséol” 51 onde cada coluna apresenta a quantidade de watiad® durante as 51
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semanas que durou o experimento. O software Renam programa matricial, facilita
muito o trabalho de programacado que se tem que. fAsegrandezas que variaram durante
cada uma das 51 semanas que durou o experimentoagéipes cujas colunas informam os
valores a cada semana e cujas linhas informamiacéarcom cada um dos 100.000 valores
considerados para o parametroA grandezal, , variou conforme grafico abaixo:

Fig. 6.1
NUmero de amostras avaliado a cada semana em fungd@a semana de avaliacao

No experimento simuladd\, =cte= ,7a distribuicdo de Jeffreys era a dada por
(5.30):

pla.e.e)u
1
“ 2 [c-gladi+2a)l-a) (e, - bla’e, . ?
- (ea+c- ac)’ (e, - e,a+ba)’
YN
xka2 1- a a ’k(l-az 1-a a
= [ea+c-ad® [e,-ea+bd® i [ea+tc-ad® [e, - e,a+bd?

No experimento real a quantidade de itens varicada semana, havendo semanas
onde nenhum item foi avaliado, a expressao daligtéio de Jeffreys devera contemplar a
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variacao dos itens avaliados a cada semana etga@da em sua forma sem simplificacdes.
A tabela com a quantidade de itens avaliados em gadh das 51 semanas para os atributos,
odor, sabor e aspecto, € dada no inicio do Anexo G.

pla.e.e)u
1
S P 2
R (ea+c- ac) (e, - e,a+ba)’
u
: 1- a a K 1-a a
N;a* © N (1- &)
w  [gqatc-ad® [e,- a+ha® ) [ea+c-ad® [e, - e,a+bd’

No Anexo H fazemos a implementagéo detalhada éepi@ssao.

6.1 Obtencao da distribuicdo “a posteriori” marginal de a utilizando
uma Gama(16;800) e erros uniformes para o atribut® DOR.

Nesse caso, utilizando-se as mesmas técnicasadtibznas simulacbes feitas no
Capitulo 5, cujo desenvolvimento detalhado encesgrao Anexo G, para a distribuicdo “a
priori” Gama(16;800), obtivemos:

Fig. 6.2
Verossimilhanca marginal em relacdo aa com incorporacdo de erros uniformes até 1%
Experimento Real do Trabalho de Referéncia — Atribto ODOR
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Fig. 6.3
Histograma dos valores dea “a posteriori” com incorporacéo de erros até 1% elistribuicao
“a priori” Gama(16;800) — Atributo ODOR

6.2 Obtencao das distribuicbes “a posteriori” de perentis de interesse
(a distribuicdo de a “a priori” € a Gama(16;800) e a dos erros é
U(0,001;0,01) para o atributo ODOR.
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Fig. 6.4

Distribuicao “a posteriori” dos percentis 1,1, {01, L1 € tgs0 - (COM base na distribuicao “a
priori” Gama(16;800), e incorporagéo de erros unifomes limitados a 1%) — Atributo ODOR

6.3 Utilizacdo de uma distribuicdo “a priori” de Jeffreys para o
parametro a e erros uniformes limitados a 1%. Atributo ODOR.
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Fig. 6.5
Verossimilhanga marginal em relacéo aa com incorporagdo de erros uniformes até 1%
Experimento Real do Trabalho de Referéncia — Priérdeffreys -Atributo ODOR

Fig. 6.6

Distribuicao “a priori” de Jeffreys em funcdo de a com erros de classificacao até 1% para o
experimento base — Atributo ODOR
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Fig. 6.7
Histograma dos valores dea “a posteriori” com incorporagdo de erros até 1% distribuicdo
“a priori” Gama(16;800) — Priori Jeffreys - Atribut o ODOR

6.4 Obtencao das distribuicbes “a posteriori” de perentis de interesse
(a distribuicdo de a “a priori” € a Jeffreys e a dos erros é
U(0,001;0,01) para o atributo ODOR.
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Fig. 6.8

Distribuicao “a posteriori” dos percentis t, 1, t01, Lo10 € tgso - (COM base na distribuicao “a
priori” de Jeffreys, e incorporacéo de erros unifomes limitados a 1%) — Atributo ODOR
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Tabela 6.1

ATRIBUTO: ODOR
Comparacao entre os tempos dos percentis de amostrque falharam utilizando a distribuigédo

“a priori” Gama(16;800 e a distribuigdo “a priori” de Jeffreys

PERCENTIL Distribuicdo “a priori” Gama(16;800) Distribuicdo “ a priori” de Jeffreys
DE FALHAS SEM INCORPORACAO DE ERROS COM INCORPORA(;AO’DE ERROS
UNIFORMES ATE 1%

(%) MEDIA | MEDIANA IC 2.596:97.5%] MEDIA |MEDIANA IC p2.506:07 5%
to 001 0,06433| 0,06418 [0,0563,0,0733] 0,06559| 0,06467 |[0,05386;0,07984
toor 0,6433 0,6418 [0,5633;0,7332] 0,6559 0,6467 | [0,5386;0,7984]
too 6,433 6,418 [6,633;7,332] | 6,559 6,467 [5,386;7,984]
toso 44,59 44,49 [39,04;50,82] | 45,46 44,83 [37,33;55,34]

Obs.: Valores de tempo em semanas.

6.5 Obtencao da distribuicdo “a posteriori” marginal de a utilizando
uma Gama(16;800) e erros uniformes para o atribut®ABOR.

Fig. 6.9
Verossimilhanca marginal em relacdo a2 com incorporacdo de erros uniformes até 1%
Experimento Real do Trabalho de Referéncia — PriorGama(16;800) -Atributo SABOR
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Fig. 6.10
Histograma dos valores dea “a posteriori” com incorporacéo de erros até 1% elistribuicao
“a priori” Gama(16;800) — Priori Gama(16;800) - Atributo SABOR

6.6 Obtencao das distribuicdes “a posteriori” de perentis de interesse
(a distribuicdo de a “a priori” € a Gama(16;800) e a dos erros é
U(0,001;0,01) para o atributo SABOR.
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Fig. 6.11

Distribuicao “a posteriori” dos percentis 1,1, {01, L1 € tgso - (COM base na distribuicao “a

priori” Gama(16;800), e incorporacao de erros unifomes limitados a 1%) — Pri0ri
Gama(16;800) - Atributo SABOR

6.7 Utilizacdo de uma distribuicdo “a priori” de Jeffreys para o
parametro a e erros uniformes limitados a 1%. Atributo SABOR.
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Fig. 6.12
Verossimilhanga marginal em relagéo aa com incorporagdo de erros uniformes até 1%
Experimento Real do Trabalho de Referéncia — Priordeffreys — Atributo SABOR
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Fig. 6.13

Distribuicao “a priori” de Jeffreys em funcdo de a com erros de classificagcdo até 1% para o
experimento base — Atributo SABOR

Fig. 6.14
Histograma dos valores dea “a posteriori” com incorporacao de erros até 1% alistribuicao
“a priori” de Jeffreys — Atributo SABOR

81



ABORDAGEM BAYESIANA INCORPORANDO ERROS DE CLASSIFIC AGAO
DADOS DO EXPERIMENTO BASE

6.8 Obtencao das distribuicbes “a posteriori” de perentis de interesse
(a distribuicdo de a “a priori” € a Jeffreys e a dos erros é
U(0,001;0,01) para o atributo SABOR.

Fig. 6.15

Distribuicao “a posteriori” dos percentis 1,1, L1, to10 € tgso - (COM base na distribuicao “a
priori” de Jeffreys, e incorporacéo de erros unifomes limitados a 1%) — Atributo SABOR
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Tabela 6.2

ATRIBUTO: SABOR
Comparacdo entre os tempos dos percentis de amosrgue falharam utilizando a distribui¢éo

“a priori” Gama(16;800) e a distribuicdo “a priori” de Jeffreys

PERCENTIL Distribuicdo “a priori” Gama(16;800) Distribuicdo “ a priori” de Jeffreys
DE FALHAS SEM INCORPORACAO DE ERROS COM INCORPORA(;AO'DE ERROS
UNIFORMES ATE 1%

(%) MEDIA | MEDIANA IC 12.506:075%] MEDIA |MEDIANA IC 2.59%:975%]
to 001 0,06117 0,06109 [0,05220,0,070400,06202| 0,06118 | [0,05148;0,07512
toos 0,6117 0,6109 [0,5220;0,7040] 0,6202 0,6118 | [0,5148;0,7512]
too 6,117 6,109 [5,220;7,040] | 6,202 6,118 [5,148;7,512]
toso 42,40 42,35 [36,18;48,80] | 42,99 42,41 [35,68;52,07]

Obs.: Valores de tempo em semanas.

6.9 Obtencao da distribuicdo “a posteriori” marginal de a utilizando
uma Gama(16;800) e erros uniformes para o atributdSPECTO.

Fig. 6.16
Verossimilhanca marginal em relacdo a2 com incorporacdo de erros uniformes até 1%
Experimento Real do Trabalho de Referéncia — PriérGama(16;800) -Atributo ASPECTO
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Fig. 6.17
Histograma dos valores dea “a posteriori” com incorporagdo de erros até 1% dlistribuicéo
“a priori” Gama(16;800) — Priori Gama(16;800) - Atributo ASPECTO

6.10 Obtencéo das distribuicbes “a posteriori” de perentis de
interesse (a distribuicdo dea “a priori” € a Gama(16;800) e a dos
erros é U(0,001;0,01) para o atributo ASPECTO.
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Fig. 6.18

Distribuicao “a posteriori” dos percentis 1,1, {01, L1 € tgso - (COM base na distribuicao “a

priori” Gama(16;800), e incorporacao de erros unifomes limitados a 1%) — Pri0ri
Gama(16;800) - Atributo ASPECTO

6.11 Utilizacdo de uma distribuicdo “a priori” de Jeffreys para o
parametro a e erros uniformes limitados a 1%. Atributo ASPECTQ
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Fig. 6.19
Verossimilhanga marginal em relacéo a2 com incorporagdo de erros uniformes até 1%
Experimento Real do Trabalho de Referéncia — Priordeffreys — Atributo ASPECTO
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Fig. 6.20

Distribuicao “a priori” de Jeffreys em fungéo de a com erros de classificagéo até 1% para o
experimento base — Atributo ASPECTO

Fig. 6.21
Histograma dos valores dea “a posteriori” com incorporacéo de erros até 1% elistribuicao
“a priori” Gama(16;800) — Atributo ASPECTO

6.12 Obtencdo das distribuicbes “a posteriori” de perentis de
interesse (a distribuicdo dea “a priori” é a Jeffreys e a dos erros é
U(0,001;0,01) para o atributo ASPECTO.
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Fig. 6.22

Distribuicdo “a posteriori” dos percentis t, 5, tg01, tg10 € tgso - (COM base na distribuicao “a
priori” de Jeffreys, e incorporagdo de erros unifomes limitados a 1%) — Atributo ASPECTO
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Tabela 6.3
ATRIBUTO: ASPECTO

Comparacdo entre os tempos dos percentis de amosrgue falharam utilizando a distribui¢éo

“a priori” Gama(16;800 e a distribuicdo “a priori” de Jeffreys

PERCENTIL Distribuicdo “a priori” Gama(16;800) Distribuicdo “ a priori” de Jeffreys
DE FALHAS SEM INCORPORACAO DE ERROS COM INCORPORAQAO'DE ERROS
UNIFORMES ATE 1%

(%) MEDIA | MEDIANA IC 12.506:075%] MEDIA |MEDIANA IC 2.59%:975%]
to 001 0,07531 0,07506 [0,06446,0,08748),07815| 0,07754 | [0,06335;0,09688
toos 0,7531 0,7506 [0,6446;0,7506] 0,7815 0,7754 | [0,63346;0,9688]
too 7,531 7,506 [6,4464;8,7481] 7,815 7,754 [6,3346,9,6880]
toso 52,20 52,03 [44,68;60,64] | 54,17 53,75 [43,91;67,15]

Obs.: Valores de tempo em semanas.

* % %
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7 CONCLUSOES

Embora a distribuicdo exponencial ndo seja a maisada para modelar o tempo de
falha, tendo sido usada como uma primeira aproXmago se introduzir as técnicas
Bayesianas para o fim proposto, obtivemos resultaderentes com a observacdo. Futuros
trabalhos deverdo ser feitos utilizando-se outiaudicbes para modelagem do tempo de
falha, especialmente a Weibull que tem mostrad@deguacéo para tal tipo de situagéo.

Nas simulagbes feitas antes da incorporacdo des eleo classificagcdo (Cap. 4)
observou-se que tanto com a utilizagdo de umailligtdo “a priori” informativa
(Gama(16;800)) como com a utilizacdo da distribwit@priori” ndo informativa de Jeffreys,
os valores para os tempos de falha das amostrasgam em torno de 2,22%. E
interessante observar que os tempos de falha nsermm@reram com a utilizacdo da
distribuicdo “a priori” informativa. De alguma margetais informagdes levaram a considerar
que os produtos tendem a falhar mais cedo do gqaedguse usa a distribuicdo néo
informativa.

Observou-se que com a incorporacao de erros (GapoSe usar a distribuicdo néo-
informativa (Jeffreys), ndo houve grandes variagiesempo de vida antes da incorporagéo
de erros tendo a divergéncia de tempos ficado emotde 0,74% para menos ou seja 0s
tempos de vida previstos foram menores. Tais dérarig@s porém foram muito maiores (em
torno de 40,5%, quando se utiliza a distribuicafmrimativa o que nos mostra que ao
considerarmos a hipétese de um determinado niverrds de classificagdo, essa incerteza
potencializa a tendéncia, jA observada na simulagéo incorporacdo de erros, de que as
informagdes constantes na priori informativa lexaoma conduta mais cuidadosa no sentido
de que os produtos podem falhar com maior rapidez.

Nas Fig. 5.5 e 5.14 podemos observar o efeito deagfio do nivel dos erros de
avaliacdo de 1% para 5%. Em ambos os casos camsidera distribuicdo “a priori”
informativa Gama(16;800). Observa-se que a durdodempo de falha € aumentada com a
elevacao do nivel de erros. No caso da elevac&sidssada de 1% para 5%, o aumento foi
de cerca de 5,6%. Esse resultado nos aconsellar @#ich que esse nivel seja o mais baixo
possivel pois a elevacdo do tempo de falha devidoa®res erros ndo colabora para a
obtencdo de um tempo de falha mais seguro.

Ao utilizarmos, no Cap. 6, dados do experimentbuglizado no trabalho de Freitas,
Borges e Ho (2003), observamos que para os atsfDROR e SABOR os tempos de falha
obtidos com a utilizagdo de uma distribuicéo infative ou n&o informativa, variam pouco,
abaixo de 1%, sendo maiores para a distribuicdoni@onativa (Jeffreys). Ja para o atributo
ASPECTO a variagdo é um pouco maior, tendo, p&aso estudado sido obtidos tempos de
falha 3,3% maiores para a utilizacdo da distribuigdo informativa de Jeffreys. Desses
atributos o que apresentou menores tempos deftalbeSABOR, a seguir o ODOR, ficando
com o atributo ASPECTO os maiores tempos de fath@as, sendo 22,9% maiores que 0s
tempos de falha para o SABOR, quando se usa prfornativa e 26,7% maiores quando se
usa priori ndo informativa.
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As técnicas Bayesianas implicam em intenso uscod#puatacdo tendo em vista que
as funcbes de verossimilhanca e as distribuicbedetfecys sdo em geral desconhecidas.
Apesar disso, tais técnicas tém o grande convenidet apresentar uma metodologia
uniforme. No presente trabalho, utilizou-se o atgw SIR, desenvolvido por Rubin (1988),
para se obter as distribuicbes “a posteriori’. @attécnicas como o “Gibbs Sampler”
fornecem um estimulo para outras abordagens desteema.

* k%
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ANEXO A

Desenvolvimento da forma da funcao de verossimilhga para o
caso em que a distribuicao subjacente do tempo dala de
prateleria € Exponencial

A equacéo (5.5):

ply =Ofe.exl ar )+ e exk- ar 1o el exp- ar)]+ - eexct-ar } 2

i=1
pode ser dividida em diversas partes, a saber:

X (a) (b) S (c) (a) NS
L ply :O elexr(- ati)+(1- ez)[l- exp(— ati)] ez[l- exr(— ati)]+(1- el)exp(- az‘i)
- T i=1
(1) (1)
Escrevendda) e (b) e (c) e (d)como binémios de Newton:

n n

(a+b)' = "&b e(c+d) =
k=0 k=0

n
den—k

(I ):
(a) (b) S5 S
eexp- at )+ (- e Ji- expl- ar()] = ‘ [evexpl- ar, ' {(t- &)a- expl- ar )} 5"

fi

(n):
(- edoxl ar ) ref-oxd-ar 0= M (1 exfe ar) ] el exe ar

Portanto, del ) e (Il ):

S Ni-§ -
s N e e) M o) e ar 1 +1 e el ar ]S

T (R P

Assim, reescrevendo a funcéo de verossimilharitapmws:

L PH_/ :I—(epez’a'(Nv ’Nk)T;(Sp 1S<)T):(_)j)pis(1' pi)Ni_Sq
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K S N-S N - .
L ply =O 3 : Tele) e

~~ === L

(Ni_s_li)(l' ez)s_ri ’ exb at; (ri +|i)][1' ex(} ar; )]S»rﬁN»S-h

Desenvolvendo o produtorio, a equacéo de verossamgh fica:

3WE S N-§ &

1_ e.l_)ll 4 %(Nl' 3"1)(

1- %)Srrl ‘

ply =

no=o

S Ne- & -
, eXd— al‘l(r1+|l)][1- eXF‘- atl) Np-rp-ly ~ - S< Nk S< elrk (1_ el)lk , %(Nk'i‘lk)(l_ %)S'G ,

=0 1,=0 rk lk
“ex at, (r +1, J1- exd- az, )"
Entao,
S S N-S Ne-§& - -
L ply = 3 5 NS N 5 exd' a[tl(rl-l-ll)'& A[k(rk-l_lk)}'
-~ n=l rn=11=1 =1 r1 rz rk I1 Ik
. el(fl*'fz"’ +fk)(l_ el)(|1+|z+ ) - %(Nl‘ Sk HNe-S-(h+ +|k)(1_ %)Sﬁsz"’ +S-(n+ +n) -

- exd at, | [1- exg- ar M

Note-se que:

[1— ex;:(— ar, )]N"'i"‘ i =12, ,k pode ser escrita como bindbmio de Newton. Ent&o:
Ni-hi-l; -1 -

[1- exp- ar " = r': g e an (N - m) A
m=1

Substituindo (A.1) na equacdo da verossimilhang@ateremos a equacéao final da
verossimilhanca que contempla erros de classificagén a fungéo de distribuicdo de tempos
de falha exponencial. Chamaremos a essa expresdjQ.d. .:

Lply =teeal(n NS ST)

Entao:
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s S Ni-S Ne-§ - B
S S & Ni-§ Ne- & ex- alty(n +1)A - Ar(n+1}

L ply =

- n=l =l =1 I=1 M P M I1 Ik
“ gt (1o g et ) g (NS N S It (g g )t #Se(ar +n) -
- expl- ar N - expl- ar )N

Desenvolvendo as somas, elevadas a expoentes bindmios de Newton:

58NS NSig s, 5 N-S O Ne- S

L =
Ply o r e e

n=1 n=11=1 =1
k k k k k k

’ ellzlrl (1- e-l-)lzllI ez |:1(N|_S)- |:1II (1- e2)|:1s_ |:1r| ’

Nefirh N -
vt ( 1)(N1_ el m) exp{- afl(Nl “r- - ml)] ’

m=1 My
Ny-r,-1 _ _

222 N2 I |2 (_ 1)(N2'|'2’|2'mz) eXF{' afz(Nz - I |2 - mz)] !
m=1 M2
Ng-rne-1 _ _

k™ Tk Tk Nk rk Ik (_ 1)(Nk-rk-|k'”\<)exd_ al‘k(Nk - rk - lk - mk)]

m=1 Mk

Na classificagéo feita ey, temos:

r. =itens classificalos como impréprios para o consumo sendo em realidade apropriadcs.

|, =itens classificalos como apropriadcs para o consumo sendo em realidade impréprios

S =total de itens avaliados como ruins.

N, - S =total de itens avaliados como bons

Para prosseguirmos o trabalho teriamos, dentaddialagem classica, que maximizar
a funcéo de verossimilhanga via matriz de inforrnag@ Fisher, o que além de trabalhoso
traria o risco de chegarmos a algum ponto sem getisp de solucéo.

Outra possibilidade, por nés adotada, foi a dérpars para a abordagem bayesiana,
tomando como resultados “a priori’, os obtidos aotmente no trabalho de Freitas, Borges

e Ho.
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ANEXO B

Tempo de Falha Exponencial. Utilizagao com distribigao “a
priori” Gama(16;800)

AMOSTRA COM 100.000 VALORES DE ALPHA E AVALIACAO EMs1 SEMANAS:

PROCEDIMENTO PARA CALCULAR AS DISTRIBUICOES “A POST ERIORI”
COM RESPEITO AO PARAMETRO DA DISTRIBUICAO DA FUNCAO

EXPONENCIAL QUE MODELA O TEMPO DE FALHA DAS AMOSTRA S DO
EXPERIMENTO PROPOSTO COM DISTRIBUICAO “A PRIORI” GA MA(16;800)
SEM INCORPORACAO DE ERROS DE AVALIACAO.

Célculo da Funcao de Verossimilhanca, conforme radstend.4. é fornecida por (4.6):

L(aj |Ni’S):eXp_ a; k t,(N;- ) 6[1' EXF(- ajti)]S

i=1

Fator A

Procedimentos iniciais:

a) Geragdo da amostra de 357 tempos de vida delistribuicdo exponencial Exp(0,02):

te<-rexp(357,0.02)

Fator B

b) Valor da distribuicdo exponencial correspondente

ye<-dexp(te,0.02)

c) Distribuicdo dos Tempos de Vida Exponencial ¢gt&)dos:

te

[1] 23.70040433 110.98757335 152.32701711 41.17
[6] 15.60672417 52.96356343 18.34564965 148.00
[11] 151.51885412 45.79828228 5.91208914 11.72
[16] 37.24134315 41.67006807 41.58935556 92.40
[21] 35.67627896 2.74284772 2.42863232 6.21
[26] 109.67981238 38.54135886 86.21647106 24.27
[31] 84.95633993 17.38499040 50.45741303 0.15
[36] 5.48243214 15.51064495 39.24146415 18.91
[41] 98.79696862 94.47132516 0.83422104 20.20
[46] 15.18897036 78.48591916 12.25978395 48.69
[51] 239.35995045 45.40992742 25.61053222 5.20
[56] 15.20322504 8.28001039 39.80023083 34.38
[61] 78.88781512 6.92938487 35.45897938 48.35
[66] 66.94938829 69.43381809 58.92646047 188.20
[71] 89.29533697 16.99763560 1.18783994 21.30
[76] 6.03116593 106.62603802 10.66298021 9.23
[81] 17.97221188 198.13327742 7.15818982 44.86
[86] 17.00107695 7.01420419 28.29061341 4.74
[91] 171.31519131 21.88288551 57.30570168 17.26
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669398 52.81218001
804033 52.35876252
901261 3.81819750
691973 34.24272418
477105 17.78134131
789189 102.02519372
566836 36.75688861
839545 46.14734528
845027 54.12950823
658854 115.79263126
412116 17.93506378
591857 56.86854651
182180 11.55246596
463071 46.63142161
757449 57.71010942
707045 0.40615359
622877 67.16021495
575120 121.17787395
550818 2.48865092
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[96] 44.07821926 3.79225560 49.90318250 5.78
[101] 136.28392508 65.80202365 161.86308785 11.53
[106] 16.20161016 29.38551079 50.85285106 80.83
[111] 74.93350682 1.78387151 46.40878197 1.82
[116] 4.57973722 38.31194914 51.65618011 31.99
[121] 38.95334156 154.27861362 12.43943404 9.38
[126] 19.98572990 172.34369329 14.10954178 57.22
[131] 5.56715245 10.98969539 31.56903638 41.48
[136] 22.95195733 155.52401542 37.01293105 6.79
[141] 38.75347856 28.19149166 6.61874709 0.32
[146] 61.46111823 61.77503238 20.76972092 33.56
[151] 5.40331011 103.53741133 57.88897108 3.76
[156] 135.47025369 68.97805729 81.58585266 27.62
[161] 200.20348531 47.69614005 199.41448000 19.94
[166] 133.94027640 23.72802531 10.37964304 107.73
[171] 12.57893194 16.32988907 44.62857707 52.42
[176] 30.52579821 58.49274844 35.05940526 58.16
[181] 26.46798450 54.00825100 16.22417709 6.26
[186] 24.12525811 7.03286286 15.14595298 1.76
[191] 1.35590925 81.14247769 30.78406008 0.25
[196] 44.23100734 90.66969622 61.92395835 43.28
[201] 51.11344964 24.04380181 15.68794405 61.27
[206] 14.53288514 0.50294203 10.24798109 52.96
[211] 13.17161117 25.41959402 79.26809676 180.42
[216] 98.81919631 53.17996919 130.34742651 19.90
[221] 194.97367320 3.19628771 27.22616463 14.51
[226] 23.17795285 5.67096401 58.85293763 4.82
[231] 28.90153695 203.25402197 33.10579415 81.84
[236] 33.29233935 2.77793987 4.65019057 73.14
[241] 12.68542516 2.21957487 83.47771652 90.86
[246] 51.32652800 76.11835233 56.60435022 33.93
[251] 53.59472842 24.03960819 110.31207075 13.52
[256] 58.42077700 176.86010328 102.02081992 4.09
[261] 25.17885759 89.69071740 11.65503159 13.61
[266] 109.87720144 29.18394797 77.21719313 148.70
[271] 36.84216635 53.73839987 140.35196937 86.11
[276] 6.30508640 65.83412476 16.79504064 51.57
[281] 32.02099698 15.74671585 59.46587436 94.55
[286] 28.09075599 13.15421938 37.20264262 14.76
[291] 275.95898442 45.43714202 113.41009375 60.91
[296] 19.90298466 46.81321936 5.31726845 71.84
[301] 21.72466759 55.97028327 90.51856007 105.23
[306] 95.04916761 8.93996658 19.89884614 65.21
[311] 16.54143801 9.80240346 28.87807668 91.57
[316] 81.59983493 200.01530972 55.98391755 27.36
[321] 0.50540706 5.75945365 21.37485126 70.11
[326] 2.97030905 1.62359236 50.92217666 53.07
[331] 27.14435621 89.47644652 50.30542966 62.03
[336] 117.98879662 71.61329528 114.79285465 31.60
[341] 4.87900777 14.12051867 13.88751441 22.97
[346] 52.62246891 31.47637297 82.04614743 2.22
[351] 71.35847527 80.80212388 1.90977340 168.67
[356] 11.10074623 53.63193610

#write(te,"tempoexp.txt")

mean(te)
[1] 52.41301

median(te)
[1] 38.54136
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293023 6.39967388
194460 30.47824625
943424 232.89691749
991696 10.66142952
675435 57.45322817
657458 21.40880023
114952 262.11427085
625413 4.42104680
300576 48.78890649
571508 45.01832304
843032 83.63895546
029320 55.49122863
516786 0.05277467
875268 89.17577825
067575 17.23549983
394376 67.74358544
007578 169.00557279
590149 93.83532619
782908 21.51910625
852761 4.98292048
783384 41.78195139
921170 3.62676885
901017 4.85918028
475939 18.52681856
002721 137.60457644
267514 57.46047813
615352 85.62377020
136474 74.02150101
255964 60.36777515
378635 37.60389960
835260 2.55558491
650186 43.69370341
977117 180.59781966
287513 14.06697405
302666 49.52022160
381163 71.17786387
000059 93.23535693
116773 32.26411184
706243 127.41544069
944673 6.59421017
934429 14.97880081
607069 52.30176109
658869 167.27013364
150900 24.59137943
391050 121.72252563
259235 17.90888447
294945 10.83774376
955565 84.88020841
756975 64.09595180
790793 101.48498602
209326 136.70428199
338567 14.35240333
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Fig. 4.1 :

te<-scan("tempoexp.txt")

ye<-dexp(te,1/50)

plot(te,ye,sub="Tempo de vida Exponencial”,xlab="Te mpo de Vida
em Semanas",ylab="Valores da

Distribuigdo Exp(50)")

Com base na amostra gerada da Exp(50) podemosnifederse os itens avaliados em cada
uma das 357 semanas falhou ou ndo na semana dmcavalA amostra tera falhado se o
tempo de falha (exponencial) (medido em semanashémor ou igual ao niumero da semana
de avaliagdo. Os resultados, segundo a distribuilgfo amostras por semana séo dados
abaixo, onde a variavel dicotbmica Y assume o valquando nao foi constatado falha e o
valor 1, quando a amostra foi considerada ruim.

TABELA B.1
Valores da Variavel Dicotbmica, Y para cada amostracomparando o tempo de falha
exponencial a ela aleatoriamente atribuido com ongpo em que a mesma foi avaliada.

Classificacdo da Amostra
Semana | Tempo |Variavel Dicotbmica
No. da
amostra i t Y
1 1| 23,70040 0
2 1| 15,60672 0
3 1]151,51890 0
4 1| 37,24134 0
5 1| 35,67628 0
6 1]109,67980 0
7 1| 84,95634 0
8 2| 5,48243 0
9 2| 98,79697 0
10 2| 15,18897 0
11 2(239,36000 0
12 2| 15,20323 0
13 2| 78,88782 0
14 2| 66,94939 0
15 3| 89,29534 0
16 3| 6,03117 0
17 3| 17,97221 0
18 3| 17,00108 0
19 3[171,31520 0
20 3| 44,07822 0
21 3[136,28390 0
22 4| 16,20161 0
23 4| 74,93350 0
24 4| 457974 0
25 4| 38,95334 0
26 4| 19,98573 0
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27 4| 5,56715 0
28 4| 22,95196 0
29 5| 38,75348 0
30 5| 61,46112 0
31 5 5,40331 0
32 5]135,47030 0
33 51200,20350 0
34 5]133,94030 0
35 5| 12,57893 0
36 6| 30,52580 0
37 6| 26,46798 0
38 6| 24,12526 0
39 6 1,35591 1
40 6| 44,23101 0
41 6| 51,11345 0
42 6| 14,53289 0
43 7| 13,17161 0
44 7| 98,81920 0
45 71194,97370 0
46 7| 23,17795 0
47 7| 28,90154 0
48 7| 33,29234 0
49 7| 12,68543 0
50 8| 51,32653 0
51 8| 53,59473 0
52 8| 58,42078 0
53 8| 25,17886 0
54 81109,87720 0
55 8| 36,84217 0
56 8 6,30509 1
57 9| 32,02100 0
58 9| 28,09076 0
59 91275,95900 0
60 9| 19,90298 0
61 9| 21,72467 0
62 9| 95,04917 0
63 9| 16,54144 0
64 10| 81,59983 0
65 10 0,50541 1
66 10 2,97031 1
67 10| 27,14436 0
68 10]117,98880 0
69 10| 4,87901 1
70 10| 52,62247 0
71 11| 71,35848 0
72 11| 11,10075 0
73 11]110,98760 0
74 11| 52,96356 0
75 11| 45,79828 0
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76 11| 41,67007 0
77 11 2,74285 1
78 12| 38,54136 0
79 12| 17,38499 0
80 12| 15,51064 0
81 12| 94,47133 0
82 12| 78,48592 0
83 12| 45,40993 0
84 12 8,28001 1
85 13 6,92939 1
86 13| 69,43382 0
87 13| 16,99764 0
88 13/106,62600 0
89 13/198,13330 0
90 13 7,01420 1
91 13| 21,88289 0
92 14| 3,79226 1
93 14| 65,80202 0
94 14| 29,38551 0
95 14 1,78387 1
96 14| 38,31195 0
97 14|154,27860 0
98 14|172,34370 0
99 15| 10,98970 1
100 15 155,52400 0
101 15| 28,19149 0
102 15| 61,77503 0
103 15108,53740 0
104 15| 68,97806 0
105 15| 47,69614 0
106 16| 23,72803 0
107 16| 16,32989 0
108 16| 58,49275 0
109 16| 54,00825 0
110 16 7,03286 1
111 16| 81,14248 0
112 16| 90,66970 0
113 17| 24,04380 0
114 17 0,50294 1
115 17| 25,41959 0
116 17| 58,17997 0
117 17 3,19629 1
118 17 5,67096 1
119 17]203,25400 0
120 18 2,77794 1
121 18 2,21958 1
122 18| 76,11835 0
123 18| 24,03961 0
124 18]176,86010 0
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125 18| 89,69072 0
126 18| 29,18395 0
127 19| 53,73840 0
128 19| 65,83412 0
129 19| 15,74672 1
130 19| 13,15422 1
131 19| 45,43714 0
132 19| 46,81322 0
133 19| 55,97028 0
134 20 8,93997 1
135 20 9,80240 1
136 20]200,01530 0
137 20 5,75945 1
138 20 1,62359 1
139 20| 89,47645 0
140 20| 71,61330 0
141 21| 14,12052 1
142 21| 31,47637 0
143 21| 80,80212 0
144 21| 53,63194 0
145 21]152,32700 0
146 21| 18,34565 1
147 21 5,91209 1
148 22| 41,58936 0
149 22 2,42863 1
150 22| 86,21647 0
151 22| 50,45741 0
152 22| 39,24146 0
153 22 0,83422 1
154 22| 12,25978 1
155 23| 25,61053 0
156 23| 39,80023 0
157 23| 35,45898 0
158 23| 58,92646 0
159 23 1,18784 1
160 23| 10,66298 1
161 23 7,15819 1
162 24| 28,29061 0
163 24| 57,30570 0
164 24| 49,90318 0
165 241161,86310 0
166 241 50,85285 0
167 24| 46,40878 0
168 24| 51,65618 0
169 25| 12,43943 1
170 25| 14,10954 1
171 25| 31,56904 0
172 25| 37,01293 0
173 25 6,61875 1
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174 25| 20,76972 1
175 25| 57,88897 0
176 26| 81,58585 0
177 26]199,41450 0
178 26| 10,37964 1
179 26| 44,62858 0
180 26| 35,05941 0
181 26| 16,22418 1
182 26| 15,14595 1
183 27| 30,78406 0
184 27| 61,92396 0
185 27| 15,68794 1
186 27| 10,24798 1
187 27| 79,26810 0
188 271130,34740 0
189 27| 27,22616 0
190 28| 58,85294 0
191 28| 33,10579 0
192 28| 4,65019 1
193 28| 83,47772 0
194 28| 56,60435 0
195 281110,31210 0
196 281102,02080 0
197 29| 11,65503 1
198 29| 77,21720 0
199 291140,35200 0
200 29| 16,79504 1
201 29| 59,46587 0
202 29| 37,20264 0
203 291113,41010 0
204 30 5,31727 1
205 30| 90,51856 0
206 30| 19,89885 1
207 30| 28,87808 1
208 30| 55,98392 0
209 30| 21,37485 1
210 30| 50,92218 0
211 31| 50,30543 0
212 31[114,79290 0
213 31| 13,88751 1
214 31| 82,04615 0
215 31 1,90977 1
216 31| 41,17669 0
217 31]148,00800 0
218 32| 11,72901 1
219 32| 92,40692 0
220 32 6,21477 1
221 32| 24,27789 1
222 32 0,15567 1
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223 32| 18,91840 1
224 32| 20,20845 1
225 33| 48,69659 0
226 33 5,20412 1
227 33| 34,38592 0
228 33| 48,35182 0
229 33]188,20460 0
230 33| 21,30757 1
231 33 9,23707 1
232 34| 44,86623 0
233 34| 4,74575 1
234 34| 17,26551 1
235 34| 5,78293 1
236 34| 11,53194 1
237 34| 80,83943 0
238 34 1,82992 1
239 35| 31,99675 1
240 35 9,38658 1
241 35| 57,22115 0
242 35| 41,48625 0
243 35 6,79301 1
244 35 0,32572 1
245 35| 33,56843 1
246 36 3,76029 1
247 36| 27,62517 1
248 36| 19,94875 1
249 36 107,73070 0
250 36| 52,42394 0
251 36| 58,16008 0
252 36 6,26590 1
253 37 1,76783 1
254 37 0,25853 1
255 37| 43,28783 0
256 37| 61,27921 0
257 37| 52,96901 0
258 371180,42480 0
259 37| 19,90003 1
260 38| 14,51268 1
261 38| 4,82615 1
262 38| 81,84136 0
263 38| 73,14256 0
264 38| 90,86379 0
265 38| 33,93835 1
266 38| 13,52650 1
267 39| 4,09977 1
268 39| 13,61288 1
269 391148,70300 0
270 39| 86,11381 0
271 39] 51,57000 0
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272 39| 9455117 0
273 39| 14,76706 1
274 40| 60,91945 0
275 40| 71,84934 0
276 40105,23610 0
277 40| 65,21659 0
278 40| 91,57150 0
279 40| 27,36391 1
280 40| 70,11259 0
281 41| 53,07295 0
282 41| 62,03956 0
283 41| 31,60757 1
284 41| 22,97791 1
285 41 2,22209 1
286 41]168,67340 0
287 41| 52,81218 0
288 42| 52,35876 0
289 42 3,81820 1
290 42| 34,24272 1
291 42| 17,78134 1
292 421102,02520 0
293 42| 36,75689 1
294 42| 46,14735 0
295 43| 54,12951 0
296 43]115,79260 0
297 43| 17,93506 1
298 43| 56,86855 0
299 43| 11,55247 1
300 43| 46,63142 0
301 43| 57,71011 0
302 44| 0,40615 1
303 44| 67,16021 0
304 441121,17790 0
305 44| 2,48865 1
306 44| 6,39967 1
307 44| 30,47825 1
308 44 1232,89690 0
309 45| 10,66143 1
310 45| 57,45323 0
311 45| 21,40880 1
312 45]262,11430 0
313 45| 4,42105 1
314 45| 48,78891 0
315 45| 45,01832 0
316 46| 83,63896 0
317 46| 55,49123 0
318 46 0,05277 1
319 46| 89,17578 0
320 46| 17,23550 1
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321 46| 67,74359 0
322 46| 169,00560 0
323 47| 93,83533 0
324 47| 21,51911 1
325 47| 4,98292 1
326 47| 41,78195 1
327 47 3,62677 1
328 47| 4,85918 1
329 47| 18,52682 1
330 48| 137,60460 0
331 48| 57,46048 0
332 48| 85,62377 0
333 48| 74,02150 0
334 48| 60,36778 0
335 48| 37,60390 1
336 48 2,55559 1
337 49| 43,69370 1
338 491180,59780 0
339 49| 14,06697 1
340 49| 49,52022 0
341 49| 71,17786 0
342 49| 93,23536 0
343 49| 32,26411 1
344 50]127,41540 0
345 50 6,59421 1
346 50| 14,97880 1
347 50| 52,30176 0
348 50]167,27010 0
349 50| 24,59138 1
350 50121,72250 0
351 51| 17,90888 1
352 51| 10,83774 1
353 51| 84,88020 0
354 51| 64,09595 0
355 51]101,48500 0
356 51]136,70430 0
357 51| 14,35240 1

Como sao avaliadas 7 amostras por semana, 0 h@®enmostras ruins e boas em cada uma
das 51 semanas onde foi realizada a avaliagdocésgadindo a tabela abaixo:

TABELA B.2
Dados Semanais dos Valores de Ni, Si e Ni-Si
Resultados por Semana

Semana No. de Amostras Ruins Boas
i Ni Si Ni-Si

1 7 0 7

2 7 0 7
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10
11
12
13
14
15
16
17
18
19
20
21

22
23
24
25
26
27

28
29
30
31

32
33
34
35
36
37
38
39
40

41

42

43

44
45

46

47

48

49

50
51
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Obs.: As tabelas acima estdo planilhadas no ardidese de Dados de Tempo de Vida
Exponencial.x|s”

Escolha da distribuicéo “a priori”:

Para algumas fungdes Gama consideradas, calculos-salores dep(a) para os valores
extremos do intervalo e para o valor da mégla) = 002.

Tab. 4.2:

pi0001e005<-dgamma(c(0.0175,0.0200,0.0225),shape=0. 001,scale=1/0.05)
pi001le05<-dgamma(c(0.0175,0.0200,0.0225),shape=0.01 ,scale=1/0.5)
pi0le5<-dgamma(c(0.0175,0.0200,0.0225),shape=0.1,sc ale=1/5)
pile50<-dgamma(c(0.0175,0.0200,0.0225),shape=1,scal e=1/50)
pilp5e75<-dgamma(c(0.0175,0.0200,0.0225),shape=1.5, scale=1/75)
pi8e400<-dgamma(c(0.0175,0.0200,0.0225),shape=8,sca le=1/400)
pi16e800<-dgamma(c(0.0175,0.0200,0.0225),shape=16,s cale=1/800)
pi20e1000<-dgamma(c(0.0175,0.0200,0.0225),shape=20, scale=1/1000)

pi0001e005

[1] 0.05672497 0.04963477 0.04411948
pi001e05

[1] 0.5433169 0.4754429 0.4225854
pi0le5

[1] 4.313416 3.777460 3.355320
pile50

[1] 20.84310 18.39397 16.23262
pilp5e75

[1] 26.09483 23.12705 20.33603
pi8e400

[1] 59.60111 55.83461 46.84645
pi16e800

[1] 79.13856 79.37403 62.86042
pi20e1000

[1] 85.60022 88.83532 68.35139

Seguem abaixo os gréaficos dessas funcdes.

Figura 4.2:

alphagama20e1000<-rgamma(100000,shape=20,scale=1/10 00)
plot(alphagama20e1000,dgamma(alphagama20e1000,shape =20,scale=1
/1000),xlab="Valores de Alpha",ylab="Distribuicbes Gama
G(20;1000);G(16;800);G(8;400) e G(1,5;75)",col="blu e”)
alphagamal6e800<-rgamma(100000,shape=16,scale=1/800 )
lines(sort(alphagamal6e800),dgamma(sort(alphagamal6 €800),shape

=16,scale=1/800),col="red”)
alphagama8e400<-rgamma(100000,shape=8,scale=1/400)

lines(sort(alphagama8e400),dgamma(sort(alphagama8e4 00),shape=8
,scale=1/400),col="green”)
alphagamalp5e75<-rgamma(100000,shape=1.5,scale=1/75 )
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lines(sort(alphagamalp5e75),dgamma(sort(alphagamalp 5e75),shape
=1.5,scale=1/75),col="yellow”)
title(“Distribuicdes Gama”)

Figura 4.3:
alphagamalpOe50<-rgamma(100000,shape=1.0,scale=1/50 )
plot(sort(alphagamalp0e50[1:800]),dgamma(sort(alpha gamalp0e50[

1:800]),shape=1,scale=1/50),xlab="Valores de
Alpha",ylab="Valores das Distribuices Gama

G(1;50);G(0,10;5);G(0,01;0,5) e G(0,001;0,05)",col= "black™)
alphagamaOle5<-rgamma(100000,shape=0.10,scale=1/5)
lines(sort(alphagama0Ole5),dgamma(sort(alphagamalle5 ),shape=0.1
0,scale=1/5),col="magenta")
alphagama001e05<-rgamma(100000,shape=0.01,scale=1/0 .5)
lines(sort(alphagama001e05),dgamma(sort(alphagama00 1e05),shape
=0.01,scale=1/0.5),col="brown")
alphagama0001e005<-rgamma(100000,shape=0.001,scale= 1/0.05)
lines(sort(alphagama0001e005),dgamma(sort(alphagama 0001e005),s
hape=0.001,scale=1/0.05),col="orange")

title(" ")

Iremos escolher a fungé@ama(lG;BOQ) como a distribuigdo “a priori” da, ou seja:

O gréfico dessa funcgéo é:

Fig. 4.4:
plot(alphagamal6e800,dgamma(alphagamal6e800,shape=1 6,scale=1/8
00),xlab="Valores de Alpha",ylab="Funcéo Densidade de

Distribuic&o")
title(" ",sub="Distribuicdo Gama(16;800)")

a) Geragdo inicial de uma amostra com 100000 wsloee alpha de uma distribuigéo
Gama(16;800, por nés escolhida como distribuicgoriari”:

alpha<-rgamma(100.000,shape=16,scale=1/800)

b) Valor da Distribuicdo Gama(16;800), correspomelen
yg<-dgamma(alpha,shape=16,scale=1/800)
salpha<-sort(alpha)

write(salpha,”alphaordenado.txt”)

Utilizando os dados da Tabela B.2 determina-s@oemt vetor de 51 itens relativo ao produto
ti(Ni B S.)

Exportando a tabela B.2 da planilha Excel paraquigo de texto “Aval Semanais.txt”
podemos carregar os dados das avaliacdes semaraidgmtro do R, utilizando os seguintes
comandos:
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1) Leitura dos dados das avaliagbes semanais, de anguivo texto obtido depois de
planilhd-los em uma planilha do Excel:

41 41
42 42

avalsem<-read.table("Aval Semanais.txt",header=TRUE )
avalsem
i Ni Si Ni.Si
1170 7
2 270 7
3370 7
4 470 7
5570 7
6 671 6
7 770 7
8 871 6
9 970 7
1010 7 3 4
1111 71 6
1212 71 6
131372 5
1414 7 2 5
151571 6
1616 71 6
1717 7 3 4
1818 72 5
1919 72 5
2020 7 4 3
2121 73 4
2222 73 4
2323 73 4
2424 70 7
252574 3
2626 73 4
2727 72 5
2828 71 6
2929 72 5
3030 74 3
313172 5
3232 76 1
333373 4
3434 75 2
3535 75 2
3636 74 3
3737 73 4
3838 74 3
3939 73 4
4040 71 6
73 4
74 3
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434372 5
4444 7 4 3
4545 7 3 4
4646 72 5
4747 76 1
4848 72 5
4949 73 4
5050 7 3 4
51517 3 4

2) Intens que vao ficando inadequados para o consna cada semanta transcorrida -
Si:

Extracdo da coluna dos Si da tabela de avalia@gearsis transcrita no objeto avalsem do
espago de trabalho do R, formando um vetor de eiEmeepresentativos da quantidade de
unidades que falharam em cada uma das 51 semansalid&€ao:

Si<-avalsem$Si

Si

[1]00000101031122113224333 043212426355434
[39]3134243262333

3) Obtencdao dos vetores Ni e de itens ainda adequascao consumo a cada semana —
bons = Ni-Si:
Ni<-7

bons<-Ni-Si
bons

[1]77777676746655664553444 734565351422343
[3914643534515444

4) Valores amostrados de alpha:
alphaordenado<-scan(“alphaordenado.txt”)
Read 100000 itens.
Alphaordenado<-matrix(alphaordenado,ncol=1)
#write(Alphaordenado,”Alphaordenado.txt”)

5) Média dos valores amostrados:
mean(alphaordenado)
[1] 0.02000963

6) Mediana dos valores amostrados:
median(alphaordenado)
[1] 0.01959786

7) Obtencéo do vetor do nimero indicativo da semande avaliacao, taui:
taui<-1:51

taui

[111 234567 891011121314151 617 18192021 22232425
[26] 26 27 28 29 30 31 32 33 34 35 36 37 38 39 40 4 1 42 43 44 45 46 47 48 49 50
[51] 51
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8) expoenteA:

k
Criemos agora o vetor de 100.000 elementesa ti(Ni— S|) , Cchamando-o de
i=1
“expoenteA”, fazendo a multiplicacdo: -alphaordestadm(taui*bons). O vetor
alphaordenado foi obtido, através de uma amosttardanho 100.000 (ja objetivando uma
amostra de tamanho 5000 para a distribuicdo “aepost de alpha) da distribuicdo “a
priori” Gama(16;800), de alpha. Lembrando: Como nénhecemos o valor de alpha que
devemos utilizar, os principios Bayesianos, nosicard considera alpha como uma
distribuicdo, em vez de apenas um valor determinAdanultiplicar o vetor alphaordenado
pelo escalar soma(taui*bons), obtemos o vetor, éamdébe 100.000 itens, “expoenteA”.

taui*bons

[1] 7 14 21 28 35 36 49 48 63 40 66 7 2 65 70 90 96 68 90 95
[20] 60 84 88 92168 75 104 135 168 145 90 15 5 32132 68 70108 148 114
[39] 156 240 164 126 215 132 180 230 47 240 196 20 0204

sum(taui*bons)
[1] 5419

expoenteA<--alphaordenado*sum(taui*bons)

9) Calculo da matriz coluna de 100.000 elementos deator A na expressdo da
Verossimilhanca:

fatorA<-exp(expoenteA)

Transformando esse vetor em uma matriz coluna(0081]:
FatorA<-matrix(fatorA,nrow=100000,ncol=1)

10) Obtencdo da matriz [100000x51] ExpExpoenteB nosegundo fator da
Verossimilhanca:

Alphaordenado<-matrix(alphaordenado,nrow=100000,nco I=1)
Taui<-matrix(taui,nrow=1,ncol=51)

ExpoenteB<--Alphaordenado%*%Taui

ExpExpoenteB<-exp(ExpoenteB)

11) Obtencédo da matriz [L00000x51] denominada BaseB
BaseB<-1-ExpExpoenteB

12) Definindo uma matriz Y que receberd as colunagxtraidas da matriz BaseB
elevadas a Si:

i=1

Y<-matrix(rep(0,100000),nrow=100000,ncol=i)

13) Obtencé&o da matriz [100.000x51] FatorBaseB:
i=1

=1

while(i<52){
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colunaBaseB<-BaseB],i]

colunaSi<-Si[i]

colunaFatorBaseB<-colunaBaseB”colunaSi
ColunaFatorBaseB<-as.matrix(colunaFatorBa seB)
Y<-cbind(Y,ColunaFatorBaseB)

i=i+1

}

Extraindo da matriz Y a matriz de 100.000 linhdslecolunas, ou seja, eliminando a coluna
de “0” da matriz Y e obtendo a desejada matriz iBztseB.
FatorBaseB<-Y[,2:i]

Para obtermos a expressédo do Fator B, devemoszirasoa matriz de [100000,51] onde
cada uma das 51 colunas é o produto das correspesdde FatorBaseB pelas colunas
anteriores, ou seja na coluna i=10 de Fator B, eltaento € o produtdrio dos elementos das
linhas correspondentes das 10 primeiras colun&aeBaseB. Assim teremos:

i=2

colm<-FatorBaseB],i-1]

Colm<-as.matrix(colm)

while(i<52){
coli<-FatorBaseB|,i]
Coli<-as.matrix(coli)
colh<-Colm[,i-1]
Colh<-as.matrix(colh)
Coli<-Coli*Colh
Colm<-cbind(Colm,Coli)
i=i+1

}

FatorB<-Colm

14) Obtencéo da Verosssimilhanga LalphaNiSi:
LalphaNiSi<-fatorA*FatorB

Obs.: Obseve-se que estamos multiplicando o vetot(0f).000 itens “fatorA” pela matriz
{100000x51] FatorB, portanto ndo é uma multipliGagé@atricial e sim multiplica-se cada
linha de cada coluna da matriz pelos elementostw.v

Nos interessam os dados obtidos considerando ragipsis 51 semanas do experimento, ou
seja, como cada coluna da matriz LalphaNiSi, reer@ duracdo do experimento em uma
semana, duas semanas, ..., 51 semanas, devemasctma valor de interesse apenas a
Ultima coluna, onde cada uma das 100.000 linhasndizespeito aos 100.000 valores
amostrados de alpha, devidamente ordenados.

Entdo Lalpha51 sera:

Fig. 4.5:

plot(Alphaordenado,Lalpha51,xlab="Valores de Alpha" ,
ylab="Valores da Verossimilhanga")
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title(" ",sub="51 Semanas de Observacao")

15) Distribuicéo “a posteriori” de alpha:

Obtida a Verossimilhanga de interesse, que no ntsso € Lalpha51, podemos determinar
os valores de alpha, da distribuicéo “a posterioa'regido onde a verossimilhanga apresenta
maiores valores. Isso sera feito através do mé®BRo(Sampling Importance Resampling),
desenvolvido por Rubin e que esta explicado noacdptexto principal (Se¢éo 4.3).

16) Procedimentos para calcular a distribuicdo "a psteriori", via SIR:
1. Geragdo da distribuicao "a priori":
priori<-dgammag(alphaordenado,shape=16,scale=1/800)

2. Determinagé&o do produto da Verossimilhanca LaBgtpela priori:
veropri<-Lalpha51*priori

3. Determinag&o de uma vetor proporcional ao Vgtosteriori":
Kposteriori<-veropri

4. Histograma de alphaordenado:

hist(alphaordenado)

5. Criagdo de uma matriz Alphavero, onde a primediana € formada pelos 100000 alpha
ordenados e a segunda é a verossimilhanga Lalpha51:

LALPHA51<-matrix(Lalpha51,nrow=100000,ncol=1)
#write(LALPHAS1,"LALPHABS1. .txt")
Alphavero<-cbind(Alphaordenado,LALPHA51)

6. Método SIR, com n=100000:

alphapos<-numeric(5000)
b<-numeric(100000)
g<-numeric(100000)
u<-numeric(5000)
lix-numeric(100000)
Is<-numeric(100000)
t<-numeric(5000)
j<-numeric(100000)
i<-1

j<-1

b<-Lalpha51
g<-b/sum(b)
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u<-sort(runif(5000,0,1))
li[1]<-0

i<-i+1

while (i<100001) {
li[i]<-li[i-1]+q[i]

i<-i+1

}

Is[1]<-q[1]

j<-j+1

while (j<100001) {
Is[j]<-Is[j-1]+q[]]
j<-j+1

}

for (k in 1:5000){
for (Iin 1:100000) {
if (U[K]>N[l] & ulK]<Is[[Ju[K]>I[l] & u[k]>Is]! )
t[k]<-b[l]

}

}

7. Criagdo de uma matriz Alphapos onde a primedana é formada por 5000 linhas de
valores ordenados de Alpha correspondentes aosesatte verossimilhanca na coluna 2,
advindos do sorteio ponderado no método SIR ergagram o vetor t.

i=1
T<-matrix(t,ncol=1)
#alphapos<-W[WI[,2]==T[i,1],]
Alphapos<-matrix(alphapos,ncol=2)
while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
alphaverol<-Alphavero[Alphavero[,2]==t1,]
Alphaverol<-matrix(alphaverol,ncol=2)
Alphapos<-rbind(Alphapos,Alphaverol)
i=i+1

}

#write(Alphapos,”Alphaposeg-e1-0-e2-0.txt")

8. Gréfico dos valores de verossimilhanca a pastesim funcéo dos valores de alpha.
plot(Alphapos|,1],Alphapos[,2])

9. Histograma da distribuicéo de alpha "a postérior

hist(Alphaposl[,1])
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RESULTADOS:

Fig. 4.6:

hist(Alphapos[,1],main="",sub="51 Semanas de
Observagéao”,xlab="Valores de Alpha ‘a
posteriori™,ylab="Frequéncia")

mean(Alphapos|,1])
[1] 0.01713464
median(Alphapos],1])
[1] 0.01708232
sd(Alphapos[,1])

[1] 0.001500987
summary(Alphapos[,1])
Min. :0.01268

1st Qu.:0.01609
Median :0.01708
Mean :0.01713
3rd Qu.:0.01811
Max. :0.02386

No grafico abaixo temos a comparacgéo das funcdgsitri’ e “a posteriori”. A fim
de que as duas curvas tenham valores de ordenaddares, que nos permitam sua
adequada visualizagdo, multiplicamos as ordenadadigtribuicédo “a posteriori” por 10
elevado a poténcia de 91,3.

Fig. 4.7:

plot(sort(alphagamal6e800),dgamma(sort(alphagamal6e 800),shape=
16,scale=1/800),xlab="Valores de Alpha",ylab="Valor es de
Verossimilhanga ‘a posteriori’x 10"91,3")

title("Comparacgéo de Valores ‘a priori’ e ‘a poster iori™)

lines(Alphaposl,1],Alphapos[,2]*10191.3)

Acrescentando ao grafico acima a curva da funcaeaessimilhanca temos:

Fig. 4.8:

plot(sort(alphagamal6e800),dgamma(sort(alphagamal6e 800),shape=
16,scale=1/800),xlab="Valores de Alpha", ylab="Vero ssimilhanca
‘a posteriori’x 10"91,3 e a Func¢éo Verossimilhanga X 91,2")
title("Funcdes ‘a priori’, ‘a posteriori’ e Verossi milhanga")

lines(Alphapos[,1],Alphapos|[,2]*10"91.3)
lines(Alphaordenado,Lalpha51*10"91.2)

Determinacao dos Percentis “a posteriori”:

Iremos considerar as seguintes fragdes de fallaamastras utilizadas:
Alphaposteriori<-matrix(Alphapos[,1],ncol=1)
Al<-matrix(rep(0.001,length(Alphaposteriori)),ncol= 1)
A2<-matrix(rep(0.01,length(Alphaposteriori)),ncol=1 )
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A3<-matrix(rep(0.1,length(Alphaposteriori)),ncol=1)

Ad<-matrix(rep(0.287682,length(Alphaposteriori)),nc ol=1)
A5<-matrix(rep(0.6931471,length(Alphaposteriori)),n col=1)
Ab<-matrix(rep(1.3862944,length(Alphaposteriori)),n col=1)

Tempoporcentagem1<-Al/Alphaposteriori
Tempoporcentagem2<-A2/Alphaposteriori
Tempoporcentagem3<-A3/Alphaposteriori
Tempoporcentagem4<-A4/Alphaposteriori
Tempoporcentagem5<-A5/Alphaposteriori
Tempoporcentagem6<-A6/Alphaposteriori

Tempoporcentagem<-chind(Tempoporcentagem1, Tempopor centagemz2,
Tempoporcentagem3, Tempoporcentagem4, Tempoporcenta gem5,
Tempoporcentageme6)

Gréficos:

Resumol<-summary(Tempoporcentagem[,1])
Resumol

Min. 1st Qu. Median Mean 3rd Qu. Max.
0.04191 0.05522 0.05854 0.05881 0.06216 0.07884

Céalculo do intervalo de 95% de credibilidade pagwantis 2,5% e 97,5%:
quantile(Tempoporcentagem][,1],c(0.025,0.975))

25%  97.5%
0.04946497 0.06935211

Resumo2<-summary(Tempoporcentagem][,2])
Resumo?2

Min. 1st Qu. Median Mean 3rd Qu. Max.
0.4191 0.5522 0.5854 0.5881 0.6216 0.7884

guantile(Tempoporcentagem[,2],c(0.025,0.975))
25% 97.5%
0.4946497 0.6935211

Resumo3<-summary(Tempoporcentagem],3])
Resumo3

Min. 1st Qu. Median Mean 3rd Qu. Max.
4.191 5522 5.854 5.881 6.216 7.884

quantile(Tempoporcentagem[,3],c(0.025,0.975))
2.5% 97.5%
4.946497 6.935211

Resumo5<-summary(Tempoporcentagem[,5])
Resumo5

Min. 1st Qu. Median Mean 3rd Qu. Max.
29.05 38.27 40.58 40.76 43.08 54.65
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guantile(Tempoporcentagem[,5],c(0.025,0.975))
2.5% 97.5%
34.28650 48.07121

Fig. 4.9:

par(mfrow=c(2,2))

hist(Tempoporcentagem[,1],50, main="",sub="Tempo d
Observagéo: 51 semanas”,xlab="Valores de t para 0,1
das amostras",ylab="Frequéncia")
hist(Tempoporcentagem[,2],50, main="",sub="Tempo d
Observacgéo: 51 semanas"”,xlab="Valoresde t para 1% d
das amostras",ylab="Frequéncia")
hist(Tempoporcentagem[,3],50, main="",sub="Tempo d
Observacgéo: 51 semanas"”,xlab="Valores de t para 10%
das amostras",ylab="Frequéncia")
hist(Tempoporcentagem[,5],50, main="",sub="Tempo d
Observagéao: 51 semanas",xlab="Valores de t para 50%
das amostras",ylab="Frequéncia")

par(mfrow=c(1,1))

* k%
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ANEXO C

Tempo de Falha Exponencial. Utilizagao com distribigao “a
priori” de Jeffreys

AMOSTRA COM 100.000 VALORES DE ALPHA E AVALIACAO EMs1 SEMANAS:

PROCEDIMENTO PARA CALCULAR AS DISTRIBUICOES “A POST ERIORI”
COM RESPEITO AO PARAMETRO DA DISTRIBUICAO DA FUNCAO

EXPONENCIAL QUE MODELA O TEMPO DE FALHA DAS AMOSTRA S DO
EXPERIMENTO PROPOSTO COM DISTRIBUICAO “A PRIORI” DE  JEFFREYS
SEM INCORPORACAO DE ERROS NAS AVALIACOES.

Utilizando-se procedimentos analogos aos desanbodnexo B para a mesma distribuicdo
de tempos de falha, porém utilizando-se para ailmigtdo do pardmetro alpha uma
distribuicdo “a priori”, de Jeffreys, com funcéaoméeréncia U(0,001;0,5) foi feito o seguinte
desenvolvimento:

#:::::::::::::::::::::::::::::::::::::::::::::::::: ="
# Procedimentos para calcular Posteriori a partir d e uma

# distribuic&o "a priori" de Jeffreys e uma amostra de 100000

# valores de alpha de uma distribuicdo de referénci a

# U(0,001;0,5), via SIR:
#:::::::::::::::::::::::::::::::::::::::::::::::::: === ———C

Desenvolvimento detalhado da distribuicdo “a ptiole Jeffreys conforme sumarizado na
Capitulo 4, secao 4.8:

plalx)p y1{alx)

d2
{@1x)=-Ec log(f(x1a)la}
No caso:
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f(XIa)=L(a|I§Ii,§i):exp— a_f ti(Ni- §I) é[l_ expl- at | )|8

i=1
k

ti(’}li-gi) iCé[l-exp(-ati)]S =log exp-ai:ti(Ni-§i) +

1

log[f (x|a)] =log exp - a k

1

+log (5[1— exp- at | )® :—a_k ti(l§li- §i)+ _n log1- exp- at,)]® =

o’ i sh st

%{log[f(XIa)} =% at(N §)+ s loglt- expl- at, )] =- t(N §)+

csEexd- at,J( 1)

Pls aay bestaden) = eyt TEEES

Entao:

k

%{Iog[f(XIa)} =- i:lti('fli' §i)+ :1 §1fii}:§_a?ti I))]

L
R LI

2

aelodli(xlal =20 " s e at Ju- el at | = abrab)

a=s t,[expl- at,)J- t,)=- s t*[expl- at )]

o= - expl- at )= (- - expl- at ) exel- at - 1) =
=-t,expl- at, J1- exp- at, )2

Entao:
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& foult il = “(avea) = ot at J- ex- )+ _

= =+ §i ti[exd_ at i)]{' L exd' at i)[l- exd- at i)]'2}
{‘ S t *[expl- at  )J[1- expl- at, )] * - S t,’[exp- at )°[1- exdl- at i)]'2}

k

i=1

2

S odr(cial = " b s e oxh-a) - ex a7 s ¢l - e at -

= {_ §i tiz[exd- at i)]}{[l' exd’ at i)]-l +[exd' at i)][l' exd— at i)]_z}

i=1

2

o tolt(xial = " b st lexh- ) fa- et at ) ot at Jo- el 2t )=

da?
k

) et = s tert )

= i=1_ §i tiZeXIO(- ati) 1- exr(— ati)+[1- eXF(' ati)]z - .
d?2 {log[f (x|a)} =- :l [§1i_t ;X(Z(_F(;té;]iz)

da?
Entao:

_ d? B K §iti2exp(- at ) ’ §iti2exp(- at )
l(a)__E§' @log{f(xm“a} __EE ) i=1 [l- eXF(' ati)]2 _EE i=1 [l- eXd' ati)]2 )

_k §iti2exp(—ati) _k tizexd' ati)
i = [L- exd- at, )2 = [i- exp- at, )’ Es [5}

=1 jn:il (1, Pr[Y” - ]]) =n[i- exp- at, ) =np

Entao:

_ o~ tizexd' ati) _ - tizexd' ati)
)= =1 [L- exd- at, )| = [§i]_ =1 [L- exdl- at, )]
_“nt2exp- at,)

A distribuicédo “a priori” de Jeffreys, sera entéo;

21 [1' eXF(' at |)] =
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K %2
)= o expl-at,) . exp-at,)
()U 2 \/ |1 ex;:( at | |1 exp( at |
Como foram feitas observagdes por 51 semanans,=e , teréMmos:

b
o, expl-at)) -
I i:l7ti [1-exd-at)]
%

_ exl- a) . exg- 2a) e5p2 exp(- 51a) _

[1 expl- )] [1- exp(- 2a) [1- exp- 51a)

exd- a) 52 expl(- 2a) + 45p exp(- 51a) %

[1 expl- )] [1— exp- 2a))] [1- exp- 51a]]

Segue-se a codificacao detalhada para o sofwgrarR jmplantacéo dessa distribuicao.

#:::::::::::::::::::::::::::::::::::::::::::::::::: ==
# Obtencéo dos dados iniciais das amostras em 51 se manas
#:::::::::::::::::::::::::::::::::::::::::::::::::: ==
avalsem<-read.table("Aval Semanais.txt",header=TRUE )

Si<-avalsem$Si
Ni<-7
bons<-Ni-Si
taui<-1:51

Taui<-matrix(taui,nrow=1)

salpha<-sort(runif(100000,min=0.001,max=0.5))
Alphaordenadol<-matrix(salpha,ncol=1)
Yu<-matrix(dunif(Alphaordenadol,min=0.001,max=0.5), ncol=1)
write(Alphaordenadol,"Alphaordenadol.txt")

alphaordenadol<-as.vector(Alphaordenadol)
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hist(Alphaordenadol)

# CODIGO COMPLETO PARA O CALCULO DA PRIORI DE JEFFR EYS
# ENCONTRADA. GERACAO DE AMOSTRA DE UMA FUNCAO DEEFERENCIA
# U(0,001;0,5):

Alphaordenadol<-matrix(scan("Alphaordenadol.txt"),n col=1)
AlphaTaui<-(-1)*Alphaordenadol1%*%Taui

ExpAT<-exp(AlphaTaui)

CompEXpAT<-1-ExpAT

RATComp<-ExpAT/CompEXpAT

Taui2<-Taui*2

i=1

A<-matrix(RATComp[,1]*Taui2[1,1],ncol=1)

i=i+1

while(i<52){
Am<-matrix(RATCompl[,i]*Taui2[1,i],ncol=1 )
A<-cbind(A,Am)
i=i+1

}

i=1

Soma<-matrix(A[,i]+A[,i+1],ncol=1)

i=i+1

while(i<51){
Soma<-matrix(Soma+A[,i+1],nrow=100000)
i=i+1

}

RaizSoma<-matrix(sqrt(Soma),ncol=1)

Jeffreys<-sqrt(7)*RaizSoma

plot(Alphaordenadol,Jeffreys)

# CODIGO COMPLETO PARA A VEROSSIMILHANCA COM PRIORIDE

# JEFFREYS, AMOSTRA DE 100.000 VALORES DE ALPHA, GE  RADA
# CONFORME UMA FUNCAO DE REFERENCIA g(alpha)~U(0,00 1:0,5):
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expoenteA<--alphaordenadol*sum(taui*bons)
fatorA<-exp(expoenteA)

Alphaordenadol<-matrix(alphaordenadol,nrow=100000,n
Taui<-matrix(taui,nrow=1,ncol=51)
ExpoenteB<--Alphaordenado1%*%Taui
ExpExpoenteB<-exp(ExpoenteB)

BaseB<-1-ExpExpoenteB

i=1
Y<-matrix(rep(0,100000),nrow=100000,ncol=i)

i=1

=1

while(i<52){
colunaBaseB<-BaseB],i]
colunaSi<-Sil[i]
colunaFatorBaseB<-colunaBaseB”colunaSi
ColunaFatorBaseB<-as.matrix(colunaFatorBa
Y<-cbind(Y,ColunaFatorBaseB)
i=i+1

}

FatorBaseB<-Y[,2:i]

i=2

colm<-FatorBaseB],i-1]

Colm<-as.matrix(colm)

while(i<52){
coli<-FatorBaseB|,i]
Coli<-as.matrix(coli)
colh<-Colm[,i-1]
Colh<-as.matrix(colh)
Coli<-Coli*Colh
Colm<-cbind(Colm,Coli)
i=i+1

}

FatorB<-Colm
LalphaNiSi<-fatorA*FatorB
Lalpha51<- LalphaNiSi[,51]

LALPHA51<-matrix(Lalpha51,nrow=100000,ncol=1)
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write(LALPHAS1,"LALPHAS51.txt")

plot(Alphaordenadol,LALPHAS1)

# CODIGO COMPLETO PARA A DISTRIBUI(}AO "A PQSTERIORI " COMA
# DISTRIBUICAO “A PRIORI” DE JEFFREYS E FUNCAO DE R EFERENCIA
# g(alpha)~U(0,001;0,5); objeto u~U(0;0,5)

Priori<-Jeffreys

veropri<-LALPHAS51*Priori

h<-veropri

H<-matrix(h,ncol=1)
g<-dunif(Alphaordenadol,min=0.001,max=0.5)
G<-matrix(g,ncol=1)

w<-h/g

W<-matrix(w,ncol=1)

Alphavero<-cbind(Alphaordenadol,LALPHA51)
write(Alphavero,"Alphavero.txt")

AlphaW<-cbind(Alphaordenadol,W)
write(AlphaW,"AlphaW.txt")

Alphapos<-numeric(5000)
b<-numeric(100000)
g<-numeric(100000)
u<-numeric(5000)
lix-numeric(100000)
Is<-numeric(100000)
t<-numeric(5000)
j<-numeric(100000)
i<-1

j<-1

b<-w

g<-b/sum(b)
u<-sort(runif(5000,0,1))
li[1]<-0

i<-i+1
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while (i<100001) {

lifi]<-li[i-1]+q[i]
i<-i+1

}

Is[1]<-q[1]

j<-i+l

while (j<100001) {
Is[j]<-Is[-1]+q[]]
j<-j+l

}

for (k in 1:5000){
for (Iin 1:100000) {
if (U[K]>Ni[l] & ulk]<Is[N][Julk]>li[l] & u[K]>Is]l
t[k]<-b[l]

}

}

T<-matrix(t,ncol=1)
write(T,"T.txt")

i=1
Alphapos<-matrix(AlphaW[AlphaW[,2]==T][i,1],],ncol=2
while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
AlphaWl<-matrix(AlphaW[AlphaW[,2]==t1,],n
Alphapos<-rbind(Alphapos,AlphaW1)
i=i+1

write(Alphapos,"Alphapos.txt")

hist(Alphaposl[,1])
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Gréficos:

1) Funcgéo Verossimilhanga, compreendendo 51 semaraes observacao:

Fig. 4.10:

plot(Alphaordenadol,LALPHAS51 xlab="Valores de
priori™,ylab="Valores de Verosimilhanca")

title(" ",sub="100.000 valores de alpha amostrados
U(0,001;0,5)")

Fig. 4.11:
plot(Alphaordenadol1[1:5000],LALPHA51[1:5000],xlab="
Alpha ‘a priori™,ylab="Valores de Verosimilhanca")
title(" ",sub="Primeiros 5000 valores de alpha amos
uma U(0,001;0,5)")

3) Distribuicdo “a priori” de Jeffreys:

Fig. 4.12:

plot(Alphaordenadol,Jeffreys,xlab="Valores de
Alpha",ylab="Valores da distribuicado de Jeffreys")

title(" ",sub="100.000 Valores de alpha amostrados
U(0,001;0,5)")

4) Histogramas dos valores de alpha “a posteriori”
Fig. 4.13:

hist(Alphaposl[,1],50, main="",sub="Distribui¢cdo ‘a
Jeffreys" xlab="Valores de Alpha ‘a
posteriori™,ylab="Frequéncia")

summary(Alphaposl,1])

Min. 1st Qu. Median Mean 3rd Qu. Max.
0.01152 0.01571 0.01670 0.01678 0.01778 0.02238
var(Alphaposl,1])

[1] 2.374069e-06
sd(Alphaposl[,1])
[1] 0.001540801

5) Distribuicdo Normal dos valores de alpha “a postriori”:

Alpha ‘a

de uma

Valores de

trados de

de uma

priori’ de

6) Valores de W=(Verossimilhanga x Priori)/Referénia em funcao de Alpha:

Comparacéao entre as distribuicOes “a priori” e “a posteriori” de alpha:

No grafico abaixo temos a comparacgéo das funcdgsiori” e “a posteriori”. A fim
de que as duas curvas tenham valores de ordenaddares, que nos permitam sua
adequada visualizagdo, multiplicamos as ordenadadigiribuicdo “a posteriori” por 10

elevado a poténcia de 90,4..

Fig. 4.14:
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plot(Alphaordenado1[1:20000],Jeffreys[1:20000],xlab ="Valores
de Alpha",ylab="Distribuicdbes ‘a priori;’a posteri ori'e
Verossimilhanga")

lines(Alphapos[,1],Alphapos|[,2]*10"90.4)
lines(Alphaordenadol,LALPHA51*10"92.5)

title(" ")

Determinacao dos Percentis “a posteriori”:
Seguindo os mesmos procedimentos do Anexo B, pamesmos percentis teremos:

Alphaposteriori<-matrix(Alphapos[,1],ncol=1)

Al<-matrix(rep(0.001,length(Alphaposteriori)),ncol= 1)
A2<-matrix(rep(0.01,length(Alphaposteriori)),ncol=1 )
A3<-matrix(rep(0.1,length(Alphaposteriori)),ncol=1)
Ad<-matrix(rep(0.287682,length(Alphaposteriori)),nc ol=1)
A5<-matrix(rep(0.6931471,length(Alphaposteriori)),n col=1)
A6<-matrix(rep(1.3862944,length(Alphaposteriori)),n col=1)

Tempoporcentageml1<-Al/Alphaposteriori
Tempoporcentagem2<-A2/Alphaposteriori
Tempoporcentagem3<-A3/Alphaposteriori
Tempoporcentagem4<-A4/Alphaposteriori
Tempoporcentagem5<-A5/Alphaposteriori
Tempoporcentagem6<-A6/Alphaposteriori

Tempoporcentagem<-chind(Tempoporcentageml, Tempopor centagemz2,
Tempoporcentagem3, Tempoporcentagem4, Tempoporcenta gem>,
Tempoporcentagem6)

Graficos:

Fig. 4.15:

par(mfrow=c(2,2))

hist(Tempoporcentagem[,1],50, main="",sub="Percent il de Falhas:
0,1%",xlab="Tempos de Falha em Semanas",ylab="Frequ éncia")
hist(Tempoporcentagem[,2],50, main="",sub="Percent il de Falhas:
1%",xlab="Tempos de Falha em Semanas",ylab="Frequén cia")
hist(Tempoporcentagem[,3],50, main="",sub="Percent il de Falhas:
10%",xlab="Tempos de Falha em Semanas",ylab="Frequé ncia")
hist(Tempoporcentagem[,5],50, main="",sub="Percent il de Falhas:
50%",xlab="Tempos de Falha em Semanas",ylab="Frequé ncia")

par(mfrow=c(1,1))

Resumol<-summary(Tempoporcentagem[,1])
Resumol

Min. 1st Qu. Median Mean 3rd Qu. Max.
0.04469 0.05625 0.05987 0.06009 0.06366 0.08680

guantile(Tempoporcentagem[,1],c(0.025,0.975))

2.5%  97.5%
0.04999327 0.07186818
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Resumo2<-summary(Tempoporcentagem[,2])

Resumo2

Min. 1st Qu. Median Mean 3rd Qu. Max.
0.4469  0.5625 0.5987 0.6009 0.6366 0.8680

quantile(Tempoporcentagem[,2],c(0.025,0.975))
25% 97.5%
0.4999327 0.7186818

Resumo3<-summary(Tempoporcentagem[,3])
Resumo3
Min. 1st Qu. Median Mean 3rd Qu. Max.
4469 5625 5.987 6.009 6.366 8.680

guantile(Tempoporcentagem[,3],c(0.025,0.975))
2.5% 97.5%
4.999327 7.186818

Resumo5<-summary(Tempoporcentagem][,5])

Resumob5
Min. 1st Qu. Median Mean 3rd Qu. Max.
3098 3899 4150 4165 4412 60. 17

quantile(Tempoporcentagem|[,5],c(0.025,0.975))
2.5% 97.5%
34.65269 49.81522

* * %
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INCORPORAGCAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizagao com distribigao “a
priori” Gama(16;800)

AMOSTRA COM 100.000 VALORES DE ALPHA E AVALIACAO EMs1 SEMANAS:

PROCEDIMENTO PARA CALCULAR AS DISTRIBUICOES MARGINA IS “A
POSTERIORI” COM RESPEITO AO PARAMETRO DA DISTRIBUIC AO DA
FUNCAO EXPONENCIAL QUE MODELA O TEMPO DE FALHA DAS AMOSTRAS
DO EXPERIMENTO PROPOSTO COM DISTRIBUICAO “A PRIORI” CONJUNTA
GAMA(16;800) COM ERROS UNIFORMES LIMITADOS A 10% DA S
AVALIACOES.

Conforme (5.5):

S Ni-S

Lply =0 eexat )+t efi- e ar ] efi- expl-a J+ (- e at)

A B
onde temos 0s seguintes parametro bayesianos {s&tns como distribuicdes de valores):

a ~ Gamd16:800)

e ~U(0001)

e, ~U(0,001)

#:::::::::::::::::::::::::::::::::::::::::::::::::: ="
# Construcao de uma matriz [100.000x3] onde na prim eira coluna

# constardo valores de alpha ja amostrados nas simu lacGes

# anteriores e as colunas 1 e 2 serdo respectivamen te erros

# tipo 1 e tipo 2 amostrados aleatoriamente de uma U(0;0,1):
#:::::::::::::::::::::::::::::::::::::::::::::::::: === ———C
# alphaordenado<-matrix(scan("alphaordenado.txt"),n col=1)

# Alphaordenado<-matrix(alphaordenado,ncol=1)

x<-Alphaordenado
mean(x)

[1] 0.02000963
sd(x)
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[1] 0.004995512

e1<-runif(100000,min=0,max=0.01)
el<-matrix(el,ncol=1)

write(el,”Erros tipol — 1%.txt")

x<-el

mean(Xx)

[1] 0.004986591
sd(x)

[1] 0.00288546

e2<-runif(100000,min=0,max=0.01)
e2<-matrix(e2,ncol=1)

write(e2,”Erros tipo2 — 1%.txt")

X<-e2

mean(x)

[1] 0.005002227
sd(x)

[1] 0.002880395

Alphaordenado<-matrix(scan("alphaordenado.txt"),nco
el<-matrix(scan("Erros tipol — 1%.txt"),ncol=1)
e2<-matrix(scan("Erros tipo2 — 1%.txt"),ncol=1)

Param<-cbind(Alphaordenado,el,e?2)
write(Param,”Parametros erros 1% - prigama.txt”)

# Obtencéo da expressao das distribuicdes “a priori
# “a posteriori” conjuntas de alpha e dos erros tip
# 2:
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800° ., 1. 1 _ 800%™
plasee) =" a"exp- 800a) = —=-""2 exy- 800a)=
aieie) cl16) - 80m) e e (16-1)ee - 80e)
6,15 3- 6_15 3- (o =\2[®,15
-800°a" (- 80(h)=—(2 10)°a exp- 80Ch)=[2 2 5" exd- 800a) =
13ee, 15eg, 15eg,

_ 2 5°)a" expl- 8008 =
273205 (2737 2 F (22511 (227313 (27 7) (3 5) ee

B 280' 532a15 B 269' 529a15

S35 7771113 e, expl- 800a) = 377711 13 eg,

exp(- 800a)

269' 529 a.15
a;e;e)=——————exp- 80(a 5.8
placeie)= w2y T3eg, o~ 800a) (5.8)
A distribuicdo “a posteriori” conjunta, sera:
h a1 ’ I Ni IS|
SORTRTORC . AL (59)
h(a.e,e, [N, S )dadgde,
000
Mas,

ha.e.e[N.S)=L(a.e.6[N.S) plaie:e)

Entao:

) 269' 529 a.15
ha.e e IN,S)=L@.eeIN.S) g exk 80m)

A distribuicdo “a posteriori”, ficara:

( ) 269' 529 15 F( )
L@, e, NS ) oo expl- 800a
37271113

pla.e.eIN,S)= 5%

05 001 001

269’ 529 a15
L(a,e.e, |N;,S) exp(- 800a)dadede,

Do 3°° 77 11 13ep,

alS
L(a.e.e IN,,S)
—_ 2
05 001 0,01

15
L(a,e.e |N.,S )2 exd- 800a)dadede,

0O 0 O e_I.eZ

exp(- 800a)
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Assim, a distribuicdo conjunta “a posteriori”, sera

a.15
L(a,e.e [N, S)>—exp- 800
(a.e.e SE% o )

pla.e.& N, S)= (5.10)
0,5 001 001 a15
L(a,e,e |N,,S)——exp(- 800a)dadede,
0o 0 0 e.l.%
E uma constante K que s6 dependede N; e S.
Observamos que:
alS
L(a7e1’e2 I Niisl)iexd- 80%) 1 15
_ €& _ L a
a,e,e N, S )= =—" Lla,e,e, |N,,S )] —exp- 800a
pla.e.eIN;.S) <  Laeel YQ% o )
Verossimihzngz conjunta
"a priori" conjunta

(5.11)
#:::::::::::::::::::::::::::::::::::::::::::::::::: b ———
# Obtencéo dos dados de falhas do arquivo de Avalia cOes
# Semanais das amostras em 51 semanas:
#:::::::::::::::::::::::::::::::::::::::::::::::::: b ———
avalsem<-read.table("Aval Semanais.txt",header=TRUE )

Si<-avalsem$Si

Ni<-7

bons<-Ni-Si

taui<-1:51
Taui<-matrix(taui,nrow=1)

# CODIGO COMPLETO PARA A VEROSSIMILHANCA COM AMOSHS
# DE ALPHA EXTRAIDAS DE UMA GAMA(16;800):

#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Extragéo das informagdes dos itens bons e ruins d a

# tabela de avaliagdes:
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===

Si<-avalsem$Si

134



ANEXO D

Si<-matrix(Si,nrow=1)

Ni<-7
bons<-Ni-Si
Bons<-matrix(bons,nrow=1)

# Obtencao da matriz Expoente com dimens&o [100000x
# -Alphaordenado x Taui

# Obtencéo da matriz Parcelaa com dimenséo [100000x
# el*exp(-alphaxTaui):

# Para multiplicarmos cada linha da coluna de 100.0
# linhas da matriz el pelas 51 colunas da matriz

# exp(Expoente), necessitaremos usar o0 seguinte

# algoritmo, ja que as matrizes ndo sédo de dimensée
# compativeis para a multiplicagdo de uma matriz co
# [100000x1] por uma de [100000x51].

Expexpoente<-exp(Expoente)

i=1

Parcelaa<-e1*Expexpoente[,1]

while(i<51){
Parcelaam<-el*Expexpoente],i+1]
Parcelaa<-cbind(Parcelaa,Parcelaam)
i=i+1

}

# write(Parcelaa,"Parcelaa.txt")
Parcelaa<-scan("Parcelaa.txt")

# Obtencéo da matriz Parcelab com dimenséo [100000x
# (1-e2)(1-*exp(-alphaxTaui)):

p<-1-Expexpoente
g<-1-e2
i=1

Parcelab<-g*p[,1]
while(i<51){
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Parcelabm<-g*p[,i+1]
Parcelab<-cbind(Parcelab,Parcelabm)
i=i+1

}

# write(Parcelab,"Parcelab.txt")
Parcelab<-scan("Parcelab.txt")

# Obtencao da matriz Fatorf com dimenséo [100000x51
# el*exp(-alphaxTaui)+(1-e2)(1-*exp(-alphaxTaui)):

Fatorf<-Parcelaa + Parcelab

# write(Fatorf,"Fatorf.txt")
Fatorf<-scan("Fatorf.txt")
rm(Parcelaa)
rm(Parcelab)

# Obtencgao da matriz A com dimens&o [100000x51]:
# Fatorf’Si:

i=1

A<-(Fatorf[,1])(SIi[,1])

while(i<51){
Am<-(Fatorf[,i+1])"(Si[,i+1])
A<-cbind(A,Am)
i=i+1

}

# write(A,"A.txt")
A<-scan("A.txt")
rm(Fatorf)
rm(Am)

# Obtengao da matriz Parcelac com dimensé&o [100000x
# e2(1-exp(-alphaxTaui)):

p<-1-Expexpoente

i=1

Parcelac<-e2*pl[,1]
while(i<51){
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Parcelacm<-e2*p[,i+1]
Parcelac<-cbind(Parcelac,Parcelacm)
i=i+1

}

# write(Parcelac,"Parcelac.txt")
Parcelac<-scan("Parcelac.txt")

# Obtencao da matriz Parcelad com dimens&o [100000x
# (1-el)*(1-exp(-alphaxTaui)):

Parcelad<-(1-el)*exp(Expoente)

r<-l-el

i=1

Parcelad<-r*Expexpoente[,1]

while(i<51){
Parceladm<-r*Expexpoentel[,i+1]
Parcelad<-cbind(Parcelad,Parceladm)
i=i+1

}

# write(Parcelad,"Parcelad.txt")
Parcelad<-scan("Parcelad.txt")

# Obtencao da matriz Fatorg com dimenséo [100000x51
# e2*(1-exp(-alphaxTaui))+(1-k1)*exp(-alphaxTaui):

Fatorg<-Parcelac + Parcelad

# write(Fatorg,"Fatorg.txt")
Fatorg<-scan("Fatorg.txt")
rm(Parcelac)
rm(Parcelad)

# Obtencao da matriz B com dimens&o [100000x51]:
# Fatorg”(Ni-Si):

i=1

B<-(Fatorg[,1])*(Bons[,1])

while(i<51){
Bm<-(Fatorg[,i+1])*(Bons[,i+1])
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B<-cbind(B,Bm)
i=i+1

}

# write(B,"B.txt")
B<-scan("B.txt")

rm(Fatorg)
rm(Bm)
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Obtencéo da matriz AB (multiplicagcdo das colunas de A
# pelas colunas respectivas de B)com dimenséao [1000 00x1]:
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
AB<-A*B
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Obtencéo da matriz MCAB (multiplicagcéo das coluna s de AB)
# com dimensao [100000x1]:
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
i=1
MCAB<-ABI,i|*ABJ,i+1]
while(i<50){

MCAB<-MCAB*ABJ,i+2]

i=i+1
}

MCAB<-matrix(MCAB,ncol=1)

L51egele2<-MCAB

# write(L51legele2,"L51egele2.txt")
L51egele2<-matrix(scan("L51legele2.txt"),ncol=1}

# CODIGO COMPLETO PARA A~DISTRIBUI(;AQ "A POSTERIORI " COM
# PRIORI GAMA(16;800), FUNCAO DE REFERENDIA GAMA(16  ;800):

# alphaordenado<-scan("Alphaordenado.txt")
# Alphaordenado<-matrix(alphaordenado,ncol=1)
# priori<-dgamma(Alphaordenado,shape=16,scale=1/800 )

# veropri<-L51legele2*priori
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# Kposteriori<-veropri

# hist(Alphaordenado)

L51egele2<-matrix(L51egele2,nrow=100000,ncol=1)

Alphaveroele2<-cbind(Alphaordenado,L51egele?2)

alphaposele2<-numeric(5000)
b<-numeric(100000)
g<-numeric(100000)
u<-numeric(5000)
li<-numeric(100000)
Is<-numeric(100000)
t<-numeric(5000)
j<-numeric(100000)
i<-1

j<-1

b<-L5legele2
g<-b/sum(b)
u<-sort(runif(5000,0,1))
li[1]<-0

i<-i+1

while (i<100001) {
li[i]<-li[i-1]+q[i]

i<-i+1

}

Is[1]<-q[1]

j<-j+1

while (j<100001) {
Is[j]<-Is[j-1]+q[]]
j<-j+1

}

for (k in 1:5000){
for (Iin 1:100000) {
if (U[K]>Ni[l] & ulK]<Is[[Ju[K]>I[l] & u[k]>Is]!
t[k]<-b[l]

}

}

T<-matrix(t,ncol=1)
write(T,"T.txt")

i=1
Alphaposele2<-matrix(alphaposele2,ncol=2)
while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
Alphaverom<-Alphaveroele2[Alphaveroele?],
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Alphaverom<-matrix(Alphaverom,ncol=2)
Alphaposele2<-rbind(Alphaposele2,Alphaver
i=i+1

}

write(Alphaveroele2,"Alphaveroele2.txt")
write(Alphaposele2,"Alphaposele2.txt")

plot(Alphaposele?[,1],Alphaposele?2],2])

hist(Alphaposele2][,1])

# Procedimentos para localizar valores de alpha idé
# Alphaposele?2[,1]:

x<-Alphaposele?2[,1]
x<-x[5000:9999]
y<-Alphaposele2[,2]
y<-y[5000:9999]

Alphaveropos<-chind(x,y)

i=1
AVpos<-matrix(Alphaveropos,ncol=2)
z1<-matrix(c(0,0),ncol=2)
z2<-71
Templ<-matrix(AVposl[,1:2],ncol=2)
while(i<5000){
temp2<-Templ[,]==Templ[i,1]
Temp2<-matrix(temp2,ncol=2)
Temp3<-Temp2*1
Temp4<-sum(Temp3[,1])
while(Temp4>1){
Temp5<-Templ[Templ[,1]==Templ][i,1],
Temp5<-matrix(Temp5,ncol=2)
Temp6<-sum(Temp5[,2])
Temp7<-matrix(c(Temp1l[i,1],Temp6),n
z1<-rbind(z1,Temp5)
z2<-rbind(z2,Temp7)
Temp4=0
}
Temp4<-sum(Temp3[,1])
i=i+Temp4

}
z<-z2[2:length(z2[,1]),]
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x<-z[,1]
y<-z[,2]
Alphaveropos<-z

mean(x)

[1] 0.02914314
sd(x)

[1] 0.003841148

summary(x)
Min. 1st Qu. Median Mean 3rd Qu. Max.
0.01950 0.02634 0.02870 0.02914 0.03135 0.04381

Fig. 5.1:
hist(x,100,main="",sub="51 semanas de
Observagao”,xlab="Valores de Alpha ‘a

posteriori™,ylab="Frequéncia")
curve(dnorm(x,mean=0.02914314,sd=0.003841148)*0.11,
,add=TRUE,col="red")

# Extragcéo dos erros "a posteriori", em funcéo dos
# valores obtidos da verossimilhanca "a posteriori*

i=1
Paramvero<-cbind(Param,L51egele?2)
parampos<-numeric(5000)
Parampos<-matrix(parampos,ncol=4)
while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
paramverom<-Paramvero[Paramvero[,4]==t1,]
Paramverom<-matrix(paramverom,ncol=4)
Parampos<-rbind(Parampos,Paramverom)
i=i+1

dim(Parampos)
[1] 6249 4
x1<-Parampos[1250:6249,]
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Fig. 5.2:
hist(x1[,2],50,main="",sub="51 semanas de
Observacgéao”,xlab="Valores dos erros tipo 1 ‘a

posteriori™,ylab="Frequéncia")

Fig. 5.3:

hist(x1[,3],50,main="",sub="51 semanas de
Observacgao”,xlab="Valores dos erros tipo 2 ‘a

posteriori™,ylab="Frequéncia")

#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Comparacgédo das fungdes "a priori" e "a posteriori " A

# fim de que as duas curvas tenham valores de orden adas
# similares, que nos permitam sua adequada visualiz acao,
# multiplicamos as ordenadas da distribuicdo "a pos teriori"
# por 10 elevado a poténcia de 91,3.
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===

mean(x1[,1])

[1] 0.02726442
sd(x1[,1])

[1] 0.004076979
mean(x1[,2])

[1] 0.004983087
sd(x1[,2])

[1] 0.002912145
mean(x1[,3])

[1] 0.005034056
sd(x1[,3])

[1] 0.002870217
mean(x1[,4])

[1] 1.735677e-90
sd(x1[,4])

[1] 1.054689e-90

#z<-dgamma(Alphaordenado,shape=16,scale=1/800)

Fig. 5.4a:
plot(Alphaordenado,L51egele?2,
xlab="Valores de Alpha",
ylab="Veros. Marginal ‘a priori™)

Fig. 5.4b:

plot(z[,1].2[,2],

xlab="Valores de Alpha",
ylab="Veros. Marginal ‘a posteriori")
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# A matriz Parampos de dimenséo [6249x4] relne em s
0S seguites valores:

# Na coluna 1: Valores de Alpha “a posteriori”, ord
ordem crescente.

# Na coluna 2: Valores dos erros tipo 1 ‘a posterio
correspondentes aos valores de alpha

# da coluna 1, devido a forma como foi obtida a
verossimilhanga para cada trio de valores de

# alpha,erro 1 e erro 2.

# Na coluna 3: Idem para os erros tipo 2.

# Na coluna 4: Valores de verossimilhancga “a poster
correspondentes a cada

# trio de valores de cada linha das primeiras trés

# Iremos considerar as fragcdes de falhas nas amostr
utilizadas de forma analoga ao que foi

# feito antes de incorporarmos os erros. Usaremos a
de falha: 0,1%, 1%, 10%, 25%,

# 50%e 75% do total das amostras para determinar em
semanas, tal fragéo de falhas

# ocorre.

Al<-matrix(rep(0.001,length(Alphaveroposl,1])),ncol
A2<-matrix(rep(0.01,length(Alphaveroposl,1])),ncol=
A3<-matrix(rep(0.1,length(Alphaveropos|,1])),ncol=1
Ad<-matrix(rep(0.287682,length(Alphaveropos|,1])),n
A5<-matrix(rep(0.6931471,length(Alphaveroposl,1])),
A6<-matrix(rep(1.3862944,length(Alphaveroposl,1])),
Tempoporcentagem1<-Al/Alphaveropos[,1]
Tempoporcentagem2<-A2/Alphaveropos[,1]
Tempoporcentagem3<-A3/Alphaveropos|,1]
Tempoporcentagem4<-A4/Alphaveropos[,1]
Tempoporcentagem5<-A5/Alphaveropos[,1]
Tempoporcentagem6<-A6/Alphaveropos[,1]

Tempoporcentagem<-chind(Tempoporcentagem1, Tempopor

Tempoporcentagem3,

Tempoporcentagem4, Tempoporcentagems, Tempoporcenta
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# Gréficos:

z<-z2[2:length(z2[,1]),]
x<-z[,1]

y<-z[,2]
Alphaveropos<-z

#1)
x<-Tempoporcentageml
mean(x)

[1] 0.03488763

sd(x)

[1] 0.004448811
y<-Tempoporcentagem?2
mean(y)

[1] 0.3488763

sd(y)

[1] 0.04448811
v<-Tempoporcentagem3
mean(v)

[1] 3.488763

sd(v)

[1] 0.4448811
w<-Tempoporcentagems
mean(w)

[1] 24.18226

sd(w)

[1] 3.08368

Fig. 5.5:

par(mfrow=c(2,2))

hist(Tempoporcentagem[,1],50,

main="",

sub="Percentil de Falhas: 0,1%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.03488763,sd=0.004448811)*0.25,
add=TRUE,col="red")

hist(Tempoporcentagem([,2],50,

main="",sub="Percentil de Falhas: 1%",

xlab="Tempos de Falha em Semanas",ylab="Frequéncia"
curve(dnorm(x,mean=0.3488763,sd=0.044488111)*2,0.20
add=TRUE,col="red")

hist(Tempoporcentagem[,3],50, main="",

sub="Percentil de Falhas: 10%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
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curve(dnorm(x,mean=3.488763,sd=0.4448811)*22,2.0,5.
col="red")

hist(Tempoporcentagem[,5],50,main="",

sub="Percentil de Falhas: 50%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=24.18226,sd=3.08368)*200,10.0,35
add=TRUE,

col="red")

par(mfrow=c(1,1))

summary(x)
guantile(x,c(0.025,0.975))
summary(y)
guantile(y,c(0.025,0.975))
summary(v)
guantile(v,c(0.025,0.975))
summary(w)
quantile(w,c(0.025,0.975))

summary(x)
V1
Min. :0.02282
1st Qu.:0.03190
Median :0.03484
Mean :0.03489
3rd Qu.:0.03797
Max. :0.05129
quantile(x,c(0.025,0.975))
25% 97.5%
0.02605840 0.04352348
summary(y)
V1
Min. :0.2282
1st Qu.:0.3190
Median :0.3484
Mean :0.3489
3rd Qu.:0.3797
Max. :0.5129
quantile(y,c(0.025,0.975))
25% 97.5%
0.2605840 0.4352348
summary(v)
V1
Min. :2.282
1st Qu.:3.190
Median :3.484
Mean :3.489
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3rd Qu.:3.797
Max. :5.129
guantile(v,c(0.025,0.975))
25% 97.5%
2.605840 4.352348
summary(w)
V1
Min. :15.82
1st Qu.:22.11
Median :24.15
Mean :24.18
3rd Qu.:26.32
Max. :35.55
guantile(w,c(0.025,0.975))
2.5% 97.5%
18.06230 30.16817

* * %
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INCORPORAGCAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizagao com distribigao “a
priori” Gama(16;800)

AMOSTRA COM 100.000 VALORES DE ALPHA E AVALIACAO EMs1 SEMANAS:

PROCEDIMENTO PARA CALCULAR AS DISTRIBUICOES MARGINA IS “A
POSTERIORI” COM RESPEITO AO PARAMETRO DA DISTRIBUIC AO DA
FUNCAO EXPONENCIAL QUE MODELA O TEMPO DE FALHA DAS AMOSTRAS
DO EXPERIMENTO PROPOSTO COM DISTRIBUICAO “A PRIORI” CONJUNTA
GAMA(16;800) COM ERROS UNIFORMES LIMITADOS A 5% DAS
AVALIACOES.

Conforme (5.5):

S Ni-S

Lply =0 eexat )+t efi- e ar ] efi- expl-a J+ (- e at)

onde temos 0s seguintes parametro bayesianos {stnDs como distribuicdes de valores):

a ~ Gamg16:800)

e, ~U(0,005)

e, ~U(0,005)

#:::::::::::::::::::::::::::::::::::::::::::::::::: ="
# Construcao de uma matriz [100.000x3] onde a prime ira coluna

# serdo valores de alpha ja amostrados nas simulacd es

# anteriores e as colunas 1 e 2 serdo respectivamen te erros

# tipo 1 e tipo 2 amostrados aleatoriamente de uma U(0]0;0,1):
#:::::::::::::::::::::::::::::::::::::::::::::::::: === ———C
#alphaordenado<-matrix(scan("alphaordenado.txt"),nc ol=1)

#Alphaordenado<-matrix(alphaordenado,ncol=1)

e1<-runif(100000,min=0,max=0.05)
el<-matrix(el,ncol=1)

write(el,"Erros tipol — até 5%.txt")
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x<-el
mean(x)
sd(x)

e2<-runif(100000,min=0,max=0.05)
e2<-matrix(e2,ncol=1)

write(e2,"Erros tipo2 — até 5%.txt")

x<-e2

mean(x)

sd(x)

el<-matrix(scan("Erros tipol — até 5%.txt"),ncol=1)
e2<-matrix(scan("Erros tipo2 — até 5%.txt"),ncol=1)
Param<-cbind(Alphaordenado,el,e2)

write(Param,"Parametros erprigexpconj erros 5%.txt"
Param<-scan("Parametros erprigexpconj erros 5%.txt"

# Procedimentos para calcular Posteriori a partir d

# distribuicdo "a priori" Gama(16;800) e uma amostr

# 100000 valores de alpha observadas por 51 semanas
# distribuicdo de referéncia idéntica, com imcorpor

# erros de classificacédo via SIR:

# Obtencéo dos dados de falhas do arquivo de Avalia

# Semanais das amostras em 51 semanas:
avalsem<-read.table("Aval Semanais.txt",header=TRUE
Si<-avalsem$Si

Ni<-7

bons<-Ni-Si

taui<-1:51

Taui<-matrix(taui,nrow=1)

# CODIGO COMPLETO PARA A VEROSSIMILHANGCA COM PRIORI

# GAMA(16;800), FUNCAO DE REFERENDIA GAMA(16;800):
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#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Extracdo das informagfes dos itens bons e ruins d a

# tabela de avaliagdes:
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===

Si<-avalsem$Si
Si<-matrix(Si,nrow=1)

Ni<-7
bons<-Ni-Si
Bons<-matrix(bons,nrow=1)

# Obtencéo da matriz Expoente com dimensao [100000x 51]:
# -Alphaordenado x Taui

#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Obtencao da matriz Parcelaa com dimensao [100000x 51]:
# el*exp(-alphaxTaui):
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Para multiplicarmos cada linha da coluna de 100.0 00

# linhas da matriz el pelas 51 colunas da matriz

# exp(Expoente), necessitaremos usar o seguinte

# algoritmo, ja que as matrizes ndo sédo de dimensée S

# compativeis para a multiplicacdo de uma matriz co luna
# [100000x1] por uma de [100000x51].

Expexpoente<-exp(Expoente)

i=1

Parcelaa<-el*Expexpoente[,1]

while(i<51){
Parcelaam<-e1*Expexpoente[,i+1]
Parcelaa<-cbind(Parcelaa,Parcelaam)
i=i+1

}

write(Parcelaa,"Parcelaa erros 5%.txt")
# Parcelaa<-scan("Parcelaa erros 5%.txt")

#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Obtencéo da matriz Parcelab com dimens&o [100000x 51]:
# (1-e2)(1-*exp(-alphaxTaui)):
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
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p<-1-Expexpoente
g<-1l-e2

i=1

Parcelab<-g*p[,1]

while(i<51){
Parcelabm<-g*p[,i+1]
Parcelab<-cbind(Parcelab,Parcelabm)
i=i+1

}

write(Parcelab,"Parcelab erros 5%.txt")
# Parcelab<-scan("Parcelab erros 5%.txt")

# Obtencéo da matriz Fatorf com dimenséo [100000x51
# el*exp(-alphaxTaui)+(1-e2)(1-*exp(-alphaxTaui)):

Fatorf<-Parcelaa + Parcelab
Fatorf<-matrix(Fatorf,ncol=51)

write(Fatorf,"Fatorf erros 5%.txt")

# Fatorf<-scan("Fatorf erros 5%.txt")
rm(Parcelaa)

rm(Parcelab)

# Obtencéo da matriz A com dimenséo [100000x51]:
# FatorfASi:

i=1

A<-(Fatorf[,1])(Si[,1])

while(i<51){
Am<-(Fatorf[,i+1])(Si[,i+1])
A<-cbind(A,Am)
i=i+1

}

write(A,"A erros 5%.txt")

# A<-scan("A erros 5%.txt")
rm(Fatorf)

rm(Am)

# Obtencéo da matriz Parcelac com dimensé&o [100000x
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# e2(1-exp(-alphaxTaui)):

p<-1-Expexpoente

i=1

Parcelac<-e2*p[,1]

while(i<51){
Parcelacm<-e2*pl[,i+1]
Parcelac<-cbind(Parcelac,Parcelacm)
i=i+1

}

write(Parcelac,"Parcelac erros 5%.txt")
# Parcelac<-scan("Parcelac erros 5%.txt")

# Obtencéo da matriz Parcelad com dimenséo [100000x
# (1-el)*(1-exp(-alphaxTaui)):

r<-1-el

i=1

Parcelad<-r*Expexpoente[,1]

while(i<51){
Parceladm<-r*Expexpoentel[,i+1]
Parcelad<-cbind(Parcelad,Parceladm)
i=i+1

}

write(Parcelad,"Parcelad erros 5%.txt")
# Parcelad<-scan("Parcelad erros 5%.txt")

# Obtencéo da matriz Fatorg com dimenséo [100000x51
# e2*(1-exp(-alphaxTaui))+(1-k1)*exp(-alphaxTaui):

Fatorg<-Parcelac + Parcelad
write(Fatorg,"Fatorg erros 5%.txt")
# Fatorg<-scan("Fatorg erros 5%.txt")

rm(Parcelac)
rm(Parcelad)

# Obtencéo da matriz B com dimenséo [100000x51]:
# Fatorg”™(Ni-Si):
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i=1

B<-(Fatorg[,1])*(Bons[,1])

while(i<51){
Bm<-(Fatorg[,i+1])"(Bons[,i+1])
B<-cbind(B,Bm)
i=i+1

}

write(B,"B erros 5%.txt")

# B<-scan("B erros 5%.txt")
rm(Fatorg)

rm(Bm)

# Obtencéo da matriz AB (multiplicacdo das colunas
# pelas colunas respectivas de B)com dimensé&o [1000

# Obtencéo da matriz MCAB (multiplicagcéo das coluna
# com dimensao [100000x1]:

i=1

MCAB<-ABI,i|*ABJ,i+1]

while(i<50){
MCAB<-MCAB*ABJ,i+2]
i=i+1

}

MCAB<-matrix(MCAB,ncol=1)

L51legele2<-MCAB

write(L51egele2,"L51egele2 erros 5%.txt")
# L51egele2<-matrix(scan("L51legele?2 erros 5%.txt"),

Lalpha51<-matrix(scan("LALPHAS51.txt"),ncol=1)

Fig. 5.12:
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plot(Alphaordenado,L51egele2,main="",

sub="Priori GAMA(16;800)",xlab="Valores de Alpha 'a priori™,
ylab="Verossimilhanca Marginal de L(alpha,el,e2|Ni, Si)
relacdo a Alpha")

# CODIGO COMPLETO PARA A DISTRIBUIGAO "A POSTERIORI " COM
# PRIORI GAMA(16:800), FUNCAO DE REFERENDIA GAMA(16  ;800):

# alphaordenado<-scan("Alphaordenado.txt")
# Alphaordenado<-matrix(alphaordenado,ncol=1)

# priori<-dgamma(Alphaordenado,shape=16,scale=1/800 )
# veropri<-L51legele2*priori

# Kposteriori<-veropri

# hist(Alphaordenado)

L51egele2<-matrix(L51egele2,nrow=100000,ncol=1)
Alphaveroele2<-cbind(Alphaordenado,L51egele?2)

alphaposele2<-numeric(5000)
b<-numeric(100000)
g<-numeric(100000)
u<-numeric(5000)
li<-numeric(100000)
Is<-numeric(100000)
t<-numeric(5000)
j<-numeric(100000)
i<-1

j<-1

b<-L5legele2
g<-b/sum(b)
u<-sort(runif(5000,0,1))
li[1]<-0

i<-i+1

while (i<100001) {
li[i]<-li[i-1]+q[i]

i<-i+1

}

Is[1]<-q[1]

j<-j+1

while (j<100001) {
Is[j]<-Is[j-1]+q[]]
j<-j+1
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}
for (k in 1:5000){

for (Iin 1:100000) {

if (u[k]>i[l] & u[K]<Is[]|Ju[k]>i[l] & u[K]>Is]I )i
t[k]<-b[l]

}

}

T<-matrix(t,ncol=1)
write(T,"T erros 5%.txt")

i=1

Alphaposele2<-matrix(alphaposele2,ncol=2)

while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
Alphaverom<-Alphaveroele2[Alphaveroele?], 2]==t1]
Alphaverom<-matrix(Alphaverom,ncol=2)
Alphaposele2<-rbind(Alphaposele2,Alphaver om)
i=i+1

}

write(Alphaveroele2,"Alphaveroele?2 erros 5%.txt")
write(Alphaposele2,"Alphaposele2 erros 5%.txt")

hist(Alphaposele2][,1])

# Procedimentos para localizar valores de alpha idé nticos em
# Alphaposele?2[,1]:

x<-Alphaposele?2[,1]
y<-Alphaposele?[,2]

Alphaveropos<-chind(x,y)

i=1

AVpos<-matrix(Alphaveropos,ncol=2)

z1<-matrix(c(0,0),ncol=2)

z2<-71

Templ<-matrix(AVposl[,1:2],ncol=2)

while(i<5000){
temp2<-Templ[,]==Temp1l]i,1]
Temp2<-matrix(temp2,ncol=2)
Temp3<-Temp2*1
Temp4<-sum(Temp3[,1])
while(Temp4>1){
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Temp5<-Templ[Templ[,1]==Temp1l]i,1], ]
Temp5<-matrix(Temp5,ncol=2)
Temp6<-sum(Temp5[,2])
Temp7<-matrix(c(Templ[i,1], Temp6),n col=2)
z1<-rbind(z1,Temp5)
z2<-rbind(z2,Temp7)
Temp4=0
}
Temp4<-sum(Temp3[,1])
i=i+Temp4

}
z<-z2[2:length(z2[,1]),]

x<-z[,1]
y<-z[.2]
Alphaveropos<-z

# Extracéo dos erros "a posteriori", em funcao dos
# valores obtidos da verossimilhanca "a posteriori”

i=1
Paramvero<-chind(Param,L51egele2)
parampos<-numeric(5000)
Parampos<-matrix(parampos,ncol=4)
while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
paramverom<-Paramvero[Paramvero[,4]==t1,]
Paramverom<-matrix(paramverom,ncol=4)
Parampos<-rbind(Parampos,Paramverom)
i=i+1

mean(x)
[1] 0.02778042

sd(x)
[1] 0.004223484

Fig. 5.13:
hist(x,20,main="",
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sub="Priori: Gama(16;800) - Erros uniformes limitad 0Ss a 5%",
xlab="Valores de Alpha 'a posteriori™,

ylab="Frequéncia")
curve(dnorm(x,mean=0.02778042,sd=0.004223484)*0.33,
dd=TRUE,col="red")

0.01,0.05,a

# Iremos considerar as fragdes de falhas nas amostr
# utilizadas de forma analoga ao que foi feito ante

# de incorporarmos os erros. Usaremos as fracdes de
# falha: 0,1%, 1%, 10%, e 50% e do total das amostr
# para determinar em quantas semanas, tal fragédo de
# falhas ocorre.

Al<-matrix(rep(0.001,length(Alphaveroposl,1])),ncol
A2<-matrix(rep(0.01,length(Alphaveroposl,1])),ncol=
A3<-matrix(rep(0.1,length(Alphaveroposl,1])),ncol=1
# Ad<-matrix(rep(0.287682,length(Alphaveropos|,1]))
A5<-matrix(rep(0.6931471,length(Alphaveropos|,1])),
# A6<-matrix(rep(1.3862944,length(Alphaveroposl,1])

,ncol=1)
ncol=1)
),.ncol=1)

Tempoporcentageml<-Al/Alphaveroposl[,1]
Tempoporcentagem2<-A2/Alphaveropos[,1]
Tempoporcentagem3<-A3/Alphaveropos[,1]

# Tempoporcentagem4<-A4/Alphaveropos[,1]
Tempoporcentagem5<-A5/Alphaveropos[,1]

# Tempoporcentagem6<-A6/Alphaveropos[,1]
Tempoporcentagem<-chind(Tempoporcentageml, Tempopor
Tempoporcentagema3,

centagemz2,

Tempoporcentagemb)

z<-z2[2:length(z2[,1]),]
x<-z[,1]

y<-z[,2]
Alphaveropos<-z

x<-Tempoporcentageml
y<-Tempoporcentagem?2
v<-Tempoporcentagem3
w<-Tempoporcentagem5
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#1)

mean(x)

# [1] 0.03676916
sd(x)

#[1] 0.005211146
mean(y)

#[1] 0.3676916
sd(y)

#[1] 0.05211146
mean(v)

#[1] 3.676916
sd(v)

#[1] 0.5211146
mean(w)

# [1] 25.48644
sd(w)

#[1] 3.612091

Fig. 5.14:

par(mfrow=c(2,2))

hist(Tempoporcentagem[,1],50, main="",

sub="Percentil de Falhas: 0,1%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.03676916,sd=0.005211146)*0.18,
,add=TRUE,

col="red")

hist(Tempoporcentagem[,2],50, main="",

sub="Percentil de Falhas: 1%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.3676916,sd=0.05211146)*1.8,0.2
TRUE,

col="red")

hist(Tempoporcentagem[,3],50, main="",

sub="Percentil de Falhas: 10%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=3.676916,sd=0.5211146)*18,2.0,5.
col="red")

hist(Tempoporcentagem[,4],50, main="",

sub="Percentil de Falhas: 50%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=25.48644,sd=3.61209)*180,15.0,40

é:oI:"red")
par(mfrow=c(1,1))
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summary(x)
Min. :0.02366
1st Qu.:0.03373
Median :0.03678
Mean :0.03677
3rd Qu.:0.04041
Max. :0.05285

quantile(x,c(0.025,0.975))
25%  97.5%
0.02572046 0.04640604

summary(y)
Min. :0.2366
1st Qu.:0.3373
Median :0.3678
Mean :0.3677
3rd Qu.:0.4041
Max. :0.5285

quantile(y,c(0.025,0.975))
25% 97.5%
0.2572046 0.4640604

summary(v)

Min. :2.366

1st Qu.:3.373
Median :3.678
Mean :3.677
3rd Qu.:4.041
Max. :5.285

guantile(v,c(0.025,0.975))
25% 97.5%
2.572046 4.640604

summary(w)

Min. :16.40

1st Qu.:23.38
Median :25.50
Mean :25.49
3rd Qu.:28.01
Max. :36.63

quantile(w,c(0.025,0.975))

2.5% 97.5%
17.82806 32.16621
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m<-Alphaposele2[2500:7499,1:2]
dim(m)
Alphaposele2<-m

x<-Alphaposele2[1]
y<-Alphaposele2[,2]

mean(x)
sd(x)
summary(x)

hist(x,100,main="Histograma de Alpha
posteriori™,sub="Incorporados Erros até 5% das

Avaliacdes",xlab="Valores de Alpha
posteriori™,ylab="Frequéncia")
curve(dnorm(x,mean=0.0262087,sd=0.004037432)*2.7,0.
dd=TRUE,col="red")

# GRAFICO AQUI

# Extragcéo dos erros "a posteriori", em funcéo dos
# valores obtidos da verossimilhanca "a posteriori”

i=1
Param<-matrix(Param,ncol=3)
Paramvero<-chind(Param,L51egele2)
parampos<-numeric(0)
Parampos<-matrix(parampos,ncol=4)
while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
paramverom<-Paramvero[Paramvero[,4]==t1,]
Paramverom<-matrix(paramverom,ncol=4)
Parampos<-rbind(Parampos,Paramverom)
i=i+1

x<-Parampos|,1]
y<-Parampos|,2]
z<-Parampos|,3]
v<-Parampos],4]
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mean(x)
sd(x)
mean(y)
sd(y)
mean(z)
sd(z)
mean(v)
sd(v)

hist(y,50,main="Histograma de el ‘a
i"",sub="Incorporados erros até

posteriori
5%",xlab="Valores de el ‘a posteriori’,ylab="Frequ éncia")
summary(y)

hist(z,50,main="Histograma de e2 ‘a posteriori™,

sub="51 semanas de observacéao",

xlab="Incorporados erros até 5%",ylab="Frequéncia")

summary(z)

vl<-dgamma(Alphaordenado,shape=16,scale=1/800)
plot(Alphaordenado,vl,xlab="Valores de Alpha",ylab= "Valores da
Gama(16;800)‘a priori’ e da

Veros. Marginal ‘a posteriori™,col="red")

lines(x,v*10"91.2,sub="Distribuigdo Marginal de Alp ha com
Incorporacéo de Erros até

5%",col="blue")

title(main="Comparacdo de Valores ‘a priori’ e ‘a

posteriori'de Alpha",sub="Valores da

Verossimilhancga ‘a posteriori’ incorporando erros a té 5%")

# Obtivemos os seguintes graficos da Verossimilhang a Marginal
em relacdo a alpha, erros tipo

# 1 e erros tipo 2:

plot(Paramposl[,1],Parampos[,4],main="Verossimlhanga Marginal
‘a posteriori’ em relagdo a Alpha",

sub="Incorporados erros até 5%"xlab= "Valores de A Ilpha ‘a
posteriori’ ",

ylab="Verossimilhanga Marginal em relacdo a Alpha")
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plot(Paramposl,2],Parampos[,4],main="Variagédo da
Verossimilhanga com o Erro tipo 1",sub="Incorporado
5%" xlab="Erro tipo 1",ylab="Verossimilhan¢a Margin
relacdo a el ‘a posteriori™)

plot(Parampos|,3],Parampos[,4],main="Variagédo da
Verossimilhanga com o Erro tipo 2",
sub="Incorporados erros até 5%",

xlab="Erro tipo 2",ylab="Verossimilhanc¢a ‘a posteri

plot(Paramposl,1],Parampos[,3],main="Variagdo do Er
com Alpha”,

sub="Incorporados erros até 5%",xlab="Valores de Al
ylab="Erro tipo 1")

plot(Paramposl,2],Parampos[,1],main="Variagdo de al
Erro tipo 1",

sub="Incoporados erros até 5%"xlab="Valores do Err
1",ylab="Valores de Alpha")

# Determinacao dos Percentis “a posteriori”:

Al<-matrix(rep(0.001,length(Parampos[,1])),ncol=1)
A2<-matrix(rep(0.01,length(Parampos|,1])),ncol=1)
A3<-matrix(rep(0.1,length(Parampos[,1])),ncol=1)
Ad<-matrix(rep(0.287682,length(Parampos[,1])),ncol=
A5<-matrix(rep(0.6931471,length(Parampos|,1])),ncol
Ab<-matrix(rep(1.3862944,length(Paramposl,1])),ncol
Tempoporcentagem1<-Al/Parampos|,1]
Tempoporcentagem2<-A2/Parampos|,1]
Tempoporcentagem3<-A3/Parampos|,1]
Tempoporcentagem4<-A4/Parampos][,1]
Tempoporcentagem5<-A5/Parampos|,1]
Tempoporcentagem6<-A6/Parampos|[,1]

Tempoporcentagem<-chind(Tempoporcentageml, Tempopor

Tempoporcentagema3,

Tempoporcentagem4, Tempoporcentagems, Tempoporcenta

# Gréficos:
x<-Tempoporcentageml
mean(x)

sd(x)

x<-Tempoporcentageml
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ANEXO E

hist(x,50,main="Tempos de Falha Incorporando Erros
Classificacao até 5%”,sub="Tempo de

Falha para 0,1% das Amostras" xlab="Tempos de Falha
Semanas",ylab="Frequéncia")
curve(dnorm(x,mean=,sd=)*5,0.02,0.06,add=TRUE)

summary(x)

quantile(x,c(0.025,0.975))

x<-Tempoporcentagem?2

mean(x)

sd(x)

hist(x,50,main="Tempos de Falha Incorporando Erros
Classificacao até 5%”,sub="Tempo de

Falha para 1% das Amostras"xlab="Tempos de Falha
Semanas",ylab="Frequéncia")
curve(dnorm(x,mean=,sd=)*50,0.2,0.6,add=TRUE)

summary(x)

quantile(x,c(0.025,0.975))

x<-Tempoporcentagems3

mean(x)

sd(x)

hist(x,50,main="Tempos de Falha Incorporando Erros
Classificacao até 5%”,sub="Tempo de

Falha para 10% das Amostras"xlab="Tempos de Falha
Semanas",ylab="Frequéncia")
curve(dnorm(x,mean=,sd=)*500,2.0,6.0,add=TRUE)

summary(x)

quantile(x,c(0.025,0.975))

x<-Tempoporcentagem4

mean(x)

sd(x)

hist(x,50,main="Tempos de Falha Incorporando Erros
Classificacao até 5%”,sub="Tempo de
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Falha para 25% das Amostras"xlab="Tempos de Falha
Semanas",ylab="Frequéncia")
curve(dnorm(x,mean=,sd=)*1000,5.0,16.0,add=TRUE)
summary(x)

quantile(x,c(0.025,0.975))

x<-Tempoporcentagem>5

mean(x)

sd(x)

hist(x,50,main="Tempos de Falha Incorporando Erros
Classificacao até 5%”,sub="Tempo de

Falha para 50% das Amostras"xlab="Tempos de Falha
Semanas",ylab="Frequéncia")
curve(dnorm(x,mean=,sd=)*2500,14.0,40.0,add=TRUE)
summary(x)

quantile(x,c(0.025,0.975))

x<-Tempoporcentagem6

mean(x)

sd(x)

hist(x,50,main="Tempos de Falha Incorporando Erros
Classificacao até 5%”,sub="Tempo de

Falha para 75% das Amostras"xlab="Tempos de Falha
Semanas",ylab="Frequéncia")
curve(dnorm(x,mean=,sd=)*5000,20.0,80.0,add=TRUE)
summary(x)

quantile(x,c(0.025,0.975))

* * %
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ANEXO F

INCORPORAGCAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizagao com distribigao “a
priori” de Jeffreys

AMOSTRA COM 100.000 VALORES DE ALPHA E AVALIACAO EMs1 SEMANAS:

PROCEDIMENTO PARA CALCULAR AS DISTRIBUICOES MARGINA IS “A
POSTERIORI” COM RESPEITO AO PARAMETRO DA DISTRIBUIC AO DA
FUNGCAO EXPONENCIAL QUE MODELA O TEMPO DE FALHA DAS AMOSTRAS
DO EXPERIMENTO PROPOSTO DISTRIBUIGAO “A PRIORI” CON JUNTA DE
JEFFREYS COM ERROS UNIFORMES LIMITADOS A 10% DAS AV ALIAGOES.

Outra forma de obtermos a distribuicdo “a prieohjunta (5.14) quando ha
independéncia entre os valoresalee, e e, (Berger, 1985 e Box & Tiao, 1973) é:

pla.e.e)u I ile)i(e,) (5.15)

em que I(a)l(e) e I(e,) sdo aa matrizes de informagio esperada de Fisher,
respectivamente em relagéo a cada um dos trés g@odma, e e e,, Como segue::

I()=-Ex %Iog(f(x la,e.6)la,6,e) (5.16)
_ e,

I(e,) =- Ey ﬂfelzIog(f(XIa,el,ez)la,epez) (5.17)

I(e,) = - E, Ezej log(f(X |a,e.e,)la,€,8,) (5.18)
e2

Calculemos, primeiramente, as derivadas segundas des, e e, relativas a
logverossimilhanga, como indicado acima:

Conforme visto em (5.6):

f(xlae.e)=Lla.e.eIN,S)=
:é{elexli(' at )+ (1- e, )1- exp- at J} *{e,[1- exp- at )]+ (1- ¢ )exp- at } ™"
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Entdo a logverossimilhanca sera:

log[f (x|a.&.e,)] =
=log (é{elexd- at,)+(1- e )1- expl- at, )} 3{e,[1- exp- at )]+ (- e )exd- at , }VS =

= :1 |09({elexd' at,)+(1- e )i- exd- at )} {e,[1- exp- at )]+ (1- e )exd- at } ™S ):

* foofe,exal-at )+ 1- e )i- exal- et J}° +ogfe,fi- exg- at )]+ 1- e el ar }* )

log[f (x|, e1,e2) = (Iog{el exp- at )+ (1- e, )J1- exp- at )} ¥ +log{e, [1- exp- at )] +(1- e )exp(- at,} V3 ):

k
i=1

= :1 S| IOg{el exd’ at i )+(1' ez)[l' exd' at |)} + :1( Ni - S,) Iog{ez[l- eX|()- at i)]+(1- el)exd_ at i}
(5.19)

Tomando as derivadas parciais, sucessivamenteslagio aa, €l e €2, teremos:

lodf(xla,ee.])= o S logle, expl- at, )+ (1 &,)i- expl- at )} +

ol (N, - S )logfe,[1- exgl- at, )]+ (1- e )exp(- at |} = ;ﬂ’;s. lodfe, ex- at )+ (1- e, fi- exp(- at )} +
1
3 3 7{61 exr(' at i)+(1' ez)[l' exd' at |)}
+1.-.oe-ex-a.+-ex-a.: Ta +
. Ta (N, - s)logfe,[1- exgl- at ]+ (1- e )exdl- at } i:lsl e ex- at, )+ (- & Ji- expl- at, |
g o o 2 eewt o)
o e ex at, (- &)ex- at )
Entao:
i
K 7{31 exr(' at i)+(1' ez)[l' exr(— at |)}
1 0 xX|a,el,e2))= Tla +
g ot a2 = 8 e o at )
IETNIRT AL R ST ) RN S A5
i=1 I I ez[l' exr(' at i)]+(1' el)eXF(_ at i) i=1 I & exr(' at i)+(1' ez)[l' exr(' at |)]
+ k (N- _ S_)ez[' eXF(- at i)(‘ ti)]+(l' el)exr(' at i)(’ ti): K s ti(l' ez)[exr(' at i)]' tielexr(' at i)+
a T e e at e (- e )exl at,) e exdl- at, )+ (- e, )i expl- at, )
+ “ (N, - S)ez[exd' at i)(ti)]' t (- &)exp- at,)
a0 e i el at, < (1- € )exd- at )
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Logo,
1 _ K o (- g Jexpl- at)]- tie expl- ati)+
1]761(|09[1((X|c':l.el,ez)])— i:1S| e expl- at, )+ (- ez)[l- exil- at I)] (5.20)
+ « (N- _ S)ez[exd' ati)(ti)]' ti(l' el)exr(' ati)
a0 efi-expl-at ]+ (1- e )exdl- at,)

Analogamente,

e exl-at )+ &)t exel- at, )}

1 _ Te, .
e, el xlaeed)= S o o i ek o)
1
T e exl- at )+ (1- e )exs(- at,}
NI 1 _ - exp- at ) .
LN S et atpi(>]+(1)- eexd-at)) e exil g )+<1-) e, Ji- oxpl- at )
K - expl- at, K expl- at )
LS e a o eJo o) S e at )+ B e b ol at,)
(N s) ex- at)
eJi- exp- at )|+ (- e )exil- at )
Assim,
S expl- at ) “ (N, - s )expl- at, )

1‘[ _ k
1 CdtKlae e )= o ) i o) o at ] e oxe at ]+ (- ool at )
(5.21)

Derivando (5.19) em relagdo ao parametro de epo<t teremos:

T fe expl- at, )+ - e, fi- exel- at, )}

g kT .
o, (Cdftlaeedl)= S Y ) el )
1
e exgl at J ol eextl at,}

L e e _ - - [1- expl- at, )] .

LS o e eJerd at ) sel at )+ B o) e o)
+k(N--S) 1- exd- at ;)

TR I ez[l' eXF(' at i)]+(1' el)eXF(_ at i)
Logo,
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o x|a, e K (Ni B SI)[l- exr(' at i )] _ K S.[l' exr(' at |)]
o lodt et edl)= e ) oo at )+ o o o ]
= - exp- at; (Ni . Su) . S
= st el o Yo ey ) o e e o s ol a )
(N -s) ) S
62[1 eXF( at; )] (1 el)eXF(- at i) & eXF(' at, )+(1' ez)[l‘ eXF(' at |)]

(ool (xla.ctez))= " 1- ex at,)

(5.22)

Derivando mais uma vez as expressoes (5.19), (8.28)21) em relacdo a cada um
dos parametros, e e e,, teremos as seguintes derivadas segundas, quéeongpmatriz
de informacéo de Fisher:

1° T t (L- e)exp- at,)- t,e expl- at,) +
rlodilelaee =g s 0 e
I )@ gt Jt)- - eJexd at )

fa o g [1- exd- at )]+ (1- ¢ )exp- at,)

T lodt(laese))-

- g e exdl- at,)+(1- e, )Ji- exp- at Jlt, (- e )exd- at, )- t,)- tie expl- at )(- t,)] i

- (e expl- at )+ (L- &, JL- expl- at, )]’
- e)expl- at)- tie expl- at e exol- at ) t;)+ (- &) exl- at ) t,)]]

(e expl- at;)+(1- &)L~ exl- at,)])’
[e,[1- expl- at, )]+ (1- & )exdl- at Je,t, expl- at ) t,)- t,(1- & )exel- at;)- t.)]

f N s) (&,[1- expl- at )] +(1- & )expl- at,))’

- lesexpl-at )(t)- t,(- e )expl- at el exel- at ) ]+ o)ext- at ) .)]

(&,[1- expl- at )] +(1- e )expl- at,))’

i loglf(xlae. e.)])=
_* g leexpl-at )+ (- e )i- exl-at JIt, (- e Jexpl-at ) t,)- tie expl-at, ) t,)]
o (e exp- at )+ (1- e,)1- exl- at, )])?
[t e)exdl- at)- tie expl- at e exl- at ) 1)+l o) ex- at ) t)l,
(e expl- at ;) +(1- &, )L- expl- at, J])?
[e,[1- expl- at, )]+ (1- e )exd- at ][ t ’e, exd- at,)+t,*(1- e )exg- ati)]_
es) .- ol a,]-0- eJouf a1,
= _tile,expl-at))- (- & )ex- at J[tie, expl- at)- (1- & )ex- t,a)t, )]
(e;[1- exel- at )]+ (1- & )ex(- at ;))*
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(5.23)

Observemos que a equacdo acima, a fim de facdgar entendimento, pode ser
escrita de uma forma mais simples, desde que fazamo

a= exd- at i)
Entéo (5.20), toma a forma:

) s o a..)-
g lear(- e Ju-allt, (- &)l ¢,
= (aa+(- e )1- )’
[t (1-e)a-tieaeal-t)+{-e)-al-t)],
(a+(- e )u- a))°
le.f1- o]+ ((1-[q>a}[- Efeze)\;tf(l- e)a]
N e [1- a|+(1- ¢ )a)’
i=1 (N.-s) tie,a- (1- et e,a- (1- ¢)at ]

(e[t ] +(t- & )a)°

Somando as fragdes com mesmo denominador:

) tiela(' ti)]_

T_(ogt(xla.e, )=

Ta

- X S [ela"'(l' ez)[l' a]][ti(l' ez)a(' ti)' tiela(' ti)]' [ti (1' ez)a' tiela][ela(' ti)+(1' ez)[' a(' ti)]] +
- o (ela+(1 ]ez)[l al)’

. K [e [1 a] 1-¢ a] t.’ea+t,’ t [e a- (1- )a][tieza- (1- el)ati]
L) o Ao ent

Colocandot, em evidéncia:

Jazoog[f(xm e el
g learl-e )l E @ eared-t [ Ja eal-qar e )il ,

(oart- )i al
Ul A e sl el tUleas (- e)dlea- (el _
L) el d+0- o)
 fearl el 0 eJaved: - e)a- eal- saste el
e (oart- )i d

3 sl A el eart- e ea- (- e)dlea- (- o)

(e;[1- 2] +(1- & )a)’
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Simplificando:

T (odl(xla.e )=
glea+l-ei-d- (- e)ared- [1- e )a- edl- qa+ (- &),
- ol ot o o - e 1 e (1 o)
o e[1l- al+1- ¢)a||- e,a+(l al - |e,a- e )alle,a- (1- € )a

TN (- a1 e)a]

g lea+(-e)i- dlea- Q- e)dl- [(- e)a- edll- e)a- ed
e fearl-e - )
i (N S)[ez[l a] (1 e_L)a][(l el)a eza] [ez (1‘ el)a][eza' (1‘ e_L)a]

(e[t o+ (- e)a)

Fazendo:

- e
- &

ﬂ‘j: (ol (xI2.e e, )=

_ g learci-dlea-cd-[ca- e ca- eq [e,[1- a] +ba]ba- e,d -[e,a- b] e,a- by
_i=1t| (ea+c1- &)’ +(N.-s) (e,[1- a] +ba)?
Agrupando:

T lodlt(x1a.c.e,))=

_ "2 o [eardl-dlea- cd-[ca-ed” [e,[1- a] +be]ba- e,d -[e,a-bd* _
_i:1ti 5 (ea+d1- &)’ +(N-s) (e,[1- a] +ba)?

_ "2 o -deatdl-afl(c-e)- a%fc- & ale,(1- a)+ba]b- e - alb-e]* _
_i:1ti 3 (ea+cfi- a])® +N-8) (e,[1- a] +ba)’

_ o o - le-e)lelea- cfi- afl+ac- %]] (b- e, )lale, [1- o] +bd - a7[b- e]]
_i:1ti S (ea+c1- &)’ +N - S) (e,[1- a] +ba)®

Entéo:
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TI'Z

(log[f (x]a,e.e,)]) =

fa?

_ 5o o -(o-eleleardi-al+afc-e]] o\ (b- e )ele,(i- a)+bd- a(o- e,
i:1ti S (ea+df1- a])? N.-s) (e,[1- a] +ba)’

(5.24)

Analogamente, derivando (5.21) em relaga®:a

1° _ 1 K Sexd' ati) « (Ni' SI)eXF(- ati) _
o~ (log[f(x]a,e,e,))= e e exd-at,)+(-e)i-exd-at,)] i efl-exp-at )+t e)exd-at,)
. -exil-at.) . (- Yexil-at,)
S A ra e e YO e 6 e et at T
Fazendo as mesmas subtittuicbes precedentes:
a=exg- at,)
b=1-¢
c=1-e¢,
I (lod[f(x]a,e,,e,))) = ‘ - §@° i (N;-s)a’ _
fle,” Y [ear (- g )2 A [eft- A+ (- )
- “ 'S|a2 - (Ni_Sl)az
= [ea+dl-a]* [eft- & +bd?
1° X - Sa’ (N, - s)a? (5.25)

o (log[f(x]a,e,e,))= = [ea+di-a]’ [e[L- a+bd’

Da mesma forma, derivando (5.22) em relac&p:a

ﬂ“Z (log] (x|, et 2] =

2

- - el at,)

i=1

(Ni - Su) _ S —
ol ol o - oo at) o ol at, )+ )i ol at )
_ - - exd- at . . - [l' eXF(' ati)] . - (' 1)[1' eXF(' at .)]
= et e S e a TS o e a )+ - ol at T
Chedta) N-Sheedad  Speecka)
Vel ot 1+ )ore a1 ool at )+ 1 e ol at

Fazendo substituigbes, idénticas as precedenta®palemais parametros:
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’ og|f(x|a,ele a (N S[l 2 sk-2l -
ﬂ922 (loglf (x| a, et e2]]) = [1 ] [e2[1 a] +(1- ¢)a’ [ela+(1- e, )Ji- |’

_ N, - s[1a]+ s[i- 4
[1 ][e Lo +bd’  [ea+dl- a]

i odf(x|aeLe2))=- - a? (N.- ) + 2 >20
o (log[f (x|a, e1, e2)]) i:l[l ] [e.[- d+bd? [ea+di- &)’ o

Levando agora (5.24), (5.25) e (5.26), respectivaenem (5.16), (5.17) e (5.18),
teremos 0s seguintes valores para as matrizesadsggede informagdo de Fisher, com
respeito a cada um dos parametros. Devemos caésiEsperancas em relacdo a varidqel
gue no caso € 6 numero de amostras inadequadas parsumo em cada semana, ou seja,

S:

_ . T _
I()=-E, Wlog(f(XIa,el,ez)la,eﬂez) =

ety gl aldeardidleae el (o b- eJeleli-devd-afo-e]]

T (ea+cf1- &)’ (e,[1- o] +ba)’

_ N (c- & )fafea+di- ol +a7c- %]] (b- & )[ale,[1- a] +bd - a%b- e]]
LR o ) N s) T
_ (c- e)alea+di- a]]+a%c- e] (b- e,)ale,[1- a] +ba]- a?[b- e,]

- -1‘ s e

e e eleard date-ell ), beelel dend eooell ()
- (ea+d1- &) (e,[1- a] +ba)® sE

Mas, conforme visto no Capitulo 3, o valor espengaia S é o valor esperaodo da
variavel dicotomica; quando o produto esta inadequado do telpou seja na semama
Nesse caso a variavg| assume o valor 1.

efst= El)= @ Ply, =)= N1 expl- at, ] = N, (- a)

= =

- S}: ES{Ni}_ Es{Su}: N; - Ni(l' a): Ni(l' 1+a): N;a
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Entéo

%o -(e-e)eardi-alvatfe- o] o .y, b-e)aelt- a+bd- a’p-e] . _
. )__i=1ti :a+c[1 al)’ =N, o) (e,[1- & +ba)’ Na =
Loy e eeleardi-dlvafe-el] ) b-eeleli- dvbd- afo-ef]

. N (ela+c[1 a]) (e2[1 a]+ba)
Logo,

¢y -l elbleardi aeatle- el - el b ao- e
= N i ) ) el 4 +ba

ﬂzel k - Sa? (N- - S)a2
log(f(X |a.e,.€,)la.e,6) =-E ' T
e A IRe )R] S e e

_ - sa’ (N, - s)a?
w0 learci-a” [efi- o +bal’

" eardi P =) i o o S (M)

(e)=- :

2

B v el oy e e e

_ K a2 1-a + a
"o ardn dF [ef d+bd

k a 1- a N a
[ea+dft- & [e[t- & +be*

(5.28)

De (5.26):
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2
I(e,)=- E, Lji log(f(X |a.,e.6,)la,6,6) =

_k[l_a]z (N-s) S _

LT B deod eard dlf
_ > (N-S) , S _
S o T
_k 2 (Ni'S.) + S| _k 2 E(Ni'su)+ E(S)
P Al = o e v L o el e e
e =k - a) ES(Ni-SI) Es,(sl) :k . a)P N,a . Ni(l-a) _
)= ) Chdd Farde - Gldod Rard
K Ay a N 1-a
= N T R T
Logo,
k 2 1- a a
o) N T e o
(5.29)

Assim, levando esses resultados em (5.15):
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pla.e,e)u JI0 Nile)i(e,) u
CUAN (c-e

u\/ N el a -+ cfi- a]]+a2[c-q]:(1 ), (o= eJelefi- al+bd- ao-e]] |-

e

(qa+d1- aly _ (e,[1- a] +ba)

, kNaz 1- a . a , kN(l-a)z 1- a N a
= [ea+dt-a]® [eft- d+bd” | fia lea+clt-al]*  [e[L- a +ba?
femelul oo o alastered alo-ally - efdleln-dsod- ao-o]] |
=1 (ea+cfi- a) (e,[1- a] +ba)
|- ) 1- a a 2 |« 2 1- a a 2
N. N. (1- =
M ey o el | Y feard e oo
[ty e cndiezaia), beea |
o (ea+di-4)? (e,J1- a] +ba)’
L ) 1- a a 2 |« 2 1- a a 2
N, N (1-
T [eat+c-ad® [e, - e,a+bd’ -1 -2 [ea+c-ad® e, - e,a+bd’
p(a.e.e)pu - LN (€ - cladi+2a)- a)+ (b-e)ate,  *.
e TR (ea+c- ac)f (e, - e,a+ba)’
K 1- a a S 1- a a :
N;a* ©N,(1- a) -
T [ea+c-ad® [e, - e;a+hd’ =1 -a [ea+c-ad® [e, - e;a+hd’

K N (c- e )acl+2a)1- a) . (e, - bla%e,

! (ea+c- ac) (e, - e,a+ba)’
: 1- a a K 1- a a
N,a? + © N,/(1-a)’ +
- [ea+c-ad® [e, - ea+bd® ia -3 [ea+c-ad® [e, - e,a+bd’

No nosso caso coml, =cte=7, podemos finalmente fazer:
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p(a-elvez)l'l
1
e (o ez o), (e, bl :
1 (ea+c- ac) (e, - e,a+hba)’
vl =
k 1- a a k 1- a a
‘7 a’ "7 (1-a)
- Bareaf Bearnd oYY Bave-af TR eaved
1
“,2 [c-eaci+2a)i-a) (e, - bla’e, . ?
- (ea+c- acf’ (e, - &,a+ba)’
ko, 1-a N a , K 2 1- a a
1- +
o Bave-ad Bsartd w Y Rave ad [ sared
(5.30)
Assim,
pla.e,e)n
“ {2 aC(C' e.l_)(l_ a)_ (b' ez){a[ez ) eza"'bd' az}a - a2 1-a + a
LT (ea+c- ac)’ (e, - e,a+ba)’ - [ea+c-ad® [e, - e;a+bd?
k 1- a a
(- a) -
i=1( [ea+c- ad® e, - e,a+bdl?
Em que:
a=exd- at,)
b=1-¢
c=1-¢e

Os parametros, e, e e,sao independentes uns dos outros.

Utilizaremos como funcgéo de referéncia para gerarosadiferentes parametros, as seguintes
distribuicdes:

a ~U(0,001,05)

e ~U(0007)

e, ~U(0,001)

Usaremos essas distribuicbes também ao aplicarmp®todo SIR para a geragdo do
histograma marginal da distribuicdo “a posteride’a .

Inicialmente geraremos 100.000 valoresadda distribuicéo de referéncia indicada acima:
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# Construcao de uma matriz [100.000x3] onde na prim
# constardo valores de alpha ja amostrados nas simu
# anteriores e as colunas 1 e 2 serdo respectivamen

# tipo 1 e tipo 2 amostrados aleatoriamente de uma

# Alphaordenadol<-matrix(scan("Alphaordenadol.txt")
# Alphaordenadol<-matrix(Alphaordenadol,ncol=1)

summary(Alphaordenadol)
Min. :0.001003

1st Qu.:0.124928

Median :0.250567

Mean :0.250141

3rd Qu.:0.374994

Max. :0.499999

# el1<-runif(100000,min=0,max=0.1)
# el<-scan("Erros tipol — 1%.txt")
el<-matrix(el,ncol=1)

# e2<-runif(100000,min=0,max=0.01)
# e2<-scan("Erros tipo2 — 1%.txt")
e2<-matrix(e2,ncol=1)

Param<-cbind(Alphaordenadol,el,e2)
# write(Param,”Parametros param-prij-exp-erros 1%.t

# Determinacao da distribuicdo de Jeffreys “a prior
# conjunta, em relagdo aos parametros alpha, el e e

eira coluna
lacbes

te erros
U(0;0,1):

Conforme mostrado em (5.29), a distribuicdo dedgsf“a priori”, para o caso em estudo é

dada por:
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# Abaixo implementaremos cada uma das parcelas e fa
# indicados acima:

# Extracdo das informagfes dos itens bons e ruins d
# tabela de avaliagdes:

Si<-avalsem$Si
Si<-matrix(Si,nrow=1)

Ni<-7

bons<-Ni-Si
Bons<-matrix(bons,nrow=1)

# Obtencao da matriz Expoente com dimenséo [100000x
# -Alphaordenado x Taui
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Expoente<--Alphaordenadol1%*%Taui

#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo dos valores de a, b e c:
#::::::::::::::::::::::::::::::::::::::::::::::::::
a<-exp(Expoente)
b<-1l-el
c<-l-e2
#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo de al com dimenséo [100000x51]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
al<-(el*a[,1]+c-a[,1]*c)"2
while(i<51){

alm<-(el*a[,i+1]+c-a[,i+1]*c)"2

al<-chind(al,alm)

i=i+1
}
# write(al,"al-Jeffreys-erros 1%.txt")
# rm(alm)
#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo de a2 com dimenséo [100000x51]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
az2<-(e2-e2*a[,1]+b*(a[,1]))"2
while(i<51){

a2m<-(e2-e2*a[,i+1]+b*(a[,i+1]))"2

a2<-chind(a2,a2m)

i=i+1
}
# write(a2,"a2-Jeffreys-erros 1%.txt")
# rm(a2m)
#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo de b1l com dimenséo [100000x51]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
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bl<-(c-el)*(a[,1]*c)*(1+2*a[,1])*(1-a[,1])
while(i<51){
blm<-(c-el)*(a[,i+1]*c)*(1+2*a[,i+1])*(1-a[,i+1]
bl<-cbind(b1,b1m)
i=i+1

}

# write(b1,"b1-Jeffreys-erros 1%.txt")
# rm(b1lm)

R<-bl/al

# write(R,"R-Jeffreys-erros 1%.txt")
#rm(bl)

i=1

b2<-(e2-b)*((a[,1])"2)*e2

while(i<51){
b2m<-(e2-b)*((a[,i+1])"2)*e2
b2<-cbind(b2,b2m)
i=i+1

}

# write(b2,"b2-Jeffreys-erros 1%.txt")
# rm(b2m)

S<-b2/a2

# write(S,"S-Jeffreys-erros 1%.txt")
#rm(b2)
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Taui2<-Taui"2

RmaisS<-R+S

X<-Taui2[,1]*RmaisS[,1]

while(i<51){
Xm<-Taui2[,i+1]*RmaisS[,i+1]
X<-chind(X,Xm)
i=i+1

}

# write(X,"X-Jeffreys-erros 1%.txt")
# rm(Taui2)

# rm(RmaisS)

# rm(Xm)

i=1

M1<-X[,1]+X[,2]

while(i<50){
M1m<-X[,i+1]+X[,i+2]
M1<-M1+M1m
i=i+1

}

M1<-matrix(M1,ncol=1)

# write(M1,"M1-Jeffreys-erros 1%.txt")
# rm(X)
#rm(M1m)

i=1

cl<-(1-a[,1])

while(i<51){
clm<-(1-a[,i+1])
cl<-cbind(cl,c1m)
i=i+1

}

# write(c1,"c1-Jeffreys-erros 1%.txt")
# rm(clm)

# Obtencéo de T com dimensé&o [100000x51]
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T<-cl/al

# write(T,"T-Jeffreys-erros 1%.txt")
#rm(cl)

aa<-a"2
TmaisU<-T+U
Y<-aa*TmaisU

# write(Y,"Y-Jeffreys-erros 1%.txt")
#rm(T)

# rm(U)

# rm(aa)

# rm(TmaisU)

#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo de M2 com dimensé&o [100000x1]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
M2<-Y[,1]+Y[,2]
while(i<50){

M2m<-Y[,i+1]+Y[,i+2]

M2<-M2+M2m

i=i+1
}

M2<-matrix(M2,ncol=1)

# write(M2,"M2-Jeffreys-erros 1%.txt")
#rm(Y)
#rm(M2m)

# Obtencéo de V com dimenséo [100000x51]
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V<-cl/al

# write(V,"V-Jeffreys-erros 10%.txt")
#rm(al)

#rm(a2)

di<-(1-a)2
Z<-d1*(V+W)

# write(Z,"Z-Jeffreys-erros 1%.txt")
#rm(dl)

#rm(V)

#rm(W)

i=1

M3<-Z[,1]+Z][,2]

while(i<50){
M3m<-Z[,i+1]+Z][,i+2]
M3<-M3+M3m
i=i+1

}

M3<-matrix(M3,ncol=1)

# write(M3,"M3-Jeffreys-erros 1%.txt")

#rm(2)
# rm(M3m)

# Obtencéo da distribuicédo de Jeffreys com dimenséo
# [100000x1]
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Jeffreys<-7*sqgrt(7)*(M1*M2*M3)(1/2))

J1<-(T*M1YN(L/2)
J2<-(T*M2)N(1/2)
J3<-(7*M3)N(1/2)

# write(Jeffreys,"Jeffreys-erros 1%.txt")
# write(J1,"J1-Jeffreys-erros 1%.txt")
# write(J2,"J2-Jeffreys-erros 1%.txt")
# write(J3,"J3-Jeffreys-erros 1%.txt")

Fig. 5.6:

plot(Alphaordenadol,Jeffreys,main="Distribuicdo de
Incorporando Erros de Classificagdo",sub="51 semana
observacgédo",xlab="Valores de Alpha 'a priori",ylab

da dist. 'a priori™)

# Determinacao da Verossimilhanca com a distribuica
# referéncia U(0,001;0,5):

Jeffreys
s de
="Valores

Inicialmente iremos acrescentar a matriz Paramg amcprimeira coluna sdo os 100.000
valores ordenados de alpha, a segunda os errosltipoa terceira 0s erros tipo 2, a
distribuicdo de Jeffreys em fungcdo dos valores hidaa formaremos assim a matriz

Paramprij:

Paramprij<-cbind(Parampri,Jeffreys)

# Obtencéo da matriz Parcelaa com dimensao [100000x
# ellinha*exp(-alphaxTaui):

# Para multiplicarmos cada linha da coluna de 100.0
# linhas da matriz el pelas 51 colunas da matriz

# exp(Expoente), necessitaremos usar o0 seguinte

# algoritmo, ja que as matrizes ndo sédo de dimensée
# compativeis para a multiplicagdo de uma matriz co
# [100000x1] por uma de [100000x51].

184

luna



ANEXO F

Expexpoente<-exp(Expoente)

i=1

Parcelaa<-e1*Expexpoente[,1]

while(i<51){
Parcelaam<-e1*Expexpoente[,i+1]
Parcelaa<-cbind(Parcelaa,Parcelaam)
i=i+1

}

# write(Parcelaa,"Parcelaa-Jeffreys-erros 10%.txt")
# Parcelaa<-matrix(scan("Parcelaa-Jeffreys-erros
10%.txt"),ncol=51)

# rm(Parcelaam)

# Obtencéo da matriz Parcelab com dimenséo [100000x
# (1-e2)(1-*exp(-alphaxTaui)):

p<-1-Expexpoente
g<-1-e2

i=1

Parcelab<-g*p[,1]

while(i<51){
Parcelabm<-g*p[,i+1]
Parcelab<-cbind(Parcelab,Parcelabm)
i=i+1

}

# write(Parcelab,"Parcelab-Jeffreys-erros 10%.txt")
# rm(Parcelabm)

# Parcelab<-matrix(scan("Parcelab-Jeffreys-erros
# 10%.txt"),ncol=51)

# Obtencao da matriz Fatorf com dimenséo [100000x51
# el*exp(-alphaxTaui)+(1-e2)(1-*exp(-alphaxTaui)):

Fatorf<-Parcelaa + Parcelab
# write(Fatorf,"Fatorf-Jeffreys-erros 10%.txt")
# Fatorf<-matrix(scan("Fatorf.txt"),ncol=51)

# rm(Parcelaa)
# rm(Parcelab)
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# Obtencéo da matriz A com dimensao [100000x51]:
# FatorfrSi:

i=1

A<-(Fatorf[,1])"(Si[,1])

while(i<51){
Am<-(Fatorf[,i+1])*(Si[,i+1])
A<-cbind(A,Am)
i=i+1

}

# write(A,"A-Jeffreys-erros 10%.txt")
# A<-matrix(scan("A.txt"),ncol=51)

# rm(Fatorf)

# rm(Am)

# Obtengao da matriz Parcelac com dimensé&o [100000x
# e2(1-exp(-alphaxTaui)):

p<-1-Expexpoente

i=1

Parcelac<-e2*p[,1]

while(i<51){
Parcelacm<-e2*p[,i+1]
Parcelac<-cbind(Parcelac,Parcelacm)
i=i+1

}

# write(Parcelac,"Parcelac-Jeffreys-erros 10%.txt")
# Parcelac<-matrix(scan("Parcelac.txt"),ncol=51)
# rm(Parcelacm)

# Obtencéo da matriz Parcelad com dimenséo [100000x
# (1-el)*(1-exp(-alphaxTaui)):

i=1

Parcelad<-r*Expexpoente[,1]

while(i<51){
Parceladm<-r*Expexpoente[,i+1]
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Parcelad<-cbind(Parcelad,Parceladm)
i=i+1

}

# write(Parcelad,"Parcelad-Jeffreys-erros 10%.txt")
# Parcelad<-matrix(scan("Parcelad-Jeffreys-erros
10%.txt"),ncol=51)

# rm(Parceladm)

# Obtencao da matriz Fatorg com dimenséo [100000x51

# e2*(1-exp(-alphaxTaui))+(1-k1)*exp(-alphaxTaui):

Fatorg<-Parcelac + Parcelad

# write(Fatorg,"Fatorg-Jeffreys-erros 10%.txt")
# Fatorg<-matrix(scan("Fatorg.txt"),ncol=51)
# rm(Parcelac)

# rm(Parcelad)

# Obtencéo da matriz B com dimens&o [100000x51]:
# Fatorg”™(Ni-Si):

i=1

B<-(Fatorg[,1])(Bons[,1])

while(i<51){
Bm<-(Fatorg[,i+1])*(Bons[,i+1])
B<-cbind(B,Bm)
i=i+1

}

# write(B,"B-Jeffreys-erros 10%.txt")

# B<-matrix(scan("B.txt"),ncol=51)

# rm(Fatorg)
#rm(Bm)

# Obtencao da matriz AB (multiplicacdo das colunas
# pelas colunas respectivas de B)com dimenséo [1000

AB<-A*B

# write(AB,"AB-Jeffreys-erros 10%.txt")
# AB<-matrix(scan("AB-Jeffreys-erros 10%.txt"),ncol
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# Obtencgéo da matriz MCAB (multiplicagéo das coluna s de AB)
# com dimensao [100000x1]:

i=1

MCAB<-matrix(AB[,1]*AB[,2],ncol=1)

while(i<50){
MCAB<-matrix(MCAB*ABJ,i+2],ncol=1)
i=i+1

}
MCAB<-matrix(MCAB,ncol=1)

# L51eljele2<-MCAB

# write(L51eljele2,"L51eljele2-Jeffreys-erros 1%.tx t")
# L5leljele2<-matrix(scan("L51leljele2.txt"),ncol=1)

# write(MCAB,"MCAB-Jeffreys-erros 1%.txt")

# rm(AB)

#rm(MCAB)

Fig. 5.7:

plot(Alphaordenadol,L51eljele2,main="",sub="Funcao de
Referéncia: U(0,001;0,5)",xlab="Valores de Alpha 'a
priori™,ylab="Valores da Verossimilhanca")

Fig. 5.8:

plot(Alphaordenadol1[1:10000],L51eljele2[1:10000],ma in="
“,sub="Verossimilhanga para os primeiros 10000 valo res de
Alpha”,xlab="Valores de Alpha 'a priori”,ylab="Val ores da

Verossimilhanga”)

# CODIGO COMPLETO PARA ANDISTRIBUI(;AQ "A POSTERIORI " COM
# PRIORI DE JEFFREYS, FUNCAO DE REFERENDIA U(0,001, 0,5):

L51eljele2<-matrix(L51eljele2,nrow=100000,ncol=1)
# Alphaveroele2<-chind(Alphaordenadol,L51eljele2)

Priori<-Jeffreys

veropri<-L51eljele2*Priori
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h<-veropri

H<-matrix(h,ncol=1)
g<-dunif(Alphaordenadol,min=0.001,max=0.5)
G<-matrix(g,ncol=1)

w<-h/g

W<-matrix(w,ncol=1)
# write(W,"W-Jeffreys-erros 1%.txt")

# Alphavero<-cbind(Alphaordenadol,L51eljele2)
# write(Alphavero,"Alphavero-priori Jeffreys—erros

# AlphaW<-cbind(Alphaordenadol,W)
# write(AlphaW,"AlphaW-Jeffreys-erros 1%.txt")

AlphapriLW<-cbind(Param,Priori,L51eljele2,W)
#Col. 1=alpha

#Col. 2=el

#Col. 3=e2

#Col. 4=Jeffreys

#Col. 5=L51e1%jele2

#Col. 6=W

# write(AlphapriLW,"AlphapriLW-Jeffreys-erros 1%.tx

Alphapos<-numeric(5000)
b<-numeric(100000)
g<-numeric(100000)
u<-numeric(5000)
li<-numeric(100000)
Is<-numeric(100000)
t<-numeric(5000)
j<-numeric(100000)
i<-1

j<-1

b<-w

g<-b/sum(b)
u<-sort(runif(5000,0,1))
li[1]<-0

i<-i+1

while (i<100001) {
li[i]<-li[i-1]+q[i]

i<-i+1

}
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Is[1]<-q[1]

j<-+l

while (j<100001) {
Is[j]<-Is[-1]+q[]]
j<-j+l

}

for (k in 1:5000){
for (Iin 1:100000) {
if (U[K]>Ni[l] & uk]<Is[N][Julk]>li[l] & u[K]>Is]l )
t[k]<-bll]

}

}

T<-matrix(t,ncol=1)
write(T,"T-Jeffreys-erros 1%.txt")

vl<-length(T)
i=1
Alphapos<-matrix(AlphapriLW[AlphapriLW[,6]==T][i,1], ],ncol=6)
while(i<v1){
T1<-T[i+1,1]
tl<-as.vector(T1)
AlphaW1<-
matrix(AlphapriLW[AlphapriLWI[,6]==t1,],ncol=6)
Alphapos<-rbind(Alphapos,AlphaW1)
i=i+1

}

write(Alphapos,"Alphapos-Jeffreys erros até 1%.txt" )
plot(Alphapos|,1],Alphapos[,5])
hist(Alphaposl[,1])

x<-Alphaposl,1]
y<-Alphapos|,5]

mean(x)

[1] 0.01681397
sd(x)

[1] 0.001566561

hist(x,main="",sub="51 semanas de Observagao",xlab ="Valores
de Alpha ‘a posteriori’,ylab="Frequéncia")
curve(dnorm(x,mean=0.01681397,sd=0.001566561)*5,0.0 10,0.024,
add=TRUE,col="red")
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# Procedimentos para localizar valores de alpha idé
# Alphapos[,1]:

Alphaveropos<-chind(x,y)

i=1
AVpos<-matrix(Alphaveropos,ncol=2)
v2<-length(AVpos|,1])
z1<-matrix(c(0,0),ncol=2)
z2<-71
Templ<-matrix(AVpos[,1:2],ncol=2)
while(i<v2){
temp2<-Templ[,]==Templ[i,1]
Temp2<-matrix(temp2,ncol=2)
Temp3<-Temp2*1
Temp4<-sum(Temp3[,1])
while(Temp4>1){
Temp5<-Templ[Templ[,1]==Temp1l]i,1],
Temp5<-matrix(Temp5,ncol=2)
Temp6<-sum(Temp5[,2])
Temp7<-matrix(c(Templ[i,1], Temp6),n
z1<-rbind(z1,Temp5)
z2<-rbind(z2,Temp7)
Temp4=0
}
Temp4<-sum(Temp3[,1])
i=i+Temp4

}
z<-z2[2:length(z2[,1]),]

x<-z[,1]
y<-z[.2]
Alphaveropos<-z

mean(x)

[1] 0.01681943
sd(x)

[1] 0.001623385

summary(x)
Min. 1st Qu. Median Mean 3rd Qu. Max.
0.01286 0.01554 0.01683 0.01682 0.01807 0.02144

Fig. 5.9:

hist(x,100,main="",sub="51 semanas de
Observacgéao”,xlab="Valores de Alpha ‘a
posteriori™,ylab="Frequéncia")
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curve(dnorm(x,mean=0.01681943,sd=0.001623385)*0.12, 0.008,0.025
,add=TRUE,col="red")

Fig. 5.10:

plot(x,y,main="",sub=""xlab="Valores de Alpha 'a
posteriori™,ylab="Verossimilhanga marginal 'a post eriori™)

Determinacao dos Percentis “a posteriori”:

Iremos considerar as fracdes de falhas nas amaosilizadas de forma analoga ao que foi
feito antes de incorporarmos os erros. Usarembagdes de falha: 0,1%, 1%, 10% e 50%
do total das amostras para determinar em quantamnses, tal fracdo de falhas ocorre.

Al<-matrix(rep(0.001,length(Alphaveroposl,1])),ncol =1)
A2<-matrix(rep(0.01,length(Alphaveroposl,1])),ncol= 1)
A3<-matrix(rep(0.1,length(Alphaveropos|,1])),ncol=1 )
Ad<-matrix(rep(0.287682,length(Alphaveroposl[,1])),n col=1)
A5<-matrix(rep(0.6931471,length(Alphaveropos|,1])), ncol=1)
Ab<-matrix(rep(1.3862944,length(Alphaveroposl,1])), ncol=1)

Tempoporcentageml<-Al/Alphaveroposl[,1]
Tempoporcentagem2<-A2/Alphaveropos|,1]
Tempoporcentagem3<-A3/Alphaveropos|,1]
Tempoporcentagem4<-A4/Alphaveropos|,1]
Tempoporcentagem5<-A5/Alphaveropos|,1]
Tempoporcentagem6<-A6/Alphaveropos|,1]
Tempoporcentagem<-chind(Tempoporcentagem1, Tempopor centagemz2,
Tempoporcentagem3, Tempoporcentagem4, Tempoporcenta gems,
Tempoporcentageme6)

Gréficos:

z<-z2[2:length(z2[,1]),]
x<-z[,1]

y<-z[,2]
Alphaveropos<-z

#1)
x<-Tempoporcentageml
mean(x)

[1] 0.03488763

sd(x)

[1] 0.004448811
y<-Tempoporcentagem?2
mean(y)

[1] 0.3488763

sd(y)
[1] 0.04448811
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v<-Tempoporcentagem3
mean(v)

[1] 3.488763

sd(v)

[1] 0.4448811
w<-Tempoporcentagems
mean(w)

[1] 24.18226

sd(w)

[1] 3.08368

Fig. 5.11:

par(mfrow=c(2,2))

hist(Tempoporcentagem([,1],50, main="",

sub="Percentil de Falhas: 0,1%",xlab="Tempos de Fal
Semanas",ylab="Frequéncia")
curve(dnorm(x,mean=0.06002076,sd=0.00590322)*0.6,0.
=TRUE,col="red")

hist(Tempoporcentagem[,2],50, main="",

sub="Percentil de Falhas: 1%",xlab="Tempos de Falha
Semanas",ylab="Frequéncia")
curve(dnorm(x,mean=0.6002076,sd=0.0590322)*5,0.40,0
add=TRUE,col="red")

hist(Tempoporcentagem[,3],50, main="",

sub="Percentil de Falhas: 10%",xlab="Tempos de Falh
Semanas",ylab="Frequéncia")
curve(dnorm(x,mean=6.002076,sd=0.590322)*50,4,8,add
col="red")

hist(Tempoporcentagem([,5],50, main="",

sub="Percentil de Falhas: 50%",xlab="Tempos de Falh
Semanas",ylab="Frequéncia")
curve(dnorm(x,mean=41.60322,sd=4.0918)*500,30.0,60.
col="red")

par(mfrow=c(1,1))

summary(x)
quantile(x,c(0.025,0.975))
summary(y)
quantile(y,c(0.025,0.975))
summary(v)
quantile(v,c(0.025,0.975))
summary(w)
quantile(w,c(0.025,0.975))

summary(x)

Min. :0.02282
1st Qu.:0.03190
Median :0.03484
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Mean :0.03489

3rd Qu.:0.03797

Max. :0.05129

quantile(x,c(0.025,0.975))
25% 97.5%

0.02605840 0.04352348

summary(y)

Min. :0.2282

1st Qu.:0.3190

Median :0.3484

Mean :0.3489

3rd Qu.:0.3797

Max. :0.5129

guantile(y,c(0.025,0.975))
25% 97.5%

0.2605840 0.4352348

summary(v)

Min. :2.282

1st Qu.:3.190
Median :3.484
Mean :3.489
3rd Qu.:3.797
Max. :5.129

guantile(v,c(0.025,0.975))
2.5% 97.5%
2.605840 4.352348

summary(w)

Min. :15.82

1st Qu.:22.11
Median :24.15
Mean :24.18
3rd Qu.:26.32
Max. :35.55

guantile(w,c(0.025,0.975))
25% 97.5%
18.06230 30.16817

* * %
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INCORPORAGCAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizagao com distribigao “a
priori” Gama(16;800)

UTILIZACAO DE DADOS REAIS DO EXPERIMENTO BASE

No experimento base realizado por Marta, Borges gdtam recolhidos os seguintes dados
seguindo o método explicado no Capitulo 2.

A tabela das avaliacdes semanais apresentou astesgiados:

ODOR SABOR ASPECTO
i Ni Sio Ni-Sio Sis NI-Sio Sia Ni-Sia
1 7 0 7 1 6 0 7
2 7 0 7 0 7 0 7
3 7 0 7 0 7 0 7
4 6 0 6 1 5 0 6
5 6 0 6 1 5 0 6
6 6 0 6 0 6 0 6
7 6 0 6 0 6 0 6
8 5 1 4 0 5 0 5
9 6 2 4 0 6 0 6
10 7 0 7 1 6 1 6
11 6 0 6 0 6 0 6
12 6 0 6 1 5 0 6
13 7 0 7 0 7 0 7
14 7 0 7 0 7 0 7
15 7 1 6 2 5 0 7
16 7 2 5 3 4 1 6
17 7 2 5 1 6 0 7
18 7 4 3 1 6 0 7
19 6 1 5 1 5 2 4
20 7 1 6 3 4 1 6
21 8 3 5 3 5 3 5
22 7 1 6 2 5 4 3
23 3 2 1 3 0 2 1
24 7 2 5 2 5 2 5
25 7 1 6 1 6 3 4
26 7 0 7 2 5 0 7
27 7 3 4 3 4 0 7
28 7 2 5 3 4 2 5
29 7 3 4 3 4 1 6
30 7 3 4 2 5 4 3
31 0 0 0 0 0 0 0
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32 0 0 0 0 0 0 0
33 0 0 0 0 0 0 0
34 7 3 4 2 5 2 5
35 7 4 3 3 4 5 2
36 7 4 3 4 3 3 4
37 0 0 0 0 0 0 0
38 7 3 4 4 3 3 4
39 8 3 5 4 4 2 6
40 7 4 3 4 3 5 2
41 6 3 3 3 3 3 3
42 7 4 3 4 3 4 3
43 7 3 4 3 4 2 5
44 7 2 5 2 5 2 5
45 0 0 0 0 0 0 0
46 8 5 3 5 3 5 3
47 8 5 3 5 3 4 4
48 8 5 3 4 4 4 4
49 0 0 0 0 0 0 0
50 8 5 3 4 4 4 4
51 8 5 3 6 2 6 2

#:::::::::::::::::::::::::::::::::::::::::::::::::: ===

# Graficos:

#:::::::::::::::::::::::::::::::::::::::::::::::::: ===

Fig. 6.1:

Gréfico de NixTaui:

plot(Taui,Ni,type="0",sub="NUmero de itens avaliado S por

semana",xlab="Tempo em Semanas",ylab="Numero de amo stras

avaliado na semana")

Conforme (5.5) sabemos que:

So Ni- So

X
L ply =O eexp-at,)+(1-e)i-expl-at,)]  eft- expl- at; )]+ (L- e )expl- at )
T i=1 a b c d
f 9
A B
Determinemos entéo a fungéo de Verossimilhanc@tase R:

#:::::::::::::::::::::::::::::::::::::::::::::::::: === ———C
# Experimento Marta — Determinagao da Verossimilhan ¢a - ODOR
#:::::::::::::::::::::::::::::::::::::::::::::::::: ="
Alphaordenado<-matrix(scan("Alphaordenado.txt"),nco [=1) #ja

#U tilizado
el<-scan("Erros tipol — 1%.txt") #ja utilizados nas simulagbes

el<-matrix(el,ncol=1)
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e2<-scan("Erros tipo2 — 1%.txt") #ja utilizados nas
e2<-matrix(e2,ncol=1)

Param<-cbind(Alphaordenado,el,e?2)

# Obtencéo dos dados de falhas do arquivo de Avalia
# Semanais das amostras em 51 semanas:

AvalsemanalMarta<-read.table("Avalsemanal-
Marta.txt",header=TRUE)

Ni<-AvalsemanalMarta$Ni
Sio<-AvalsemanalMarta$Sio
Sis<-AvalsemanalMarta$Sis
Sia<-AvalsemanalMarta$Sia
Bonsio<-AvalsemanalMarta$Ni-Sio
Bonsis<-AvalsemanalMarta$Ni-Sis
Bonsia<-AvalsemanalMarta$Ni-Sia

Ni<-matrix(Ni,nrow=1)
Sio<-matrix(Sio,nrow=1)
Sis<-matrix(Sis,nrow=1)
Sia<-matrix(Sia,nrow=1)
Bonsio<-matrix(Bonsio,nrow=1)
Bonsis<-matrix(Bonsis,nrow=1)
Bonsia<-matrix(Bonsia,nrow=1)

# Obtencao da matriz Expoente com dimens&o [100000x
# -Alphaordenado x Taui
Expoente<--Alphaordenado%*%Taui

taui<-1:51

Taui<-matrix(taui,nrow=1)

# Obtencao da matriz Parcelaa com dimens&ao [100000x
# ellinha*exp(-alphaxTaui):
Expexpoente<-exp(Expoente)

i=1

Parcelaa<-el*Expexpoente[,1]
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while(i<51){
Parcelaam<-e1*Expexpoente[,i+1]
Parcelaa<-cbind(Parcelaa,Parcelaam)
i=i+1

# Obtencao da matriz Parcelab com dimens&o [100000x
# (1-e2)(1-*exp(-alphaxTaui)):

p<-1-Expexpoente
g<-1l-e2

i=1

Parcelab<-g*p[,1]

while(i<51){
Parcelabm<-g*p[,i+1]
Parcelab<-cbind(Parcelab,Parcelabm)
i=i+1

# Obtencéo da matriz Fatorf com dimenséo [100000x51
# el*exp(-alphaxTaui)+(1-e2)(1-*exp(-alphaxTaui)):

# Obtencéo da matriz A com dimenséo [100000x51]:
# FatorfrSio:

#:::::::::::::::::::::::::::::::::::::::::::::::
i=1
A<-(Fatorf[,1])(Sio[,1])
while(i<51){

Am<-(Fatorf[,i+1])*(Sio[,i+1])

A<-cbind(A,Am)

i=i+1
}
#:::::::::::::::::::::::::::::::::::::::::::::::

# Obtencao da matriz Parcelac com dimensé&o [100000x
# e2(1-exp(-alphaxTaui)):

p<-1-Expexpoente
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i=1

Parcelac<-e2*pl[,1]

while(i<51){
Parcelacm<-e2*p[,i+1]
Parcelac<-cbind(Parcelac,Parcelacm)
i=i+1

# Obtencéo da matriz Parcelad com dimenséo [100000x
# (1-el)*(1-exp(-alphaxTaui)):

#:::::::::::::::::::::::::::::::::::::::::::::::
r<-l-el
i=1
Parcelad<-r*Expexpoente[,1]
while(i<51){
Parceladm<-r*Expexpoente[,i+1]
Parcelad<-cbind(Parcelad,Parceladm)
i=i+1
}
#:::::::::::::::::::::::::::::::::::::::::::::::

# Obtencéo da matriz Fatorg com dimenséo [100000x51
# e2*(1-exp(-alphaxTaui))+(1-k1)*exp(-alphaxTaui):

# Obtencéo da matriz B com dimenséo [100000x51]:
# Fatorg”™(Ni-Si):

#:::::::::::::::::::::::::::::::::::::::::::::::
i=1
B<-(Fatorg[,1])(Bonsio[,1])
while(i<51){

Bm<-(Fatorg[,i+1])*(Bonsio[,i+1])

B<-cbind(B,Bm)

i=i+1
}
#:::::::::::::::::::::::::::::::::::::::::::::::

# Obtencéo da matriz AB (multiplicacdo das colunas
# pelas colunas respectivas de B)com dimensé&o [1000
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# Obtencao da matriz MCAB (multiplicagéo das coluna
# com dimensao [100000x1]:

i=1

MCAB<-matrix(AB[,1]*AB[,2],ncol=1)

while(i<50){
MCAB<-matrix(MCAB*ABJ,i+2],ncol=1)
i=i+1

}

MCAB<-matrix(MCAB,ncol=1)

# L51MartaGerlodor<-MCAB
# Lalpha51<-matrix(scan("LALPHA51.txt"),ncol=1)

# write(L51MartaGer1,"L51MartaGerlodor-Marta-Gama-e
1%.txt")
# L51MartaGerl<-matrix(scan('L51MartaGerlodor-Marta

1%.txt"),ncol=1)

# write(MCAB,"MCAB-Marta-odor-Gama-erros 1%.txt")
#rm(AB)

# rm(MCAB)

Fig. 6.2:
plot(Alphaordenado,L51MartaGerlodor,main="",
sub="Priori utilizada: Gama(16;800); Atributo: Odor

xlab="Valores de Alpha 'a priori",
ylab="Valores da Verossimilhanga")

# CODIGO COMPLETO PARA A~DISTRIBUI(;AQ "A POSTERIORI
# PRIORI GAMA(16;800), FUNCAO DE REFERENDIA GAMA(16

# alphaordenado<-scan("Alphaordenado.txt")
# Alphaordenado<-matrix(alphaordenado,ncol=1)

200

Iros

-Gama-erros

" COM
:800):



ANEXO G

# priori<-dgamma(Alphaordenado,shape=16,scale=1/800
# veropri<-L51MartaGerlodor*priori

# Kposteriori<-veropri

# hist(Alphaordenado)

L51MartaGerlodor<-matrix(L51MartaGerlodor,nrow=1000
Alphaveroele2<-chind(Alphaordenado,L51MartaGerlodor

alphaposele2<-numeric(10000)
b<-numeric(100000)
g<-numeric(100000)
u<-numeric(5000)
li<-numeric(100000)
Is<-numeric(100000)
t<-numeric(5000)
j<-numeric(100000)
i<-1

j<-1
b<-L51MartaGerlodor
g<-b/sum(b)
u<-sort(runif(5000,0,1))
li[1]<-0

i<-i+1

while (i<100001) {
li[i]<-li[i-1]+q[i]

i<-i+1

}

Is[1]<-q[1]

j<-j+l

while (j<100001) {
Is[j]<-Is[-1]+q[]]
j<-j+l

}

for (k in 1:5000){
for (Iin 1:100000) {
if (u[k]>[l] & u[K]<Is[]|Ju[k]>i[l] & u[K]>Is]l
t[k]<-bll]

}

}

T<-matrix(t,ncol=1)
write(T,"T.txt")

i=1
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Alphaposele2<-matrix(alphaposele2,ncol=2)

while(i<5000){

T1<-T[i+1,1]
tl<-as.vector(T1)
Alphaverom<-Alphaveroele2[Alphaveroele2|, 2]==t1,]
Alphaverom<-matrix(Alphaverom,ncol=2)
Alphaposele2<-rbind(Alphaposele2,Alphaver om)
i=i+1
}
write(Alphaveroele2,"Alphaveroele2-Marta-odor-Gama. txt")
write(Alphaposele2,"Alphaposele2-Marta-odor-Gama.tx t")

plot(Alphaposele?[,1],Alphaposele?2],2])

hist(Alphaposele2[,1])

# Procedimentos para localizar valores de alpha idé nticos em
# Alphaposele2[,1]:

x<-Alphaposele2[,1]
x<-x[5000:9999]
y<-Alphaposele?[,2]
y<-y[5000:9999]

Alphaveropos<-chind(x,y)

i=1
AVpos<-matrix(Alphaveropos,ncol=2)
z1<-matrix(c(0,0),ncol=2)
z2<-71
Templ<-matrix(AVpos[,1:2],ncol=2)
while(i<5000){
temp2<-Templ[,]==Temp1l]i,1]
Temp2<-matrix(temp2,ncol=2)
Temp3<-Temp2*1
Temp4<-sum(Temp3[,1])
while(Temp4>1){
Temp5<-Templ[Templ[,1]==Temp1l]i,1], ]
Temp5<-matrix(Temp5,ncol=2)
Temp6<-sum(Temp5[,2])
Temp7<-matrix(c(Templ[i,1],Temp6),n col=2)
z1<-rbind(z1,Tempb5)
z2<-rbind(z2,Temp7)

202



ANEXO G

Temp4=0
}
Temp4<-sum(Temp3[,1])
i=i+Temp4

}
z<-z2[2:length(z2[,1]),]

x<-z[,1]
y<-z[,2]
Alphaveropos<-z

# Extracdo dos erros "a posteriori", em funcao dos
# valores obtidos da verossimilhanga "a posteriori*

i=1
Paramvero<-chind(Param,L51egele2)
parampos<-numeric(5000)
Parampos<-matrix(parampos,ncol=4)
while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
paramverom<-Paramvero[Paramvero[,4]==t1,]
Paramverom<-matrix(paramverom,ncol=4)
Parampos<-rbind(Parampos,Paramverom)
i=i+1

mean(x)
[1] 0.01562864

sd(x)
[1] 0.001141586

Fig. 6.3:

hist(x,100,main="",

sub="Experimento Base, Priori: Gama(16;800)",
xlab="Valores de Alpha 'a posteriori™,

ylab="Frequéncia")
curve(dnorm(x,mean=0.01562864,sd=0.001141586)*0.026
add=TRUE,
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col="red")

# Iremos considerar as fragdes de falhas nas amostr as
# utilizadas de forma anéloga ao que foi feito ante S
# de incorporarmos os erros. Usaremos as fracdes de

# falha: 0,1%, 1%, 10%, e 50% e do total das amostr as
# para determinar em quantas semanas, tal fragédo de

# falhas ocorre.

Al<-matrix(rep(0.001,length(Alphaveroposl,1])),ncol =1)
A2<-matrix(rep(0.01,length(Alphaveroposl,1])),ncol= 1)
A3<-matrix(rep(0.1,length(Alphaveropos|,1])),ncol=1 )
Ad<-matrix(rep(0.287682,length(Alphaveropos|,1])),n col=1)
A5<-matrix(rep(0.6931471,length(Alphaveroposl,1])), ncol=1)
Ab<-matrix(rep(1.3862944,length(Alphaveropos|,1])), ncol=1)

Tempoporcentagem1<-Al/Alphaveropos[,1]
Tempoporcentagem2<-A2/Alphaveropos|,1]
Tempoporcentagem3<-A3/Alphaveropos[,1]
Tempoporcentagem4<-A4/Alphaveropos[,1]
Tempoporcentagem5<-A5/Alphaveropos|,1]
Tempoporcentagem6<-A6/Alphaveropos[,1]
Tempoporcentagem<-chind(Tempoporcentagem1, Tempopor centagemz2,

Tempoporcentagem3, Tempoporcentagem4, Tempoporcenta gems,

Tempoporcentageme6)

z<-z2[2:length(z2[,1]),]
x<-z[,1]

y<-z[,2]
Alphaveropos<-z

#1)
x<-Tempoporcentageml
mean(x)

#[1] 0.0643266

sd(x)

#[1] 0.004706379
y<-Tempoporcentagem?2
mean(y)
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# [1] 0.643266

sd(y)

#[1] 0.04706379
v<-Tempoporcentagem3
mean(v)

# [1] 6.43266

sd(v)

#[1] 0.4706379
w<-Tempoporcentagem5
mean(w)

# [1] 44.58779

sd(w)

#[1] 3.262213

Fig. 6.4:

par(mfrow=c(2,2))

hist(Tempoporcentagem[,1],50, main="",

sub="Percentil de Falhas: 0,1%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.0643266,sd=0.004706379)*0.18,0
dd=TRUE,

col="red")

hist(Tempoporcentagem[,2],50, main="",

sub="Percentil de Falhas: 1%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.643266,sd=0.04706379)*1.8,0.50
RUE,

col="red")

hist(Tempoporcentagem[,3],50, main="",

sub="Percentil de Falhas: 10%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=6.43266,sd=0.4706379)*18,5,8,add
col="red")

hist(Tempoporcentagem[,5],50, main="",

sub="Percentil de Falhas: 50%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=44.58779,sd=3.262213)*180,35.0,6
E,

col="red")

par(mfrow=c(1,1))

summary(x)

Min. :0.05407
1st Qu.:0.06059
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Median :0.06418

Mean :0.06433

3rd Qu.:0.06762

Max. :0.07725
quantile(x,c(0.025,0.975))
25% 97.5%
0.05632571 0.07332078

summary(y)

Min. :0.5407

1st Qu.:0.6059

Median :0.6418

Mean :0.6433

3rd Qu.:0.6762

Max. :0.7725
guantile(y,c(0.025,0.975))
25% 97.5%
0.5632571 0.7332078

summary(v)

Min. :5.407

1st Qu.:6.059

Median :6.418

Mean :6.433

3rd Qu.:6.762

Max. :7.725
guantile(v,c(0.025,0.975))
2.5% 97.5%
5.632571 7.332078

summary(w)

Min. :37.48

1st Qu.:42.00

Median :44.49

Mean :44.59

3rd Qu.:46.87

Max. :53.54
quantile(w,c(0.025,0.975))
25% 97.5%

39.04200 50.82208

* * %
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INCORPORACAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizagao com distribigao “a
priori” de Jeffreys

EPERIENCIA REAL DO TRABALHO DE REFERENCIA COM TRATMENTO
BAYESIANO INCORPORANDO ERROS DE CLASSIFICACAO ATEA

PROCEDIMENTO PARA CALCULAR AS DISTRIBUICOES MARGINA IS *“A
POSTERIORI” COM RESPEITO AO PARAMETRO DA DISTRIBUIC AO DA
FUNCAO EXPONENCIAL QUE MODELA O TEMPO DE FALHA DAS AMOSTRAS
DO EXPERIMENTO PROPOSTO DISTRIBUIGAO “A PRIORI” CON JUNTA DE
JEFFREYS COM ERROS UNIFORMES LIMITADOS A 1% DAS AVA LIACOES.

Conforme visto no Capitulo 5, a distribuicdo “eoptide Jeffreys, com a incorporagdo de
erros, é dada por::

pla.e,e)u
1
K t-zN- (C' el)ac(1+2a)(1- a)+ (ez 3 b)a2e2 2
T (ea+c- ac) (e, - e,a+ba)’
H
k 1-a a k 1-a a
N- 2 - N 1_ 2
N Bare o Bsared MY Rare ad T eared
Em que:
a=exp- at )
b=1-¢
c=1-¢e

Os parametros, e e e,sdo independentes uns dos outros.

Utilizaremos como funcgéo de referéncia para gerarosadiferentes parametros, as seguintes
distribuicdes:

a ~U(0,001,05)

e ~U(0001)

e, ~U(0,001)

Os valores de alpha sdo os mesmos obtidos na s#iouknterior com a distribuicdo de
Jeffreys, constante do objeto Alphaordenadol.

207



ANEXOH

#:::::::::::::::::::::::::::::::::::::::::::::::::: ="
# Experimento Marta - ODOR - Jeffreys:
#:::::::::::::::::::::::::::::::::::::::::::::::::: ="
#:::::::::::::::::::::::::::::::::::::::::::::::::: === ———C
# Construcao de uma matriz [100.000x3] onde a prime ira coluna

# serdo valores de alpha ja amostrados nas simulacd es

# anteriores e as colunas 1 e 2 serdo respectivamen te erros

# tipo 1 e tipo 2 amostrados aleatoriamente de uma U(0]0;0,1):
#:::::::::::::::::::::::::::::::::::::::::::::::::: === ———C
Alphaordenadol<-matrix(scan("Alphaordenadol.txt"),n col=1)

Alphaordenadol<-matrix(Alphaordenadol,ncol=1)

# el<-runif(100000,min=0,max=0.01)
# el<-matrix(scan("Erros tipol - 1%.txt"),ncol=1)

# e2<-runif(100000,min=0,max=0.01)
# e2<-matrix(scan("Erros tipo2 - 1%.txt"),ncol=1)

Param<-cbind(Alphaordenadol,el,e2)

# write(Param,"Param-Marta-Jeffreys-erros 1%.txt")

# Obtencéo dos dados de falhas do arquivo de Avalia cOes
# Semanais das amostras em 51 semanas:

AvalsemanalMarta<-read.table("Avalsemanal-
Marta.txt",header=TRUE)

Ni<-AvalsemanalMarta$Ni
Sio<-AvalsemanalMarta$Sio
Sis<-AvalsemanalMarta$Sis
Sia<-AvalsemanalMarta$Sia
Bonsio<-AvalsemanalMarta$Ni-Sio
Bonsis<-AvalsemanalMarta$Ni-Sis
Bonsia<-AvalsemanalMarta$Ni-Sia

Ni<-matrix(Ni,nrow=1)
Sio<-matrix(Sio,nrow=1)
Sis<-matrix(Sis,nrow=1)
Sia<-matrix(Sia,nrow=1)
Bonsio<-matrix(Bonsio,nrow=1)
Bonsis<-matrix(Bonsis,nrow=1)
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Bonsia<-matrix(Bonsia,nrow=1)

taui<-1:51

Taui<-matrix(taui,nrow=1)
DadosMarta<-rbind(Taui,Ni,Sio,Sis,Sia,Bonsio,Bonsis ,Bonsia)

# write(DadosMarta,"DadosMarta.txt")
# DadosMarta<-matrix(scan("DadosMarta.txt"),ncol=51 )

# Obtencéo da matriz Expoente com dimensao [100000x 51]:
# -Alphaordenadol x Taui

#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Obtencéo da matriz Parcelaa com dimensao [100000x 51]:
# ellinha*exp(-alphaxTaui):
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Para multiplicarmos cada linha da coluna de 100.0 00

# linhas da matriz el pelas 51 colunas da matriz

# exp(Expoente), necessitaremos usar o0 seguinte

# algoritmo, j& que as matrizes ndo sao de dimensde S

# compativeis para a multiplicacdo de uma matriz co luna
# [100000x1] por uma de [100000x51].

Expexpoente<-exp(Expoente)

i=1

Parcelaa<-e1*Expexpoente[,1]

while(i<51){
Parcelaam<-e1*Expexpoente[,i+1]
Parcelaa<-cbind(Parcelaa,Parcelaam)
i=i+1

}

# write(Parcelaa,"Parcelaa-Marta-ODOR-Jeffreys-erro S 1%.txt")
# Parcelaa<-matrix(scan("Parcelaa-Marta-ODOR-Jeffre yS-erros
1%.txt"),ncol=51)

# rm(Parcelaam)
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# Obtencéo da matriz Parcelab com dimenséo [100000x
# (1-e2)(1-*exp(-alphaxTaui)):

p<-1-Expexpoente
g<-1-e2

i=1

Parcelab<-g*p[,1]

while(i<51){
Parcelabm<-g*p[,i+1]
Parcelab<-cbind(Parcelab,Parcelabm)
i=i+1

}

# write(Parcelab,"Parcelab-Marta-ODOR-Jeffreys-erro
# rm(Parcelabm)

# Parcelab<-matrix(scan("Parcelab-Marta-ODOR-Jeffre
1%.txt"),ncol=51)

# Obtencéo da matriz Fatorf com dimenséo [100000x51
# el*exp(-alphaxTaui)+(1-e2)(1-*exp(-alphaxTaui)):

Fatorf<-Parcelaa + Parcelab

# write(Fatorf,"Fatorf-Marta-ODOR-Jeffreys-erros 1%
# Fatorf<-matrix(scan("Fatorf-Marta-ODOR-Jeffreys-e
1%.txt"),ncol=51)

# rm(Parcelaa)

# rm(Parcelab)

# Obtencao da matriz A com dimens&o [100000x51]:
# Fatorf:Si:

i=1

A<-(Fatorf[,1])(SIi[,1])

while(i<51){
Am<-(Fatorf[,i+1])*(Sio[,i+1])
A<-cbind(A,Am)
i=i+1
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# write(A,"A-Marta-ODOR-Jeffreys-erros 1%.txt")
# A<-matrix(scan("A-Marta-ODOR-Jeffreys-erros
1%.txt"),ncol=51)

# rm(Fatorf)

# rm(Am)

# Obtengao da matriz Parcelac com dimensé&o [100000x 51]:
# e2(1-exp(-alphaxTaui)):

p<-1-Expexpoente

i=1

Parcelac<-e2*pl[,1]

while(i<51){
Parcelacm<-e2*pl[,i+1]
Parcelac<-cbind(Parcelac,Parcelacm)
i=i+1

}

# write(Parcelac,"Parcelac-Marta-ODOR-Jeffreys-erro S 1%.txt")
# Parcelac<-matrix(scan("Parcelac-Marta-ODOR-Jeffre yS-erros
1%.txt"),ncol=51)

# rm(Parcelacm)

#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Obtencao da matriz Parcelad com dimens&o [100000x 51]:
# (1-el)*(1-exp(-alphaxTaui)):
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===

i=1

Parcelad<-r*Expexpoente[,1]

while(i<51){
Parceladm<-r*Expexpoentel[,i+1]
Parcelad<-cbind(Parcelad,Parceladm)
i=i+1

}

# write(Parcelad,"Parcelad-Marta-ODOR-Jeffreys-erro S 1%.txt")
# Parcelad<-matrix(scan("Parcelad-Marta-ODOR-Jeffre yS-erros
1%.txt"),ncol=51)

# rm(Parceladm)
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# Obtencao da matriz Fatorg com dimenséo [100000x51
# e2*(1-exp(-alphaxTaui))+(1-k1)*exp(-alphaxTaui):

Fatorg<-Parcelac + Parcelad

# write(Fatorg,"Fatorg-Marta-ODOR-Jeffreys-erros 1%
# Fatorg<-matrix(scan("Fatorg-Marta-ODOR-Jeffreys-e
1%.txt"),ncol=51)

# rm(Parcelac)

# rm(Parcelad)

# Obtencéo da matriz B com dimensao [100000x51]:
# Fatorg”™(Ni-Si):

i=1

B<-(Fatorg[,1])*(Bonsio[,1])

while(i<51){
Bm<-(Fatorg[,i+1])*(Bonsio[,i+1])
B<-cbind(B,Bm)
i=i+1

}

# write(B,"B-Marta-ODOR-Jeffreys-erros 1%.txt")
# B<-matrix(scan("B-Marta-ODOR-Jeffreys-erros
1%.txt"),ncol=51)

# rm(Fatorg)

# rm(Bm)

# Obtencéo da matriz AB (multiplicacdo das colunas
# pelas colunas respectivas de B)com dimenséao [1000

AB<-A*B

# write(AB,"AB-Marta-ODOR-Jeffreys-erros 1%.txt")
# AB<-matrix(scan("AB-Marta-ODOR-Jeffreys-erros
1%.txt"),ncol=51)

#rm(A)

#rm(B)

# Obtencéo da matriz MCAB (multiplicagéo das coluna
# com dimenséo [100000x1]:
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i=1

MCAB<-matrix(AB[,1]*AB[,2],ncol=1)

while(i<50){
MCAB<-matrix(MCAB*AB[,i+2],ncol=1)
i=i+1

}
MCAB<-matrix(MCAB,ncol=1)

# L51eljele2odor<-MCAB

# write(L51eljele2odor,"L51eljele2odor-Marta-Jeffre
1%.txt")

# L51eljele2odor<-matrix(scan("L51leljele2odor-Marta
erros 1%.txt"),ncol=1)

# write(MCAB,"MCAB-Marta-odor-Jeffreys-erros 1%.txt
# rm(AB)

#rm(MCAB)

Fig. 6.5a:
plot(Alphaordenadol,L51eljele2odor,main="",
sub="Erros até 1% - PriOri a utilizar: JEFFREYS; At
ODOR",

xlab="Valores de Alpha 'a priori",

ylab="Valores da Verossimilhanca")

Fig. 6.5:
plot(Alphaordenado1[1:10000],L51eljele20dor[1:10000
sub="Erros até 1% - PriOri a utilizar: JEFFREYS; At
ODOR",

xlab="Valores de Alpha 'a priori",

ylab="Valores da Verossimilhanca")

# Determinacao da distribuicdo de Jeffreys “a prior
# conjunta, em relagédo aos parametros alpha, el e e

Conforme mostrado, temos para a distribuicdo decyst
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pa.e.e)n
M1 %
X b1 b2
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al a2 al a2
T V] \% w
Y z
#:::::::::::::::::::::::::::::::::::::::::::::::::: =T
# Abaixo implementaremos cada uma das parcelas e fa tores
# indicados acima:
#:::::::::::::::::::::::::::::::::::::::::::::::::: =T
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Obtencao da matriz Expoente com dimenséo [100000x 51]:
# -Alphaordenado x Taui
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
Expoente<--Alphaordenadol1%*%Taui
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===

# CODIGO COMPLETO PARA DETERMINAR A DISTRIBAUIQAO
#"A PRIORI DE JEFFREYS" COM FUNCAO DE REFERENCIA

# U(0,001;0,5) e erros uniformes segundo uma U(0;0, 1):
#:::::::::::::::::::::::::::::::::::::::::::::::::: ====
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Obtencgéo dos valores de a [100000x51], b [100000x 1]

# e ¢ [100000x1]:
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
a<-exp(Expoente)

b<-1-el

c<-1-e2
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#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo de al com dimenséo [100000x51]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
al<-(el*a[,1]+c-a[,1]*c)"2
while(i<51){

alm<-(el*al,i+1]+c-a[,i+1]*c)"2

al<-cbind(al,alm)

i=i+1
}

# write(al,"al-Marta-ODOR-Jeffreys-erros 1%.txt")
# rm(alm)

#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo de a2 com dimenséo [100000x51]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
az2<-(e2-e2*a[,1]+b*(a[,1]))"2
while(i<51){

az2me<-(e2-e2*a[,i+1]+b*(a[,i+1]))"2

a2<-chind(a2,a2m)

i=i+1
}

# write(a2,"a2-Marta-ODOR-Jeffreys-erros 1%.txt")
# rm(a2m)

i=1

bl<-(c-el)*(a[,1]*c)*(1+2*a[,1])*(1-a[,1])

while(i<51){
blm<-(c-el)*(a[,i+1]*c)*(1+2*a[,i+1])*(1-a[,i+1]
bl<-chind(b1,b1m)
i=i+1

}

# write(b1,"b1-Marta-ODOR-Jeffreys-erros 1%.txt")
# rm(b1m)

215



ANEXOH

R<-bl/al

# write(R,"R-Marta-ODOR-Jeffreys-erros 1%.txt")
#rm(bl)

i=1

b2<-(e2-b)*((a[,1])"2)*e2

while(i<51){
b2m<-(e2-b)*((a[,i+1])"2)*e2
b2<-cbind(b2,b2m)
i=i+1

}

# write(b2,"b2-Marta-ODOR-Jeffreys-erros 1%.txt")
# rm(b2m)

S<-b2/a2

# write(S,"S-Marta-ODOR-Jeffreys-erros 1%.txt")
#rm(b2)

i=1

RmaisS<-R+S

Xb<-RmaisS[,1]

while(i<51){
Xbm<-RmaisS[,i+1]
Xb<-chind(Xb,Xbm)
i=i+1
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# rm(RmaisS)
# rm(Xbm)
#rm(R)
#rm(S)

i=1

X<-Xa[1,i]*Xbl[,i]

while(i<51){
Xm<-Xa[1,i+1]*Xb[,i+1]
X<-chind(X,Xm)
i=i+1

}

# write(X,"X-Marta-ODOR-Jeffreys-erros 1%.txt")
# rm(Xm)
# rm(Xa)
# rm(Xb)

i=1

M1<-X[,1]+X[,2]

while(i<50){
M1m<-X[,i+1]+X[,i+2]
M1<-M1+M1m
i=i+1

}

M1<-matrix(M1,ncol=1)

# write(M1,"M1-Marta-ODOR-Jeffreys-erros 1%.txt")
# rm(X)
#rm(M1m)

i=1

cl<-(1-a[,1])

while(i<51){
clm<-(1-al,i+1])
cl<-cbind(cl,c1m)
i=i+1
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# write(cl,"c1l-Marta-ODOR-Jeffreys-erros 1%.txt")
# rm(clm)

T<-cl/al

# write(T,"T-Marta-ODOR-Jeffreys-erros 1%.txt")

#:::::::::::::::::::::::::::::::::::::::::::::
i=1
Mi<-rbind(Ni,Ni,Ni,Ni,Ni)
while(i<11){
Mi<-rbind(Mi,Mi)
i=i+1
}

Mi<-rbind(Mi, Mi)
Mi<-rbind(Mi, Mi)
Mi<-rbind(Mi, Mi)
Mi<-rbind(Mi, Mi)
Mi<-rbind(Mi, Mi)
Mi<-Mi[1:100000,]

Ya<-((a)"2)*Mi

Yb<-T+U

Y<-Ya*Yb
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#rm(Ya)
# rm(Yb)
#rm(T)
# rm(U)

# write(Y,"Y-Marta-ODOR-Jeffreys-erros 1%.txt")

#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo de M2 com dimensé&o [100000x1]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
M2<-Y[,1]+Y[,2]
while(i<50){

M2m<-Y[,i+1]+Y[,i+2]

M2<-M2+M2m

i=i+1
}

M2<-matrix(M2,ncol=1)
# write(M2,"M2-Marta-ODOR-Jeffreys-erros 1%.txt")

#rm(Y)
#rm(M2m)

V<-cl/al

# write(V,"V-Marta-ODOR-Jeffreys-erros 1%.txt")
#rm(al)
#rm(cl)

#rm(a2)

Za<-((1-a)"2)*Mi
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Zb<-V+W
Z<-Za*Zb

# write(Z,"Z-Marta-ODOR-Jeffreys-erros 1%.txt")
#rm(V)

#rm(W)

# rm(Za)

# rm(Zb)

i=1

M3<-Z[,1]+Z][,2]

while(i<50){
M3m<-Z[,i+1]+Z[,i+2]
M3<-M3+M3m
i=i+1

}

M3<-matrix(M3,ncol=1)

# write(M3,"M3-Marta-ODOR-Jeffreys-erros 1%.txt")
#rm(2)
#rm(M3m)

# Obtencéo da distribuicédo de Jeffreys com dimenséo
# [100000x1]

JeffreysODOR<-(M1*M2*M3)*(1/2)

JLODOR<-(M1)*(1/2)
J20DOR<-(M2)7(1/2)
J30DOR<-(M3)(1/2)

# write(JeffreysODOR,"Jeffreys-Marta-ODOR-erros 1%.
# write(J1-ODOR,"J1-Marta-ODOR-Jeffreys-erros 1%.tx
# write(J2-ODOR,"J2-Marta-ODOR-Jeffreys-erros 1%.tx
# write(J3-ODOR,"J3-Marta-ODOR-Jeffreys-erros 1%.tx
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# J1IODOR<-matrix(scan("J1-Marta-ODOR-Jeffreys-erros
1%.txt"),ncol=1)
# J20DOR<-matrix(scan("J2-Marta-ODOR-Jeffreys-erros
1%.txt"),ncol=1)
# J30ODOR<-matrix(scan("J3-Marta-ODOR-Jeffreys-erros
1%.txt"),ncol=1)

Fig. 6.5:

plot(Alphaordenadol,JeffreysODOR,main="",

sub="Erros até 1%",

xlab="Valores de Alpha 'a priori",

ylab="Valores Marginais da dist. ‘a priori' de Jeff reys -
ODOR")

# CODIGO COMPLETO PARA ANDISTRIBUI(;AQ "A POSTERIORI " COM
# PRIORI DE JEFFREYS, FUNCAO DE REFERENDIA U(0,001; 0,5):

L51eljele2odor<-matrix(L51leljele2odor,nrow=100000,n col=1)
# Alphaveroele2<-chind(Alphaordenadol,L51eljele2)
Priori<-JeffreysODOR

veropri<-L51eljele2odor*Priori

h<-veropri

H<-matrix(h,ncol=1)

g<-dunif(Alphaordenadol,min=0.001,max=0.5)

G<-matrix(g,ncol=1)

w<-h/g

W<-matrix(w,ncol=1)
# write(W,"W-Marta-ODOR-Jeffreys-erros 1%.txt")

# Alphavero<-cbind(Alphaordenadol,L51eljele2odor)
# write(Alphavero,"Alphavero-Marta-ODOR-Jeffreys—er ros
1%.txt")

# AlphaW<-cbind(Alphaordenadol,W)
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# write(AlphaW,"AlphaW-Marta-ODOR-Jeffreys-erros 1%

AlphapriLW<-chind(Param,Priori,L51eljele2odor,W)
#Col. 1=alpha

#Col. 2=el

#Col. 3=e2

#Col. 4=Jeffreys

#Col. 5=L51eljele2o0dor

#Col. 6=W

# write(AlphapriLW,"AlphapriLW-Marta-ODOR-Jeffreys-
1%.txt")

AlphaposLW<-numeric(30000)
b<-numeric(100000)
g<-numeric(100000)
u<-numeric(5000)
li<-numeric(100000)
Is<-numeric(100000)
t<-numeric(5000)
j<-numeric(100000)
i<-1

j<1

b<-w

g<-b/sum(b)
u<-sort(runif(5000,0,1))
li[1]<-0

i<-i+1

while (i<100001) {
li[i]<-li[i-1]+q[i]

i<-i+1

}

Is[1]<-q[1]

j<-j+l

while (j<100001) {
Is[j]<-Is[-1]+q[]]
j<-j+l

}

for (k in 1:5000){
for (Iin 1:100000) {
if (u[k]>[l] & u[K]<Is[]|Ju[k]>i[l] & u[K]>Is]l
t[k]<-bll]

}

}

T<-matrix(t,ncol=1)
write(T,"T-Marta-ODOR-Jeffreys-erros 1%.txt")
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i=1
AlphaposLW<-numeric(30000)
AlphaposLW<-matrix(AlphaposLW,ncol=6)
AlphaposLW<-AlphaposLW[4999,]
while(i<5000){

T1<-T[i+1,1]

tl<-as.vector(T1)

AlphaposLWm<-AlphapriLW[AlphapriLW[,6]==t
AlphaposLWm<-matrix(AlphaposLWm,ncol=6)
AlphaposLW<-rbind(AlphaposLW,AlphaposLWm)

i=i+1

}

# write(AlphaposLW,"AlphaposLW.txt")
plot(AlphaposLW/[,1],AlphaposLWI,5])

hist(AlphaposLWI[,1])

# Procedimentos para localizar valores de alpha idé
# Alphaposele2[,1]:

x<-AlphaposLW[,1]
y<-AlphaposLW][,2]

Alphaveropos<-chind(x,y)

i=1
AVpos<-matrix(Alphaveropos,ncol=2)
z1<-matrix(c(0,0),ncol=2)
z2<-71
Templ<-matrix(AVpos[,1:2],ncol=2)
while(i<5000){
temp2<-Templ[,]==Templ[i,1]
Temp2<-matrix(temp2,ncol=2)
Temp3<-Temp2*1
Temp4<-sum(Temp3[,1])
while(Temp4>1){
Temp5<-Templ[Templ[,1]==Temp1l]i,1],
Temp5<-matrix(Temp5,ncol=2)
Temp6<-sum(Temp5[,2])
Temp7<-matrix(c(Templ[i,1],Temp6),n
z1<-rbind(z1,Tempb5)
z2<-rbind(z2,Temp7)
Temp4=0

223

1]

col=2)



ANEXOH

Temp4<-sum(Temp3[,1])
i=i+Temp4

}

z<-z2[2:length(z2[,1]),]

x<-z[,1]
y<-z[,2]
Alphaveropos<-z

# Extragéo dos erros "a posteriori", em funcéo dos
# valores obtidos da verossimilhanca "a posteriori*

i=1
Paramvero<-chind(Param,L51egele2)
parampos<-numeric(5000)
Parampos<-matrix(parampos,ncol=4)
while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
paramverom<-Paramvero[Paramvero[,4]==t1,]
Paramverom<-matrix(paramverom,ncol=4)
Parampos<-rbind(Parampos,Paramverom)
i=i+1

mean(x)
[1] 0.01543846

sd(x)
[1] 0.001721522

Fig. 6.7:

hist(x,80,main="",

sub="Experimento Base - ODOR, Priori: Jeffreys, Err
xlab="Valores de Alpha 'a posteriori",ylab="Frequé
curve(dnorm(x,mean=0.01543846,sd=0.001721522)*0.11,
dd=TRUE,col="red")

summary(x)

Min. 1st Qu. Median Mean 3rd Qu. Max.
0.01140 0.01403 0.01546 0.01544 0.01679 0.01965

224

0s 1%",
ncia")
0.01,0.05,a



ANEXOH

Al<-matrix(rep(0.001,length(x)),ncol=1)
A2<-matrix(rep(0.01,length(x)),ncol=1)
A3<-matrix(rep(0.1,length(x)),ncol=1)

# Ad<-matrix(rep(0.287682,length(x)),ncol=1)
A5<-matrix(rep(0.6931471,length(x)),ncol=1)
# A6<-matrix(rep(1.3862944,length(x)),ncol=1)
Tempoporcentagem1<-Al/x
Tempoporcentagem2<-A2/x
Tempoporcentagem3<-A3/x
Tempoporcentagem5<-A5/x
Tempoporcentagem<-cbhind(Tempoporcentageml, Tempopor centagemz2,
Tempoporcentagema3,

Tempoporcentagemb)

x<-Tempoporcentageml
y<-Tempoporcentagem?2
v<-Tempoporcentagem3
w<-Tempoporcentagem5

# 1)

mean(x)

# [1] 0.06559201
sd(x)

#[1] 0.007400278

#2)
mean(y)
#[1] 0.6559201

sd(y)
#[1] 0.07400278

#3)

mean(v)

# [1] 6.559201
sd(v)

# [1] 0.7400278

#4)
mean(w)
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# [1] 45.46491
sd(w)
#[1] 5.129481

Fig. 6.8:

par(mfrow=c(2,2))

hist(x,50,main="",

sub="Percentil de falhas 'a posteriori' de 0,1%",
xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.06559201,sd=0.007400278)*0.9,0
d=TRUE,col="red")

hist(y,50,main="",

sub="Percentil de falhas 'a posteriori' de 1%",
xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.6559201,sd=0.07400278)*9,0.2,0
,col="red")

hist(v,50,main="",

sub="Percentil de falhas 'a posteriori' de 10%",
xlab="Tempos de Falha em Semanas — Erros:
1%",ylab="Frequéncia")
curve(dnorm(x,mean=6.559201,sd=0.7400278)*90,2.0,9.
col="red")

hist(w,50,main="",

sub="Percentil de falhas 'a posteriori' de 50%",
xlab="Tempos de Falha em Semanas",ylab="Frequéncia"
curve(dnorm(x,mean=45.46491,sd=5.129481)*470,14.0,7
E,col="red")

par(mfrow=c(1,1))

1)
summary(x)
Min. :0.05090

1st Qu.:0.05957
Median :0.06467
Mean :0.06559
3rd Qu.:0.07126
Max. :0.08774

quantile(x,c(0.025,0.975))
25% 97.5%
0.05385662 0.07984019

2)
summary(y)
Min. :0.5090

1st Qu.:0.5957
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Median :0.6467
Mean :0.6559
3rd Qu.:0.7126
Max. :0.8774

quantile(y,c(0.025,0.975))
25% 97.5%
0.5385662 0.7984019

3)
summary(v)
Min. :5.090
1st Qu.:5.957
Median :6.467
Mean :6.559
3rd Qu.:7.126
Max. :8.774

quantile(x,c(0.025,0.975))
25% 97.5%
5.385662 7.984019

4)
summary(w)
Min. :35.28
1st Qu.:41.29
Median :44.83
Mean :45.46
3rd Qu.:49.39
Max. :60.81

guantile(w,c(0.025,0.975))
2.5% 97.5%
37.33056 55.34100

* * %
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INCORPORAGCAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizagao com distribigao “a
priori” Gama(16;800)

UTILIZACAO DE DADOS REAIS DO EXPERIMENTO BASE

ATRIBUTO SABOR

Alphaordenado<-matrix(scan("Alphaordenado.txt"),nco I=1)
Alphaordenado<-matrix(Alphaordenado,ncol=1)

# el<-runif(100000,min=0,max=0.01)
# el<-scan("Erros tipol - 1%.txt")
# el<-matrix(el,ncol=1)

# e2<-runif(100000,min=0,max=0.01)
# e2<-scan("Erros tipo2 - 1%.txt")
# e2<-matrix(e2,ncol=1)

Param<-cbind(Alphaordenado,el,e2)

# Obtencéo dos dados de falhas do arquivo de Avalia cOes
# Semanais das amostras em 51 semanas:

AvalsemanalMarta<-read.table("Avalsemanal-
Marta.txt",header=TRUE)
Ni<-AvalsemanalMarta$Ni
Sis<-AvalsemanalMarta$Sis
Bonsis<-AvalsemanalMarta$Ni-Sis
Ni<-matrix(Ni,nrow=1)
Sis<-matrix(Sis,nrow=1)

Bonsis<-matrix(Bonsis,nrow=1)

taui<-1:51
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Taui<-matrix(taui,nrow=1)

# Obtencao da matriz Expoente com dimens&o [100000x
# -Alphaordenado x Taui

# Obtencéo da matriz Parcelaa com dimensao [100000x
# ellinha*exp(-alphaxTaui):

# Para multiplicarmos cada linha da coluna de 100.0
# linhas da matriz el pelas 51 colunas da matriz

# exp(Expoente), necessitaremos usar o0 seguinte

# algoritmo, ja que as matrizes ndo sédo de dimensée
# compativeis para a multiplicagdo de uma matriz co
# [100000x1] por uma de [100000x51].

Expexpoente<-exp(Expoente)

i=1

Parcelaa<-e1*Expexpoente[,1]

while(i<51){
Parcelaam<-el*Expexpoente],i+1]
Parcelaa<-cbind(Parcelaa,Parcelaam)
i=i+1

}

# write(Parcelaa,"Parcelaa-Marta-Gama-erros 1%.txt"

luna

)

# Parcelaa<-matrix(scan("Parcelaa-Marta-Gama-erros

1%.txt"),ncol=51)
# rm(Parcelaam)

# Obtencao da matriz Parcelab com dimens&o [100000x
# (1-e2)(1-*exp(-alphaxTaui)):

p<-1-Expexpoente
g<-1l-e2
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i=1
Parcelab<-g*p[,1]
while(i<51){
Parcelabm<-g*p[,i+1]
Parcelab<-cbind(Parcelab,Parcelabm)
i=i+1
}
# write(Parcelab,"Parcelab-Marta-Gama-erros 1%.txt" )
# rm(Parcelabm)
# Parcelab<-matrix(scan("Parcelab-Marta-Gama-erros

1%.txt"),ncol=51)

#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Obtencéo da matriz Fatorf com dimenséo [100000x51 ]:

# el*exp(-alphaxTaui)+(1-e2)(1-*exp(-alphaxTaui)):
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===

Fatorf<-Parcelaa + Parcelab

# write(Fatorf,"Fatorf-Marta-Gama-erros 1%.txt")

# Fatorf<-matrix(scan("Fatorf-Marta-Gama-erros
1%.txt"),ncol=51)

# rm(Parcelaa)

# rm(Parcelab)

# Obtencéo da matriz A com dimens&o [100000x51]:
# FatorfrSio:

i=1
A<-(Fatorf[,1])(Sis[,1])
while(i<51){
Am<-(Fatorf[,i+1])(Sis[,i+1])
A<-cbind(A,Am)
i=i+1
}
# write(A,"A-Marta-Gama-erros 1%.txt")
# A<-matrix(scan("A-Marta-Gama-erros 1%.txt"),ncol= 51)

# rm(Fatorf)
# rm(Am)

# Obtengao da matriz Parcelac com dimensé&o [100000x 51]:
# e2(1-exp(-alphaxTaui)):
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p<-1-Expexpoente

i=1

Parcelac<-e2*p[,1]

while(i<51){
Parcelacm<-e2*p[,i+1]
Parcelac<-cbind(Parcelac,Parcelacm)
i=i+1

}

# write(Parcelac,"Parcelac-Marta-Gama-erros 1%.txt" )
# Parcelac<-matrix(scan("Parcelac-Marta-Gama-erros
1%.txt"),ncol=51)

# rm(Parcelacm)

# Obtencéo da matriz Parcelad com dimenséo [100000x 51]:
# (1-el)*(1-exp(-alphaxTaui)):

i=1

Parcelad<-r*Expexpoente[,1]

while(i<51){
Parceladm<-r*Expexpoente[,i+1]
Parcelad<-cbind(Parcelad,Parceladm)
i=i+1

}

# write(Parcelad,"Parcelad-Marta-Gama-erros 1%.txt" )
# Parcelad<-matrix(scan("Parcelad-Marta-Gama-erros
1%.txt"),ncol=51)

# rm(Parceladm)

# Obtencao da matriz Fatorg com dimenséo [100000x51 I
# e2*(1-exp(-alphaxTaui))+(1-k1)*exp(-alphaxTaui):

Fatorg<-Parcelac + Parcelad

# write(Fatorg,"Fatorg-Marta-Gama-erros 1%.txt")

# Fatorg<-matrix(scan("Fatorg-Marta-Gama-erros
1%.txt"),ncol=51)

# rm(Parcelac)

# rm(Parcelad)
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# Obtencéo da matriz B com dimensao [100000x51]:
# Fatorg”™(Ni-Si):

i=1

B<-(Fatorg[,1])(Bonsis[,1])

while(i<51){
Bm<-(Fatorg[,i+1])(Bonsis[,i+1])
B<-cbind(B,Bm)
i=i+1

# write(B,"B-Marta-Gama-erros 1%.txt")

# B<-matrix(scan('B-Marta-Gama-erros 1%.txt"),ncol=
# rm(Fatorg)

#rm(Bm)

# Obtencéo da matriz AB (multiplicagdo das colunas
# pelas colunas respectivas de B)com dimenséo [1000

AB<-A*B

# write(AB,"AB-Marta-Gama-erros 1%.txt")

# AB<-matrix(scan("AB-Marta-Gama-erros 1%.txt"),nco
#rm(A)

#rm(B)

# Obtencéo da matriz MCAB (multiplicagcéo das coluna
# com dimenséo [100000x1]:

i=1

MCAB<-matrix(AB[,1]*AB[,2],ncol=1)

while(i<50){
MCAB<-matrix(MCAB*AB[,i+2],ncol=1)
i=i+1

}
MCAB<-matrix(MCAB,ncol=1)

# L51MartaGerlsabor<-MCAB
# Lalpha51<-matrix(scan("LALPHA51.txt"),ncol=1)
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# write(L51MartaGerlsabor,"L51MartaGerlsabor-Marta- Gama-erros
1%.txt")
# L51MartaGerl<-matrix(scan('L51MartaGerlsabor-Mart a-Gama-

erros 1%.txt"),ncol=1)

# write(MCAB,"MCAB-Marta-SABOR-Gama-erros 1%.txt")
# rm(AB)

#rm(MCAB)

Fig. 6.9:

plot(Alphaordenado,L51MartaGerlsabor,main="",

sub="Priori utilizada: Gama(16;800); Atributo: SABO R",
xlab="Valores de Alpha 'a priori",

ylab="Valores da Verossimilhanga")

# CODIGO COMPLETO PARA A DISTRIBUIGAO "A POSTERIORI " COM
# PRIORI GAMA(16:800), FUNCAO DE REFERENDIA GAMA(16  ;800):

# alphaordenado<-scan("Alphaordenado.txt")
# Alphaordenado<-matrix(alphaordenado,ncol=1)

# priori<-dgamma(Alphaordenado,shape=16,scale=1/800 )
# veropri<-L51MartaGerlsabor*priori

# Kposteriori<-veropri

# hist(Alphaordenado)

L51MartaGerlsabor<-
matrix(L51MartaGerlsabor,nrow=100000,ncol=1)
Alphaveroele2<-chind(Alphaordenado,L51MartaGerlsabo r

alphaposele2<-numeric(10000)
b<-numeric(100000)
g<-numeric(100000)
u<-numeric(5000)
lix-numeric(100000)
Is<-numeric(100000)
t<-numeric(5000)
j<-numeric(100000)

i<-1
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j<1
b<-L51MartaGerlsabor
g<-b/sum(b)
u<-sort(runif(5000,0,1))
li[1]<-0

i<-i+1

while (i<100001) {
li[i]<-li[i-1]+q[i]

i<-i+1

}

Is[1]<-q[1]

j<-j+1

while (j<100001) {
Is[j]<-Is[j-1]+q[]]
j<-j+1

}

for (k in 1:5000){
for (Iin 1:100000) {
if (u[k]>i[l] & u[K]<Is[]|Ju[k]>i[l] & u[K]>Is]I
t[k]<-b[l]

}

}

T<-matrix(t,ncol=1)
write(T,"T.txt")

i=1

Alphaposele2<-matrix(alphaposele2,ncol=2)

while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
Alphaverom<-Alphaveroele2[Alphaveroele?],
Alphaverom<-matrix(Alphaverom,ncol=2)
Alphaposele2<-rbind(Alphaposele2,Alphaver
i=i+1

}

write(Alphaveroele2,"Alphaveroele2-Marta-sabor-Gama
write(Alphaposele2,"Alphaposele2-Marta-sabor-Gama.t

plot(Alphaposele2[,1],Alphaposele2[,2])

hist(Alphaposele2][,1])

# Procedimentos para localizar valores de alpha idé
# Alphaposele?2[,1]:
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x<-Alphaposele2[,1]
X<-X[5000:9999]
y<-Alphaposele2[,2]
y<-y[5000:9999]

Alphaveropos<-chind(x,y)

i=1
AVpos<-matrix(Alphaveropos,ncol=2)
z1<-matrix(c(0,0),ncol=2)
z2<-71
Templ<-matrix(AVpos[,1:2],ncol=2)
while(i<5000){
temp2<-Templ[,]==Templ[i,1]
Temp2<-matrix(temp2,ncol=2)
Temp3<-Temp2*1
Temp4<-sum(Temp3[,1])
while(Temp4>1){
Temp5<-Templ[Templ[,1]==Temp1l]i,1],
Temp5<-matrix(Temp5,ncol=2)
Temp6<-sum(Temp5[,2])
Temp7<-matrix(c(Templ[i,1], Temp6),n
z1<-rbind(z1,Tempb5)
z2<-rbind(z2,Temp7)
Temp4=0
}
Temp4<-sum(Temp3[,1])
i=i+Temp4

}
z<-z2[2:length(z2[,1]),]

x<-z[,1]
y<-z[.2]
Alphaveropos<-z

# Extracéo dos erros "a posteriori", em funcéo dos
# valores obtidos da verossimilhanga "a posteriori*

i=1
Paramvero<-cbind(Param,L51egele2sabor)
parampos<-numeric(5000)
Parampos<-matrix(parampos,ncol=4)
while(i<5000){

T1<-T[i+1,1]

tl<-as.vector(T1)
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paramverom<-Paramvero[Paramvero[,4]==t1,]
Paramverom<-matrix(paramverom,ncol=4)
Parampos<-rbind(Parampos,Paramverom)
i=i+1

mean(x)
[1] 0.0164468

sd(x)
[1] 0.001284087

# Fig. 6.10:

hist(x,40,main="",

sub="Experimento Base, Priori: Gama(16;800)",
xlab="Valores de Alpha 'a posteriori™,
ylab="Frequéncia")

curve(dnorm(x,mean=0.0164468,sd=0.001284087)*0.055,

dd=TRUE,col="red")

# Iremos considerar as fragdes de falhas nas amostr
# utilizadas de forma analoga ao que foi feito ante

# de incorporarmos os erros. Usaremos as fragdes de
# falha: 0,1%, 1%, 10%, e 50% e do total das amostr
# para determinar em quantas semanas, tal fragédo de
# falhas ocorre.

Al<-matrix(rep(0.001,length(Alphaveroposl,1])),ncol
A2<-matrix(rep(0.01,length(Alphaveroposl,1])),ncol=
A3<-matrix(rep(0.1,length(Alphaveroposl,1])),ncol=1
# Ad<-matrix(rep(0.287682,length(Alphaveropos|,1]))
A5<-matrix(rep(0.6931471,length(Alphaveropos|,1])),
# A6<-matrix(rep(1.3862944,length(Alphaveropos|,1])
Tempoporcentagem1<-Al/Alphaveropos[,1]
Tempoporcentagem2<-A2/Alphaveropos[,1]
Tempoporcentagem3<-A3/Alphaveropos|,1]

# Tempoporcentagem4<-A4/Alphaveropos[,1]
Tempoporcentagem5<-A5/Alphaveropos[,1]

# Tempoporcentagem6<-A6/Alphaveropos|,1]
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Tempoporcentagem<-chind(Tempoporcentageml1, Tempopor centagemz2,
Tempoporcentagema3,

Tempoporcentagemb)

z<-z2[2:length(z2[,1]),]
x<-z[,1]

y<-Z[,2]
Alphaveropos<-z

x<-Tempoporcentageml
y<-Tempoporcentagem?2
v<-Tempoporcentagems3
w<-Tempoporcentagem5

#1)

mean(x)

#[1] 0.0611708
sd(x)

#[1] 0.004762412
mean(y)

#[1] 0.611708
sd(y)

#[1] 0.04762412
mean(v)

#[1] 6.11708
sd(v)

#[1] 0.4762412
mean(w)

# [1] 42.40037
sd(w)

# [1] 3.301052

Fig. 6.11:

par(mfrow=c(2,2))
hist(Tempoporcentagem[,1],50, main="",
sub="Percentil de Falhas: 0,1%",
xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.0611708,sd=0.004762412)*0.16,0 .050,0.08,a
dd=TRUE,

col="red")
hist(Tempoporcentagem[,2],50, main="",
sub="Percentil de Falhas: 1%",
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xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.611708,sd=0.04762412)*1.6,0.50
RUE,

col="red")

hist(Tempoporcentagem[,3],50, main="",

sub="Percentil de Falhas: 10%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=6.11708,sd=0.4762412)*16,5,8,add
col="red")

hist(Tempoporcentagem[,4],50, main="",

sub="Percentil de Falhas: 50%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=42.40037,sd=3.301052)*150,35.0,6
E,

col="red")

par(mfrow=c(1,1))

summary(x)
Min. :0.05031
1st Qu.:0.05749
Median :0.06109
Mean :0.06117
3rd Qu.:0.06447
Max. :0.07600

quantile(x,c(0.025,0.975))
25% 97.5%
0.05220129 0.07039745

summary(y)
Min. :0.5031
1st Qu.:0.5749
Median :0.6109
Mean :0.6117
3rd Qu.:0.6447
Max. :0.7600

quantile(y,c(0.025,0.975))
25% 97.5%
0.5220129 0.7039745

summary(v)
Min. :5.031
1st Qu.:5.749
Median :6.109
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Mean :6.117
3rd Qu.:6.447
Max. :7.600

quantile(v,c(0.025,0.975))
25% 97.5%
5.220129 7.039745

summary(w)

Min. :34.87

1st Qu.:39.85
Median :42.35
Mean :42.40
3rd Qu.:44.69
Max. :52.68

guantile(w,c(0.025,0.975))
25% 97.5%
36.18317 48.79579

* * %
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INCORPORACAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizagao com distribigao “a

priori” de Jeffreys

EPERIENCIA REAL DO TRABALHO DE REFERENCIA COM TRATMENTO
BAYESIANO INCORPORANDO ERROS DE CLASSIFICACAO ATEA

ATRIBUTO SABOR

# Construcao de uma matriz [100.000x3] onde a prime
# serdo valores de alpha ja amostrados nas simula¢d
# anteriores e as colunas 1 e 2 serdo respectivamen

# tipo 1 e tipo 2 amostrados aleatoriamente de uma

Alphaordenadol<-matrix(scan("Alphaordenadol.txt"),n
Alphaordenadol<-matrix(Alphaordenadol,ncol=1)

# el<-runif(100000,min=0,max=0.01)
# el<-matrix(scan("Erros tipol - 1%.txt"),ncol=1)

# e2<-runif(100000,min=0,max=0.01)
# e2<-matrix(scan("Erros tipo2 - 1%.txt"),ncol=1)

Param<-cbind(Alphaordenadol,el,e2)

# write(Param,"Param-Marta-Jeffreys-erros 1%.txt")

# Obtencéo dos dados de falhas do arquivo de Avalia
# Semanais das amostras em 51 semanas:

AvalsemanalMarta<-read.table("Avalsemanal-
Marta.txt",header=TRUE)

Ni<-AvalsemanalMarta$Ni
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Sis<-AvalsemanalMarta$Sis
Bonsis<-AvalsemanalMarta$Ni-Sis

Ni<-matrix(Ni,nrow=1)
Sis<-matrix(Sis,nrow=1)
Bonsis<-matrix(Bonsis,nrow=1)
taui<-1:51
Taui<-matrix(taui,nrow=1)

DadosMarta<-rbind(Taui,Ni,Sio,Sis,Sia,Bonsio,Bonsis ,Bonsia)

# write(DadosMarta,"DadosMarta.txt")
# DadosMarta<-matrix(scan("DadosMarta.txt"),ncol=51 )

# Obtencao da matriz Expoente com dimens&o [100000x 51]:
# -Alphaordenadol x Taui

#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Obtencao da matriz Parcelaa com dimens&o [100000x 51]:
# ellinha*exp(-alphaxTaui):
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Para multiplicarmos cada linha da coluna de 100.0 00

# linhas da matriz el pelas 51 colunas da matriz

# exp(Expoente), necessitaremos usar o0 seguinte

# algoritmo, j& que as matrizes ndo sao de dimensde S

# compativeis para a multiplicagdo de uma matriz co luna
# [100000x1] por uma de [100000x51].

Expexpoente<-exp(Expoente)

i=1

Parcelaa<-e1*Expexpoente[,1]

while(i<51){
Parcelaam<-el*Expexpoente],i+1]
Parcelaa<-cbhind(Parcelaa,Parcelaam)
i=i+1
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# write(Parcelaa,"Parcelaa-Marta-SABOR-Jeffreys-err
# Parcelaa<-matrix(scan("Parcelaa-Marta-SABOR-Jeffr
1%.txt"),ncol=51)

# rm(Parcelaam)

# Obtencao da matriz Parcelab com dimens&o [100000x
# (1-e2)(1-*exp(-alphaxTaui)):

p<-1-Expexpoente
g<-1l-e2

i=1

Parcelab<-g*p[,1]

while(i<51){
Parcelabm<-g*p[,i+1]
Parcelab<-cbind(Parcelab,Parcelabm)
i=i+1

}

# write(Parcelab,"Parcelab-Marta-SABOR-Jeffreys-err
# rm(Parcelabm)

# Parcelab<-matrix(scan("Parcelab-Marta-SABOR-Jeffr
1%.txt"),ncol=51)

# Obtencao da matriz Fatorf com dimenséo [100000x51
# el*exp(-alphaxTaui)+(1-e2)(1-*exp(-alphaxTaui)):

Fatorf<-Parcelaa + Parcelab

# write(Fatorf,"Fatorf-Marta-SABOR-Jeffreys-erros 1
# Fatorf<-matrix(scan("Fatorf-Marta-SABOR-Jeffreys-
1%.txt"),ncol=51)

# rm(Parcelaa)

# rm(Parcelab)

# Obtencao da matriz A com dimens&o [100000x51]:
# Fatorf’Si:

i=1
A<-(Fatorf[,1])(Sis[,1])
while(i<51){
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Am<-(Fatorf[,i+1])*(Sis[,i+1])
A<-cbind(A,Am)
i=i+1

}

# write(A,"A-Marta-SABOR-Jeffreys-erros 1%.txt")
# A<-matrix(scan("A-Marta-SABOR-Jeffreys-erros
1%.txt"),ncol=51)

# rm(Fatorf)

# rm(Am)

# Obtencéo da matriz Parcelac com dimensé&o [100000x
# e2(1-exp(-alphaxTaui)):

p<-1-Expexpoente

i=1

Parcelac<-e2*p[,1]

while(i<51){
Parcelacm<-e2*p[,i+1]
Parcelac<-cbind(Parcelac,Parcelacm)
i=i+1

}

# write(Parcelac,"Parcelac-Marta-SABOR-Jeffreys-err
# Parcelac<-matrix(scan("Parcelac-Marta-SABOR-Jeffr
1%.txt"),ncol=51)

# rm(Parcelacm)

# Obtencéo da matriz Parcelad com dimenséo [100000x
# (1-el)*(1-exp(-alphaxTaui)):

i=1

Parcelad<-r*Expexpoente[,1]

while(i<51){
Parceladm<-r*Expexpoentel[,i+1]
Parcelad<-cbind(Parcelad,Parceladm)
i=i+1

}

# write(Parcelad,"Parcelad-Marta-SABOR-Jeffreys-err
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# Parcelad<-matrix(scan("Parcelad-Marta-SABOR-Jeffr
1%.txt"),ncol=51)
# rm(Parceladm)

# Obtencéo da matriz Fatorg com dimenséo [100000x51
# e2*(1-exp(-alphaxTaui))+(1-k1)*exp(-alphaxTaui):

Fatorg<-Parcelac + Parcelad

# write(Fatorg,"Fatorg-Marta-SABOR-Jeffreys-erros 1
# Fatorg<-matrix(scan("Fatorg-Marta-SABOR-Jeffreys-
1%.txt"),ncol=51)

# rm(Parcelac)

# rm(Parcelad)

# Obtencgéo da matriz B com dimens&o [100000x51]:
# Fatorg”(Ni-Si):

i=1

B<-(Fatorg[,1])"(Bonsis[,1])

while(i<51){
Bm<-(Fatorg[,i+1])(Bonsisl[,i+1])
B<-cbind(B,Bm)
i=i+1

}

# write(B,"B-Marta-SABOR-Jeffreys-erros 1%.txt")
# B<-matrix(scan("B-Marta-SABOR-Jeffreys-erros
1%.txt"),ncol=51)

# rm(Fatorg)

# rm(Bm)

# Obtencéo da matriz AB (multiplicagcdo das colunas
# pelas colunas respectivas de B)com dimenséao [1000

AB<-A*B

# write(AB,"AB-Marta-SABOR-Jeffreys-erros 1%.txt")
# AB<-matrix(scan("AB-Marta-SABOR-Jeffreys-erros
1%.txt"),ncol=51)

#rm(A)

#rm(B)
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# Obtencéo da matriz MCAB (multiplicagcéo das coluna s de AB)
# com dimensao [100000x1]:

i=1

MCAB<-matrix(AB[,1]*AB[,2],ncol=1)

while(i<50){
MCAB<-matrix(MCAB*ABJ,i+2],ncol=1)
i=i+1

}
MCAB<-matrix(MCAB,ncol=1)

L51eljele2sabor<-MCAB

# write(L51eljele2sabor,"L51eljele2sabor-Marta-Jeff reys-erros
1%.txt")

# L51eljele2sabor<-matrix(scan("L51eljele2sabor-Mar ta-
Jeffreys-erros 1%.txt"),ncol=1)

# write(MCAB,"MCAB-Marta-SABOR-Jeffreys-erros 1%.tx t")

# rm(AB)

#rm(MCAB)
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Gréficos da Verossimilhancga:
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
Fig. 6.12a:

plot(Alphaordenadol,L51eljele2sabor,main="",

sub="Erros até 1% - Priori a utilizar: JEFFREYS; At ributo:
SABOR",

xlab="Valores de Alpha 'a priori",
ylab="Valores da Verossimilhanca")

Fig. 6.12:

plot(Alphaordenadol1[1:10000],L51eljele2sabor[1:1000 0],main="
sub="Erros até 1% - Pri6ri a utilizar: JEFFREYS; At ributo:
SABOR",

xlab="Valores de Alpha 'a priori",
ylab="Valores da Verossimilhanga")

# CODIGO COMPLETO PARA DETERMINAR A DISTRIBpIQAO
#"A PRIORI DE JEFFREYS" COM FUNCAO DE REFERENCIA
# U(0,001;0,5) e erros uniformes segundo uma U(0;0, 1):
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# Obtencéo dos valores de a [100000x51], b [100000x
# e ¢ [100000x1]:

a<-exp(Expoente)

b<-1-el

i=1

al<-(el*a[,1]+c-a[,1]*c)"2

while(i<51){
alm<-(el*al,i+1]+c-a[,i+1]*c)"2
al<-cbind(al,alm)
i=i+1

}

# write(al,"al-Marta-SABOR-Jeffreys-erros 1%.txt")
# rm(alm)

#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo de a2 com dimenséo [100000x51]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
az2<-(e2-e2*a[,1]+b*(a[,1]))"2
while(i<51){

a2m<-(e2-e2*a[,i+1]+b*(a[,i+1]))"2

a2<-chind(a2,a2m)

i=i+1
}

# write(a2,"a2-Marta-SABOR-Jeffreys-erros 1%.txt")
# rm(a2m)

i=1
bl<-(c-el)*(a[,1]*c)*(1+2*a[,1])*(1-a[,1])
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while(i<51){
blm<-(c-el)*(a[,i+1]*c)*(1+2*a[,i+1])*(1-a[,i+1]
bl<-cbind(b1,b1m)
i=i+1

}

# write(b1,"b1-Marta-SABOR-Jeffreys-erros 1%.txt")
# rm(b1lm)

R<-bl/al

# write(R,"R-Marta-SABOR-Jeffreys-erros 1%.txt")
#rm(bl)

i=1

b2<-(e2-b)*((a[,1])"2)*e2

while(i<51){
b2m<-(e2-b)*((a[,i+1])"2)*e2
b2<-cbind(b2,b2m)
i=i+1

}

# write(b2,"b2-Marta-SABOR-Jeffreys-erros 1%.txt")
# rm(b2m)

S<-b2/a2

# write(S,"S-Marta-SABOR-Jeffreys-erros 1%.txt")
#rm(b2)

Xa<-((Taui)*2)*Ni
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i=1

RmaisS<-R+S

Xb<-RmaisS[,1]

while(i<51){
Xbm<-RmaisS|[,i+1]
Xb<-cbind(Xb,Xbm)
i=i+1

}

# rm(RmaisS)
# rm(Xbm)
#rm(R)
#rm(S)

i=1

X<-Xa[1,i]*Xbl[,i]

while(i<51){
Xm<-Xa[1,i+1]*Xb[,i+1]
X<-chind(X,Xm)
i=i+1

}

# write(X,"X-Marta-SABOR-Jeffreys-erros 1%.txt")
# rm(Xm)
# rm(Xa)
# rm(Xb)

i=1

M1<-X[,1]+X[,2]

while(i<50){
M1im<-X[,i+1]+X[,i+2]
M1<-M1+M1m
i=i+1

}

M1<-matrix(M1,ncol=1)

# write(M1,"M1-Marta-SABOR-Jeffreys-erros 1%.txt")

# rm(X)
#rm(M1m)

249



ANEXO J

#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo de c1 com dimenséo [100000x51]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
cl<-(1-a[,1])
while(i<51){

clm<-(1-al,i+1])

cl<-chind(cl,c1m)

i=i+1
}

# write(cl,"c1l-Marta-SABOR-Jeffreys-erros 1%.txt")
# rm(clm)

T<-cl/al

# write(T,"T-Marta-SABOR-Jeffreys-erros 1%.txt")

U<-a/a2

#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo de Ya com dimensao [1x51]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
Mi<-rbind(Ni,Ni,Ni,Ni,Ni)
while(i<11){

Mi<-rbind(Mi,Mi)

i=i+1
}

Mi<-rbind(Mi, Mi)
Mi<-rbind(Mi, Mi)
Mi<-rbind(Mi, Mi)
Mi<-rbind(Mi, Mi)
Mi<-rbind(Mi, Mi)
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Mi<-Mi[1:100000]

Ya<-((a)"2)*Mi

Yb<-T+U
Y<-Ya*Yb

#rm(Ya)
#rm(Yb)
#rm(T)
# rm(U)

# write(Y,"Y-Marta-SABOR-Jeffreys-erros 1%.txt")

i=1

M2<-Y[,1]+Y[,2]

while(i<50){
M2m<-Y[,i+1]+Y[,i+2]
M2<-M2+M2m
i=i+1

}

M2<-matrix(M2,ncol=1)

# write(M2,"M2-Marta-SABOR-Jeffreys-erros 1%.txt")

#rm(Y)
#rm(M2m)

V<-cl/al

# write(V,"V-Marta-SABOR-Jeffreys-erros 1%.txt")
#rm(al)
#rm(cl)

# Obtencédo de W com dimenséo [100000x51]
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#rm(a2)

Zb<-V+W
Z<-Za*Zb

# write(Z,"Z-Marta-SABOR-Jeffreys-erros 1%.txt")
#rm(V)

#rm(W)

#rm(Za)

# rm(Zb)

i=1

M3<-Z[,1]+Z][,2]

while(i<50){
M3m<-Z[,i+1]+Z][,i+2]
M3<-M3+M3m
i=i+1

}

M3<-matrix(M3,ncol=1)

# write(M3,"M3-Marta-SABOR-Jeffreys-erros 1%.txt")

#rm(2)
#rm(M3m)

# Obtencéo da distribuicdo de Jeffreys com dimenséao
# [100000x1]
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JeffreysSABOR<-(M1*M2*M3)"(1/2)

J1SABOR<-(M1)(1/2)
J2SABOR<-(M2)(1/2)
J3SABOR<-(M3)(1/2)

# write(JeffreysSABOR,"Jeffreys-Marta-SABOR-erros 1 %.txt")
# write(J1-SABOR,"J1-Marta-ODOR-Jeffreys-erros 1%.t xt")
# write(J2-SABOR,"J2-Marta-ODOR-Jeffreys-erros 1%.t xt")
# write(J3-SABOR,"J3-Marta-ODOR-Jeffreys-erros 1%.t xt")
# J1SABOR<-matrix(scan("J1-Marta-SABOR-Jeffreys-err 0s
1%.txt"),ncol=1)

# J2SABOR<-matrix(scan("J2-Marta-SABOR-Jeffreys-err 0s
1%.txt"),ncol=1)

# J3SABOR<-matrix(scan("J3-Marta-SABOR-Jeffreys-err 0s
1%.txt"),ncol=1)
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Grafico da distribuicéo de Jeffreys - ODOR:
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
Fig. 6.13:

plot(Alphaordenadol,JeffreysSABOR,main="",

sub="Erros até 1%",

xlab="Valores de Alpha 'a priori",

ylab="Valores Marginais da dist. ‘a priori' de Jeff reys -
SABOR")

# CODIGO COMPLETO PARA ANDISTRIBUI(;ACA) "A POSTERIORI " COM
# PRIORI DE JEFFREYS, FUNCAO DE REFERENDIA U(0,001; 0,5):

L51eljele2sabor<-matrix(L51leljele2sabor,nrow=100000 ,ncol=1)
# Alphaveroele2<-chind(Alphaordenadol,L51eljele?2)
Priori<-JeffreysSABOR

veropri<-L51eljele2sabor*Priori

h<-veropri

H<-matrix(h,ncol=1)

g<-dunif(Alphaordenadol,min=0.001,max=0.5)
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G<-matrix(g,ncol=1)
w<-h/g

W<-matrix(w,ncol=1)
# write(W,"W-Marta-SABOR-Jeffreys-erros 1%.txt")

# Alphavero<-cbind(Alphaordenadol,L51eljele2sabor)
# write(Alphavero,"Alphavero-Marta-ODOR-Jeffreys—er
1%.txt")

# AlphaW<-cbind(Alphaordenadol,W)
# write(AlphaW,"AlphaW-Marta-SABOR-Jeffreys-erros 1

AlphapriLW<-chind(Param,Priori,L51eljele2sabor,W)
#Col. 1=alpha

#Col. 2=el

#Col. 3=e2

#Col. 4=Jeffreys

#Col. 5=L51eljele2sabor

#Col. 6=W

# write(AlphapriLW,"AlphapriLW-Marta-SABOR-Jeffreys
1%.txt")

AlphaposLW<-numeric(30000)
b<-numeric(100000)
g<-numeric(100000)
u<-numeric(5000)
li<-numeric(100000)
Is<-numeric(100000)
t<-numeric(5000)
j<-numeric(100000)
i<-1

j<-1

b<-w

g<-b/sum(b)
u<-sort(runif(5000,0,1))
li[1]<-0

i<-i+1

while (i<100001) {
li[i]<-li[i-1]+q[i]

i<-i+1

}

Is[1]<-q[1]

j<-j+1

while (j<100001) {
Is[j]<-Is[j-1]+q[]]
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j<irl

}

for (k in 1:5000){

for (Iin 1:100000) {

if (u[K]>Ni[l] & ulk]<Is[l][Julk]>li[l] & u[K]>Is]l )
t[k]<-b[l]

}

}

T<-matrix(t,ncol=1)
write(T,"T-Marta-SABOR-Jeffreys-erros 1%.txt")

i=1
AlphaposLW<-numeric(30000)
AlphaposLW<-matrix(AlphaposLW,ncol=6)
AlphaposLW<-AlphaposLW[4999,]
while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
AlphaposLWm<-AlphapriLW[AlphapriLW[,6]==t 1]
AlphaposLWm<-matrix(AlphaposLWm,ncol=6)
AlphaposLW<-rbind(AlphaposLW,AlphaposLWm)
i=i+1

}

# write(AlphaposLW,"AlphaposLW.txt")
plot(AlphaposLWT[,1],AlphaposLWI[,5])

hist(AlphaposLWI[,1])

# Procedimentos para localizar valores de alpha idé nticos em
# Alphaposele?2[,1]:

x<-AlphaposLW][,1]
y<-AlphaposLW][,2]

Alphaveropos<-chind(x,y)

i=1

AVpos<-matrix(Alphaveropos,ncol=2)

z1<-matrix(c(0,0),ncol=2)

z2<-z1

Templ<-matrix(AVposl[,1:2],ncol=2)

while(i<5000){
temp2<-Templ[,]==Templ[i,1]
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Temp2<-matrix(temp2,ncol=2)

Temp3<-Temp2*1

Temp4<-sum(Temp3[,1])

while(Temp4>1){
Temp5<-Templ[Templ[,1]==Temp1l]i,1],
Temp5<-matrix(Temp5,ncol=2)
Temp6<-sum(Temp5[,2])
Temp7<-matrix(c(Templ[i,1],Temp6),n
z1<-rbind(z1,Tempb5)
z2<-rbind(z2,Temp7)
Temp4=0

}

Temp4<-sum(Temp3[,1])

i=i+Temp4

}
z<-z2[2:length(z2[,1]),]

x<-z[,1]
y<-z[,2]
Alphaveropos<-z

# Extragcéo dos erros "a posteriori", em funcéo dos
# valores obtidos da verossimilhanca "a posteriori*

i=1
Paramvero<-cbind(Param,L51egele?2)
parampos<-numeric(5000)
Parampos<-matrix(parampos,ncol=4)
while(i<5000){

T1<-T[i+1,1]

tl<-as.vector(T1)

paramverom<-Paramvero[Paramvero[,4]==t1,]

Paramverom<-matrix(paramverom,ncol=4)
Parampos<-rbind(Parampos,Paramverom)
i=i+1

mean(x)
[1] 0.01630693

sd(x)
[1] 0.00172562
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Fig. 6.14:

hist(x,80,main="",

sub="Experimento Base - SABOR, Priori: Jeffreys, Er ros 1%",
xlab="Valores de Alpha 'a posteriori",ylab="Frequé ncia")
curve(dnorm(x,mean=0.01630693,sd=0.00172562)*0.11,0 .01,0.05,ad

d=TRUE,col="red")

summary(x)
Min. 1st Qu. Median Mean 3rd Qu. Max.
0.01140 0.01403 0.01546 0.01544 0.01679 0.01965

#:::::::::::::::::::::::::::::::::::::::::::::::::: -_-—_==
#:::::::::::::::::::::::::::::::::::::::::::::::::: -_-—_==

Al<-matrix(rep(0.001,length(x)),ncol=1)
A2<-matrix(rep(0.01,length(x)),ncol=1)
A3<-matrix(rep(0.1,length(x)),ncol=1)

# Ad<-matrix(rep(0.287682,length(x)),ncol=1)
A5<-matrix(rep(0.6931471,length(x)),ncol=1)
# A6<-matrix(rep(1.3862944,length(x)),ncol=1)
Tempoporcentagem1<-Al/x
Tempoporcentagem2<-A2/x
Tempoporcentagem3<-A3/x
Tempoporcentagem5<-A5/x
Tempoporcentagem<-cbhind(Tempoporcentageml, Tempopor centagemz2,
Tempoporcentagema3,

Tempoporcentagemb)

x<-Tempoporcentageml
y<-Tempoporcentagem?2
v<-Tempoporcentagem3
w<-Tempoporcentagems

#1)
mean(x)
# [1] 0.06202449

sd(x)
#[1] 0.006674431

#2)
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mean(y)
#[1] 0.6202449

sd(y)
#[1] 0.06674431

#3)
mean(v)
# [1] 6.202449

sd(v)
#[1] 0.6674431

#4)
mean(w)
#[1] 42.99210

sd(w)
# 1] 4.626362

Fig. 6.14:

par(mfrow=c(2,2))

hist(x,50,main="",

sub="Percentil de falhas 'a posteriori' de 0,1%",
xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.06202449,sd=0.006674431)*1.1,0
d=TRUE,col="red")

hist(y,50,main="",

sub="Percentil de falhas 'a posteriori' de 1%",
xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.6202449,sd=0.06674431)*11,0.2,
E,col="red")

hist(v,50,main="",

sub="Percentil de falhas 'a posteriori' de 10%",
xlab="Tempos de Falha em Semanas — Erros:
1%",ylab="Frequéncia")
curve(dnorm(x,mean=6.202449,sd=0.6674431)*110,2.0,9
,col="red")

hist(w,50,main="",

sub="Percentil de falhas 'a posteriori' de 50%",
xlab="Tempos de Falha em Semanas",ylab="Frequéncia"
curve(dnorm(x,mean=42.99210,sd=4.626362)*500,14.0,7
E,col="red")

par(mfrow=c(1,1))

1)
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summary(x)
Min. :0.04700
1st Qu.:0.05653
Median :0.06118
Mean :0.06202
3rd Qu.:0.06704
Max. :0.08279

guantile(x,c(0.025,0.975))
25% 97.5%
0.05148039 0.07511652

2)
summary(y)
Min. :0.4700

1st Qu.:0.5653
Median :0.6118
Mean :0.6202
3rd Qu.:0.6704
Max. :0.8279

quantile(y,c(0.025,0.975))
25% 97.5%
0.5148039 0.7511652

3)
summary(v)
Min. :4.700
1st Qu.:5.653
Median :6.118
Mean :6.202
3rd Qu.:6.704
Max. :8.279

guantile(v,c(0.025,0.975))
25% 97.5%
5.148039 7.511652

4)
summary(w)
Min. :32.58
1st Qu.:39.19
Median :42.41
Mean :42.99
3rd Qu.:46.47
Max. :57.39

guantile(w,c(0.025,0.975))
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2.5% 97.5%
35.68348 52.06680

* * %
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INCORPORAGCAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizagao com distribigao “a
priori” Gama(16;800)

UTILIZAGCAO DE DADOS REAIS DO EXPERIMENTO BASE

ATRIBUTO ASPECTO

Alphaordenado<-matrix(scan("Alphaordenado.txt"),nco I=1)
Alphaordenado<-matrix(Alphaordenado,ncol=1)

# el<-runif(100000,min=0,max=0.01)
# el<-scan("Erros tipol - 1%.txt")
# el<-matrix(el,ncol=1)

# e2<-runif(100000,min=0,max=0.01)
# e2<-scan("Erros tipo2 - 1%.txt")
# e2<-matrix(e2,ncol=1)

Param<-cbind(Alphaordenado,el,e2)

# Obtencéo dos dados de falhas do arquivo de Avalia cOes
# Semanais das amostras em 51 semanas:

AvalsemanalMarta<-read.table("Avalsemanal-
Marta.txt",header=TRUE)
Ni<-AvalsemanalMarta$Ni
Sia<-AvalsemanalMarta$Sia
Bonsia<-AvalsemanalMarta$Ni-Sia
Ni<-matrix(Ni,nrow=1)
Sia<-matrix(Sia,nrow=1)

Bonsia<-matrix(Bonsia,nrow=1)

taui<-1:51
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Taui<-matrix(taui,nrow=1)

# Obtencao da matriz Expoente com dimens&o [100000x
# -Alphaordenado x Taui

# Obtencéo da matriz Parcelaa com dimensao [100000x
# ellinha*exp(-alphaxTaui):

# Para multiplicarmos cada linha da coluna de 100.0
# linhas da matriz el pelas 51 colunas da matriz

# exp(Expoente), necessitaremos usar 0 seguinte

# algoritmo, ja que as matrizes ndo sédo de dimensée
# compativeis para a multiplicagdo de uma matriz co
# [100000x1] por uma de [100000x51].

Expexpoente<-exp(Expoente)

i=1

Parcelaa<-e1*Expexpoente[,1]

while(i<51){
Parcelaam<-el*Expexpoente],i+1]
Parcelaa<-cbind(Parcelaa,Parcelaam)
i=i+1

}

# write(Parcelaa,"Parcelaa-Marta-Gama-erros 1%.txt"

luna

)

# Parcelaa<-matrix(scan("Parcelaa-Marta-Gama-erros

1%.txt"),ncol=51)
# rm(Parcelaam)

# Obtencao da matriz Parcelab com dimens&o [100000x
# (1-e2)(1-*exp(-alphaxTaui)):

p<-1-Expexpoente
g<-1l-e2
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i=1
Parcelab<-g*p[,1]
while(i<51){
Parcelabm<-g*p[,i+1]
Parcelab<-cbind(Parcelab,Parcelabm)
i=i+1
}
# write(Parcelab,"Parcelab-Marta-Gama-erros 1%.txt" )
# rm(Parcelabm)
# Parcelab<-matrix(scan("Parcelab-Marta-Gama-erros

1%.txt"),ncol=51)

#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Obtencéo da matriz Fatorf com dimenséo [100000x51 ]:

# el*exp(-alphaxTaui)+(1-e2)(1-*exp(-alphaxTaui)):
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===

Fatorf<-Parcelaa + Parcelab

# write(Fatorf,"Fatorf-Marta-Gama-erros 1%.txt")

# Fatorf<-matrix(scan("Fatorf-Marta-Gama-erros
1%.txt"),ncol=51)

# rm(Parcelaa)

# rm(Parcelab)

# Obtencéo da matriz A com dimens&o [100000x51]:
# FatorfrSio:

i=1
A<-(Fatorf[,1])(Sia[,1])
while(i<51){
Am<-(Fatorf[,i+1])(Sia[,i+1])
A<-cbind(A,Am)
i=i+1
}
# write(A,"A-Marta-Gama-erros 1%.txt")
# A<-matrix(scan("A-Marta-Gama-erros 1%.txt"),ncol= 51)

# rm(Fatorf)
# rm(Am)

# Obtengao da matriz Parcelac com dimensé&o [100000x 51]:
# e2(1-exp(-alphaxTaui)):
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p<-1-Expexpoente

i=1

Parcelac<-e2*p[,1]

while(i<51){
Parcelacm<-e2*p[,i+1]
Parcelac<-cbind(Parcelac,Parcelacm)
i=i+1

}

# write(Parcelac,"Parcelac-Marta-Gama-erros 1%.txt" )
# Parcelac<-matrix(scan("Parcelac-Marta-Gama-erros
1%.txt"),ncol=51)

# rm(Parcelacm)

# Obtencéo da matriz Parcelad com dimenséo [100000x 51]:
# (1-el)*(1-exp(-alphaxTaui)):

i=1

Parcelad<-r*Expexpoente[,1]

while(i<51){
Parceladm<-r*Expexpoente[,i+1]
Parcelad<-cbind(Parcelad,Parceladm)
i=i+1

}

# write(Parcelad,"Parcelad-Marta-Gama-erros 1%.txt" )
# Parcelad<-matrix(scan("Parcelad-Marta-Gama-erros
1%.txt"),ncol=51)

# rm(Parceladm)

# Obtencao da matriz Fatorg com dimenséo [100000x51 I
# e2*(1-exp(-alphaxTaui))+(1-k1)*exp(-alphaxTaui):

Fatorg<-Parcelac + Parcelad

# write(Fatorg,"Fatorg-Marta-Gama-erros 1%.txt")

# Fatorg<-matrix(scan("Fatorg-Marta-Gama-erros
1%.txt"),ncol=51)

# rm(Parcelac)

# rm(Parcelad)
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# Obtencéo da matriz B com dimensao [100000x51]:
# Fatorg”™(Ni-Si):

i=1

B<-(Fatorg[,1])*(Bonsial[,1])

while(i<51){
Bm<-(Fatorg[,i+1])*(Bonsial,i+1])
B<-cbind(B,Bm)
i=i+1

# write(B,"B-Marta-Gama-erros 1%.txt")

# B<-matrix(scan('B-Marta-Gama-erros 1%.txt"),ncol=
# rm(Fatorg)

#rm(Bm)

# Obtencéo da matriz AB (multiplicagdo das colunas
# pelas colunas respectivas de B)com dimenséo [1000

AB<-A*B

# write(AB,"AB-Marta-Gama-erros 1%.txt")

# AB<-matrix(scan("AB-Marta-Gama-erros 1%.txt"),nco
#rm(A)

#rm(B)

# Obtencéo da matriz MCAB (multiplicagcéo das coluna
# com dimenséo [100000x1]:

i=1

MCAB<-matrix(AB[,1]*AB[,2],ncol=1)

while(i<50){
MCAB<-matrix(MCAB*AB[,i+2],ncol=1)
i=i+1

}
MCAB<-matrix(MCAB,ncol=1)

# L51MartaGerlaspecto<-MCAB
# Lalpha51<-matrix(scan("LALPHA51.txt"),ncol=1)
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# write(L51MartaGerlaspecto,'L51MartaGerlaspecto-Ma rta-Gama-
erros 1%.txt")
# L51MartaGerl<-matrix(scan("L51MartaGerlsabor-Mart a-Gama-

erros 1%.txt"),ncol=1)

# write(MCAB,"MCAB-Marta-SABOR-Gama-erros 1%.txt")
# rm(AB)

#rm(MCAB)

Fig. 6.16:

plot(Alphaordenado,L51MartaGerlaspecto,main="",

sub="Priori utilizada: Gama(16;800); Atributo: ASPE CTO",
xlab="Valores de Alpha 'a priori",

ylab="Valores da Verossimilhanga")

#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# CODIGO COMPLETO PARA A DISTRIBUIGAO "A POSTERIORI " COM
# PRIORI GAMA(16:800), FUNCAO DE REFERENDIA GAMA(16  ;800):
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===

# alphaordenado<-scan("Alphaordenado.txt")
# Alphaordenado<-matrix(alphaordenado,ncol=1)

# priori<-dgamma(Alphaordenado,shape=16,scale=1/800 )
# veropri<-L51MartaGerlaspecto*priori

# Kposteriori<-veropri

# hist(Alphaordenado)

L51MartaGerlaspecto<-
matrix(L51MartaGerlaspecto,nrow=100000,ncol=1)
Alphaveroele2<-chind(Alphaordenado,L51MartaGerlaspe cto)

alphaposele2<-numeric(10000)
b<-numeric(100000)
g<-numeric(100000)
u<-numeric(5000)
lix-numeric(100000)
Is<-numeric(100000)
t<-numeric(5000)
j<-numeric(100000)

i<-1
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j<-1
b<-L51MartaGerlaspecto
g<-b/sum(b)
u<-sort(runif(5000,0,1))
li[1]<-0

i<-i+1

while (i<100001) {
li[i]<-li[i-1]+q[i]

i<-i+1

}

Is[1]<-q[1]

j<-j+1

while (j<100001) {
Is[j]<-Is[j-1]+q[]]
j<-j+1

}

for (k in 1:5000){
for (Iin 1:100000) {
if (U[K]>N[l] & ulk]<Is[N[Ju[k]>li[l] & u[K]>Is]l
t[k]<-b[l]

}

}

T<-matrix(t,ncol=1)
write(T,"T.txt")

i=1

Alphaposele2<-matrix(alphaposele2,ncol=2)

while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
Alphaverom<-Alphaveroele2[Alphaveroele?],
Alphaverom<-matrix(Alphaverom,ncol=2)
Alphaposele2<-rbind(Alphaposele2,Alphaver
i=i+1

write(Alphaveroele?2,"Alphaveroele2-Marta-sabor-Gama
write(Alphaposele2,"Alphaposele2-Marta-sabor-Gama.t

plot(Alphaposele2[,1],Alphaposele2[,2])

hist(Alphaposele2][,1])

# Procedimentos para localizar valores de alpha idé
# Alphaposele?2[,1]:
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x<-Alphaposele?2[,1]
x<-x[5000:9999]
y<-Alphaposele2[,2]
y<-y[5000:9999]

Alphaveropos<-chind(x,y)

i=1
AVpos<-matrix(Alphaveropos,ncol=2)
z1<-matrix(c(0,0),ncol=2)
z2<-71
Templ<-matrix(AVpos[,1:2],ncol=2)
while(i<5000){
temp2<-Templ[,]==Templ[i,1]
Temp2<-matrix(temp2,ncol=2)
Temp3<-Temp2*1
Temp4<-sum(Temp3[,1])
while(Temp4>1){
Temp5<-Templ[Templ[,1]==Templ]i,1],
Temp5<-matrix(Temp5,ncol=2)
Temp6<-sum(Temp5[,2])
Temp7<-matrix(c(Temp1l[i,1],Temp6),n
z1<-rbind(z1,Temp5)
z2<-rbind(z2,Temp7)
Temp4=0
}
Temp4<-sum(Temp3[,1])
i=i+Temp4

}
z<-z2[2:length(z2[,1]),]

x<-z[,1]
y<-z[.2]
Alphaveropos<-z

# Extracdo dos erros "a posteriori", em funcao dos
# valores obtidos da verossimilhanga "a posteriori"

i=1
Paramvero<-cbind(Param,L51egele2sabor)
parampos<-numeric(5000)
Parampos<-matrix(parampos,ncol=4)
while(i<5000){

T1<-T[i+1,1]
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tl<-as.vector(T1)
paramverom<-Paramvero[Paramvero[,4]==t1,]
Paramverom<-matrix(paramverom,ncol=4)
Parampos<-rbind(Parampos,Paramverom)
i=i+1

mean(x)
[1] 0.01335912

sd(x)
[1] 0.001041431

Fig. 6.17:

hist(x,100,main="",

sub="Experimento Base, Priori: Gama(16;800)",
xlab="Valores de Alpha 'a posteriori™,

ylab="Frequéncia")
curve(dnorm(x,mean=0.01335912,sd=0.001041431)*0.035
add=TRUE,col="red")

# Iremos considerar as fragdes de falhas nas amostr
# utilizadas de forma anéloga ao que foi feito ante

# de incorporarmos os erros. Usaremos as fracdes de
# falha: 0,1%, 1%, 10%, e 50% e do total das amostr
# para determinar em quantas semanas, tal fragéo de
# falhas ocorre.

Al<-matrix(rep(0.001,length(Alphaveroposl,1])),ncol
A2<-matrix(rep(0.01,length(Alphaveroposl,1])),ncol=
A3<-matrix(rep(0.1,length(Alphaveroposl,1])),ncol=1
#A4<-matrix(rep(0.287682,length(Alphaveropos|,1])),
A5<-matrix(rep(0.6931471,length(Alphaveropos|,1])),
#A6<-matrix(rep(1.3862944 length(Alphaveropos|,1]))
Tempoporcentagem1<-Al/Alphaveropos[,1]
Tempoporcentagem2<-A2/Alphaveropos|,1]
Tempoporcentagem3<-A3/Alphaveropos|,1]
#Tempoporcentagem4<-A4/Alphaveropos],1]
Tempoporcentagem5<-A5/Alphaveropos|,1]
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#Tempoporcentagem6<-A6/Alphaveropos],1]
Tempoporcentagem<-chind(Tempoporcentageml1, Tempopor centagemz2,
Tempoporcentagema3,

Tempoporcentagemb)

z<-z2[2:length(z2[,1]),]
x<-z[,1]

y<-Z[,2]
Alphaveropos<-z

x<-Tempoporcentageml
y<-Tempoporcentagem?2
v<-Tempoporcentagems3
w<-Tempoporcentagems

#1)

mean(x)

# [1] 0.07530681
sd(x)

# [1] 0.005832914
mean(y)

# [1] 0.7530681
sd(y)

#[1] 0.05832914
mean(v)

# [1] 7.530681
sd(v)

# [1] 0.5832914
mean(w)

# [1] 52.1987
sd(w)

# [1] 4.043068

Fig. 6.18:

par(mfrow=c(2,2))

hist(Tempoporcentagem[,1],50, main="",

sub="Percentil de Falhas: 0,1%",

xlab="Tempos de Falha em Semanas",

ylab="Frequéncia")

curve(dnorm(x,mean=0.07530681,sd=0.005832914)*0.25, 0.050,0.1,a
dd=TRUE,

col="red")

hist(Tempoporcentagem[,2],50, main="",
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sub="Percentil de Falhas: 1%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.7530681,sd=0.05832914)*2.5,0.5
RUE,

col="red")

hist(Tempoporcentagem[,3],50, main="",

sub="Percentil de Falhas: 10%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=7.530681,sd=0.5832914)*25,5,10,a
col="red")

hist(Tempoporcentagem[,4],50, main="",

sub="Percentil de Falhas: 50%",

xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=52.1987,sd=4.043068)*230,35.0,70

é:oI:"red")
par(mfrow=c(1,1))

summary(x)
Min. :0.06029
1st Qu.:0.07117
Median :0.07506
Mean :0.07531
3rd Qu.:0.07933
Max. :0.09069

guantile(x,c(0.025,0.975))
25% 97.5%
0.06446426 0.08748102

summary(y)
Min. :0.6029
1st Qu.:0.7117
Median :0.7506
Mean :0.7531
3rd Qu.:0.7933
Max. :0.9069

quantile(y,c(0.025,0.975))
25% 97.5%
0.6446426 0.8748102

summary(v)

Min. :6.029
1st Qu.:7.117
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Median :7.506
Mean :7.531
3rd Qu.:7.933
Max. :9.069

quantile(v,c(0.025,0.975))
25% 97.5%
6.446426 8.748102

summary(w)

Min. :41.79

1st Qu.:49.33
Median :52.03
Mean :52.20
3rd Qu.:54.99
Max. :62.86

guantile(w,c(0.025,0.975))
2.5% 97.5%
44.68321 60.63721

* * %
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INCORPORAGCAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizagao com distribigao “a
priori” de Jeffreys

EPERIENCIA REAL DO TRABALHO DE REFERENCIA COM TRATMENTO
BAYESIANO INCORPORANDO ERROS DE CLASSIFICACAO ATEA

ATRIBUTO ASPECTO

#:::::::::::::::::::::::::::::::::::::::::::::::::: === ———C
# Experimento Marta - ASPECTO - Jeffreys:
#:::::::::::::::::::::::::::::::::::::::::::::::::: === ———C
#:::::::::::::::::::::::::::::::::::::::::::::::::: ="
# Construcao de uma matriz [100.000x3] onde a prime ira coluna

# serdo valores de alpha ja amostrados nas simula¢d es

# anteriores e as colunas 1 e 2 serdo respectivamen te erros

# tipo 1 e tipo 2 amostrados aleatoriamente de uma U(0]0;0,1):
#:::::::::::::::::::::::::::::::::::::::::::::::::: === ———C
Alphaordenadol<-matrix(scan("Alphaordenadol.txt"),n col=1)

Alphaordenadol<-matrix(Alphaordenadol,ncol=1)

# el<-runif(100000,min=0,max=0.01)
# el<-matrix(scan("Erros tipol - 1%.txt"),ncol=1)

# e2<-runif(100000,min=0,max=0.01)
# e2<-matrix(scan("Erros tipo2 - 1%.txt"),ncol=1)

Param<-cbind(Alphaordenadol,el,e2)

# write(Param,"Param-Marta-Jeffreys-erros 1%.txt")

# Obtencéo dos dados de falhas do arquivo de Avalia coes
# Semanais das amostras em 51 semanas:

AvalsemanalMarta<-read.table("Avalsemanal-
Marta.txt",header=TRUE)
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Ni<-AvalsemanalMarta$Ni
Sia<-AvalsemanalMarta$Sia
Bonsia<-AvalsemanalMarta$Ni-Sia

Ni<-matrix(Ni,nrow=1)
Sia<-matrix(Sia,nrow=1)
Bonsia<-matrix(Bonsia,nrow=1)

taui<-1:51
Taui<-matrix(taui,nrow=1)
DadosMarta<-rbind(Taui,Ni,Sio,Sis,Sia,Bonsio,Bonsis

# write(DadosMarta,"DadosMarta.txt")
# DadosMarta<-matrix(scan("DadosMarta.txt"),ncol=51

# Obtencao da matriz Expoente com dimens&o [100000x
# -Alphaordenadol x Taui

# Obtencéo da matriz Parcelaa com dimensao [100000x
# ellinha*exp(-alphaxTaui):

# Para multiplicarmos cada linha da coluna de 100.0
# linhas da matriz el pelas 51 colunas da matriz

# exp(Expoente), necessitaremos usar o0 seguinte

# algoritmo, ja que as matrizes ndo sédo de dimensée
# compativeis para a multiplicagdo de uma matriz co
# [100000x1] por uma de [100000x51].

Expexpoente<-exp(Expoente)

i=1

Parcelaa<-e1*Expexpoente[,1]

while(i<51){
Parcelaam<-e1*Expexpoente[,i+1]
Parcelaa<-cbind(Parcelaa,Parcelaam)
i=i+1
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}

# write(Parcelaa,"Parcelaa-Marta-ASPECTO-Jeffreys-e
1%.txt")

# Parcelaa<-matrix(scan("Parcelaa-Marta-ASPECTO-Jef
1%.txt"),ncol=51)

# rm(Parcelaam)

# Obtencao da matriz Parcelab com dimens&o [100000x
# (1-e2)(1-*exp(-alphaxTaui)):

p<-1-Expexpoente
g<-1l-e2

i=1

Parcelab<-g*p[,1]

while(i<51){
Parcelabm<-g*p[,i+1]
Parcelab<-cbind(Parcelab,Parcelabm)
i=i+1

}

# write(Parcelab,"Parcelab-Marta-ASPECTO-Jeffreys-e
1%.txt")

# rm(Parcelabm)

# Parcelab<-matrix(scan("Parcelab-Marta-ASPECTO-Jef
1%.txt"),ncol=51)

# Obtencéo da matriz Fatorf com dimenséo [100000x51
# el*exp(-alphaxTaui)+(1-e2)(1-*exp(-alphaxTaui)):

Fatorf<-Parcelaa + Parcelab

# write(Fatorf,"Fatorf-Marta-ASPECTO-Jeffreys-erros
# Fatorf<-matrix(scan("Fatorf-Marta-ASPECTO-Jeffrey
1%.txt"),ncol=51)

# rm(Parcelaa)

# rm(Parcelab)

# Obtencéo da matriz A com dimensao [100000x51]:
# Fatorf"\Si:
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i=1

A<-(Fatorf[,1])"(Sia[,1])

while(i<51){
Am<-(Fatorf[,i+1])*(Sia[,i+1])
A<-cbind(A,Am)
i=i+1

}

# write(A,"A-Marta-ASPECTO-Jeffreys-erros 1%.txt")
# A<-matrix(scan("A-Marta-ASPECTO-Jeffreys-erros
1%.txt"),ncol=51)

# rm(Fatorf)

# rm(Am)

# Obtencéo da matriz Parcelac com dimensé&o [100000x
# e2(1-exp(-alphaxTaui)):

p<-1-Expexpoente

i=1

Parcelac<-e2*p[,1]

while(i<51){
Parcelacm<-e2*p[,i+1]
Parcelac<-cbind(Parcelac,Parcelacm)
i=i+1

}

# write(Parcelac,"Parcelac-Marta-ASPECTO-Jeffreys-e
1%.txt")

# Parcelac<-matrix(scan('Parcelac-Marta-ASPECTO-Jef
1%.txt"),ncol=51)

# rm(Parcelacm)

# Obtencao da matriz Parcelad com dimens&o [100000x
# (1-el)*(1-exp(-alphaxTaui)):

i=1

Parcelad<-r*Expexpoente[,1]

while(i<51){
Parceladm<-r*Expexpoentel[,i+1]
Parcelad<-cbind(Parcelad,Parceladm)
i=i+1
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}

# write(Parcelad,"Parcelad-Marta-ASPECTO-Jeffreys-e
1%.txt")

# Parcelad<-matrix(scan("Parcelad-Marta-ASPECTO-Jef

1%.txt"),ncol=51)
# rm(Parceladm)

# Obtencéo da matriz Fatorg com dimenséo [100000x51
# e2*(1-exp(-alphaxTaui))+(1-k1)*exp(-alphaxTaui):

Fatorg<-Parcelac + Parcelad

# write(Fatorg,"Fatorg-Marta-ASPECTO-Jeffreys-erros
# Fatorg<-matrix(scan("Fatorg-Marta-ASPECTO-Jeffrey
1%.txt"),ncol=51)

# rm(Parcelac)

# rm(Parcelad)

# Obtencgao da matriz B com dimens&o [100000x51]:
# Fatorg”™(Ni-Si):

i=1
B<-(Fatorg[,1])*(Bonsial[,1])
while(i<51){
Bm<-(Fatorg[,i+1])"(Bonsia[,i+1])
B<-cbind(B,Bm)
i=i+1
}
# write(B,"B-Marta-ASPECTO-Jeffreys-erros 1%.txt")
# B<-matrix(scan('B-Marta-ASPECTO-Jeffreys-erros
1%.txt"),ncol=51)

# rm(Fatorg)
# rm(Bm)

# Obtencao da matriz AB (multiplicagdo das colunas
# pelas colunas respectivas de B)com dimenséo [1000

AB<-A*B

# write(AB,"AB-Marta-ASPECTO-Jeffreys-erros 1%.txt"
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# AB<-matrix(scan("AB-Marta-ASPECTO-Jeffreys-erros
1%.txt"),ncol=51)

#rm(A)

#rm(B)

# Obtencao da matriz MCAB (multiplicagéo das coluna s de AB)
# com dimensao [100000x1]:

i=1

MCAB<-matrix(AB[,1]*AB[,2],ncol=1)

while(i<50){
MCAB<-matrix(MCAB*ABJ,i+2],ncol=1)
i=i+1

}
MCAB<-matrix(MCAB,ncol=1)

L51eljele2aspecto<-MCAB

# write(L51eljele2aspecto,"L51eljele2aspecto-Marta- Jeffreys-
erros 1%.txt")

# L51eljele2sabor<-matrix(scan("L51eljele2sabor-Mar ta-
Jeffreys-erros 1%.txt"),ncol=1)

# write(MCAB,"MCAB-Marta-ASPECTO-Jeffreys-erros 1%. txt")
#rm(AB)

#rm(MCAB)
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
# Graficos da Verossimilhanca:
#:::::::::::::::::::::::::::::::::::::::::::::::::: ===
Fig. 6.19a:

plot(Alphaordenadol,L51eljele2aspecto,main="",

sub="Erros até 1% - Priori a utilizar: JEFFREYS; At ributo:
ASPECTO",

xlab="Valores de Alpha 'a priori",
ylab="Valores da Verossimilhanga")

Fig. 6.19:

plot(Alphaordenadol1[1:10000],L51eljele2aspecto[1:10 000],main="
sub="Erros até 1% - Pri6ri a utilizar: JEFFREYS; At ributo:
ASPECTO",

xlab="Valores de Alpha 'a priori",
ylab="Valores da Verossimilhanca")
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# CODIGO COMPLETO PARA DETERMINAR A DISTRIBAUI(;AO
#"A PRIORI DE JEFFREYS" COM FUNCAO DE REFERENCIA
# U(0,001;0,5) e erros uniformes segundo uma U(0;0,

# Obtencéo dos valores de a [100000x51], b [100000x
# e ¢ [100000x1]:

a<-exp(Expoente)

b<-1-el

i=1

al<-(el*a[,1]+c-a[,1]*c)"2

while(i<51){
alm<-(el*al,i+1]+c-a[,i+1]*c)"2
al<-chind(al,alm)
i=i+1

}

# write(al,"al-Marta-ASPECTO-Jeffreys-erros 1%.txt"
# rm(alm)

#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo de a2 com dimenséo [100000x51]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
a2<-(e2-e2*a[,1]+b*(a[,1]))"2
while(i<51){

az2m<-(e2-e2*a[,i+1]+b*(a[,i+1]))"2

a2<-chind(a2,a2m)

i=i+1
}

# write(a2,"a2-Marta-ASPECTO-Jeffreys-erros 1%.txt"
# rm(a2m)
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# Obtencéo de b1l com dimenséo [100000x51]

i=1

bl<-(c-el)*(a[,1]*c)*(1+2*a[,1])*(1-a[,1])

while(i<51){
blm<-(c-el)*(a[,i+1]*c)*(1+2*a[,i+1])*(1-af,i+1]
bl<-cbind(b1,b1m)
i=i+1

}

# write(b1,"b1-Marta-ASPECTO-Jeffreys-erros 1%.txt"
# rm(b1lm)

R<-bl/al

# write(R,"R-Marta-ASPECTO-Jeffreys-erros 1%.txt")
#rm(bl)

#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo de b2 com dimenséo [100000x51]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
b2<-(e2-b)*((a[,1])"2)*e2
while(i<51){

b2m<-(e2-b)*((a[,i+1])"2)*e2

b2<-cbind(b2,b2m)

i=i+1
}

# write(b2,"b2-Marta-ASPECTO-Jeffreys-erros 1%.txt"
# rm(b2m)

S<-b2/a2

# write(S,"S-Marta-ASPECTO-Jeffreys-erros 1%.txt")
#rm(b2)
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# Obtencéo de Xa com dimensao [1x51]

i=1

RmaisS<-R+S

Xb<-RmaisS[,1]

while(i<51){
Xbm<-RmaisS[,i+1]
Xb<-cbind(Xb,Xbm)
i=i+1

}

# rm(RmaisS)
# rm(Xbm)
#rm(R)
#rm(S)

i=1

X<-Xa[1,i]*Xbl[,i]

while(i<51){
Xm<-Xa[1,i+1]*Xb[,i+1]
X<-chind(X,Xm)
i=i+1

}

# write(X,"X-Marta-APECTO-Jeffreys-erros 1%.txt")
# rm(Xm)
# rm(Xa)
# rm(Xb)

i=1

M1<-X[,1]+X[,2]

while(i<50){
M1m<-X[,i+1]+X[,i+2]
M1<-M1+M1m
i=i+1

}

M1<-matrix(M1,ncol=1)
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# write(M1,"M1-Marta-ASPECTO-Jeffreys-erros 1%.txt"
# rm(X)
#rm(M1m)

i=1

cl<-(1-a[,1])

while(i<51){
clm<-(1-a[,i+1])
cl<-cbind(cl,c1m)
i=i+1

}

# write(cl,"c1l-Marta-SABOR-Jeffreys-erros 1%.txt")
# rm(clm)

T<-cl/al

# write(T,"T-Marta-SABOR-Jeffreys-erros 1%.txt")

#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencéo de Ya com dimensao [1x51]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
Mi<-rbind(Ni,Ni,Ni,Ni,Ni)
while(i<11){

Mi<-rbind(Mi,Mi)

i=i+1
}
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Mi<-rbind(Mi, Mi)
Mi<-rbind(Mi, Mi)
Mi<-rbind(Mi, Mi)
Mi<-rbind(Mi, Mi)
Mi<-rbind(Mi, Mi)
Mi<-Mi[1:100000,]

Ya<-((a)*2)*Mi

Yb<-T+U
Y<-Ya*Yb
#rm(Ya)
# rm(Yb)
#rm(T)

# rm(U)

# write(Y,"Y-Marta-SABOR-Jeffreys-erros 1%.txt")

#::::::::::::::::::::::::::::::::::::::::::::::::::
# Obtencao de M2 com dimensé&o [100000x1]
#::::::::::::::::::::::::::::::::::::::::::::::::::
i=1
M2<-Y[,1]+Y[,2]
while(i<50){

M2m<-Y[,i+1]+Y[,i+2]

M2<-M2+M2m

i=i+1
}

M2<-matrix(M2,ncol=1)
# write(M2,"M2-Marta-SABOR-Jeffreys-erros 1%.txt")

#rm(Y)
#rm(M2m)

V<-cl/al

# write(V,"V-Marta-SABOR-Jeffreys-erros 1%.txt")
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#rm(al)
#rm(cl)

W<-a/a2

#rm(a2)

Z<-Za*Zb

# write(Z,"Z-Marta-SABOR-Jeffreys-erros 1%.txt")
#rm(V)

#rm(W)

# rm(Za)

# rm(Zb)

i=1

M3<-Z[,1]+Z[,2]

while(i<50){
M3m<-Z[,i+1]+Z[,i+2]
M3<-M3+M3m
i=i+1

}

M3<-matrix(M3,ncol=1)

# write(M3,"M3-Marta-SABOR-Jeffreys-erros 1%.txt")

#rm(2)
#rm(M3m)
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# Obtencéo da distribuicédo de Jeffreys com dimensao
# [100000x1]

JeffreysASPECTO<-(M1*M2*M3)7(1/2)
JIASPECTO<-(M1)*(1/2)
J2ASPECTO<-(M2)(1/2)
J3ASPECTO<-(M3)"(1/2)

# write(JeffreysASPECTO,"Jeffreys-Marta-ASPECTO-err

0S 1%.txt")

# write(J1-ASPECTO,"J1-Marta-ASPECTO-Jeffreys-erros 1%.txt")
# write(J2-ASPECTO,"J2-Marta-ASPECTO-Jeffreys-erros 1%.txt")
# write(J3-ASPECTO,"J3-Marta-ASPECTO-Jeffreys-erros 1%.txt")
# J1IASPECTO<-matrix(scan("J1-Marta-ASPECTO-Jeffreys -erros
1%.txt"),ncol=1)

# J2ASPECTO<-matrix(scan("J2-Marta-ASPECTO-Jeffreys -erros

1%.txt"),ncol=1)
# J3ASPECTO<-matrix(scan("J3-Marta-ASPECTO-Jeffreys -erros
1%.txt"),ncol=1)

Fig. 6.20:

plot(Alphaordenadol,JeffreysASPECTO,main="",

sub="Erros até 1%",

xlab="Valores de Alpha 'a priori",

ylab="Valores Marginais da dist. ‘a priori' de Jeff reys -
ASPECTO")

# CODIGO COMPLETO PARA ANDISTRIBUI(;AQ "A POSTERIORI " COM
# PRIORI DE JEFFREYS, FUNCAO DE REFERENDIA U(0,001; 0,5):

L51eljele2aspecto<-

matrix(L51eljele2aspecto,nrow=100000,ncol=1)

# Alphaveroele2<-chind(Alphaordenadol,L51eljele2asp ecto)
Priori<-JeffreysASPECTO

veropri<-L51eljele2aspecto*Priori
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h<-veropri

H<-matrix(h,ncol=1)
g<-dunif(Alphaordenadol,min=0.001,max=0.5)
G<-matrix(g,ncol=1)

w<-h/g

W<-matrix(w,ncol=1)
# write(W,"W-Marta-ASPECTO-Jeffreys-erros 1%.txt")

# Alphavero<-cbind(Alphaordenadol,L51eljele2aspecto )
# write(Alphavero,"Alphavero-Marta-ODOR-Jeffreys—er ros
1%.txt")

# AlphaW<-cbind(Alphaordenadol,W)
# write(AlphaW,"AlphaW-Marta-SABOR-Jeffreys-erros 1 %.txt")

AlphapriLW<-cbhind(Param,Priori,L51eljele2aspecto,W)
#Col. 1=alpha

#Col. 2=el

#Col. 3=e2

#Col. 4=Jeffreys

#Col. 5=L51eljele2aspecto

#Col. 6=W

# write(AlphapriLW,"AlphapriLW-Marta-ASPECTO-Jeffre yS-erros
1%.txt")

AlphaposLW<-numeric(30000)
b<-numeric(100000)
g<-numeric(100000)
u<-numeric(5000)
li<-numeric(100000)
Is<-numeric(100000)
t<-numeric(5000)
j<-numeric(100000)
i<-1

j<1

b<-w

g<-b/sum(b)
u<-sort(runif(5000,0,1))
li[1]<-0

i<-i+1

while (i<100001) {
li[i]<-li[i-1]+q[i]
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i<-i+1

}

Is[1]<-q[1]

j<-j+1

while (j<100001) {
Is[j]<-Is[j-1]+q[]]
j<-j+1

}

for (k in 1:5000){
for (Iin 1:100000) {
if (U[K]>N[l] & ulk]<Is[N[Ju[k]>li[l] & u[K]>Is]l )}
t[k]<-b[l]

}

}

T<-matrix(t,ncol=1)
write(T,"T-Marta-ASPECTO-Jeffreys-erros 1%.txt")

i=1
AlphaposLW<-numeric(30000)
AlphaposLW<-matrix(AlphaposLW,ncol=6)
AlphaposLW<-AlphaposLW[4999,]
while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
AlphaposLWm<-AlphapriLW[AlphapriLW[,6]==t 1,]
AlphaposLWm<-matrix(AlphaposLWm,ncol=6)
AlphaposLW<-rbind(AlphaposLW,AlphaposLWm)
i=i+1

}
# write(AlphaposLW,"AlphaposLW.txt")

plot(AlphaposLWI[,1],AlphaposLWI,5])
hist(AlphaposLWI[,1])

# Procedimentos para localizar valores de alpha idé nticos em
# Alphaposele2[,1]:

x<-AlphaposLW][,1]
y<-AlphaposLWT[,2]
Alphaveropos<-chind(x,y)

i=1
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AVpos<-matrix(Alphaveropos,ncol=2)
z1<-matrix(c(0,0),ncol=2)
z2<-71
Templ<-matrix(AVposl[,1:2],ncol=2)
while(i<5000){
temp2<-Templ[,]==Temp1l]i,1]
Temp2<-matrix(temp2,ncol=2)
Temp3<-Temp2*1
Temp4<-sum(Temp3[,1])
while(Temp4>1){
Temp5<-Templ[Templ[,1]==Temp1l]i,1], ]
Temp5<-matrix(Temp5,ncol=2)
Temp6<-sum(Temp5[,2])
Temp7<-matrix(c(Templ[i,1],Temp6),n col=2)
z1<-rbind(z1,Temp5)
z2<-rbind(z2,Temp7)
Temp4=0
}
Temp4<-sum(Temp3[,1])
i=i+Temp4
}
z<-z2[2:length(z2[,1]),]

x<-z[,1]
y<-z[,2]
Alphaveropos<-z

# Extragéo dos erros "a posteriori", em funcéo dos
# valores obtidos da verossimilhanca "a posteriori*

i=1
Paramvero<-chind(Param,L51egele2)
parampos<-numeric(5000)
Parampos<-matrix(parampos,ncol=4)
while(i<5000){
T1<-T[i+1,1]
tl<-as.vector(T1)
paramverom<-Paramvero[Paramvero[,4]==t1,]
Paramverom<-matrix(paramverom,ncol=4)
Parampos<-rbind(Parampos,Paramverom)

i=i+1
}
#:::::::::::::::::::::::::::::::::::::::::::::::::: -
# Graficos dos resultados obtidos:
#:::::::::::::::::::::::::::::::::::::::::::::::::: pr—
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mean(x)
[1] 0.01543846

sd(x)
[1] 0.001531638

Fig. 6.21:

hist(x,80,main="",

sub="Experimento Base - Atributo: ASPECTO, Priori:
Erros 1%",

xlab="Valores de Alpha 'a posteriori"™,ylab="Frequé
curve(dnorm(x,mean=0.01297626,sd=0.001531638)*0.11,
add=TRUE,col="red")

summary(x)
Min. 1st Qu. Median Mean 3rd Qu. Max.
0.00933 0.01175 0.01290 0.01298 0.01412 0.01675

Al<-matrix(rep(0.001,length(x)),ncol=1)
A2<-matrix(rep(0.01,length(x)),ncol=1)
A3<-matrix(rep(0.1,length(x)),ncol=1)

# Ad<-matrix(rep(0.287682,length(x)),ncol=1)
A5<-matrix(rep(0.6931471,length(x)),ncol=1)
# A6<-matrix(rep(1.3862944,length(x)),ncol=1)
Tempoporcentagem1<-Al/x
Tempoporcentagem2<-A2/x
Tempoporcentagem3<-A3/x
Tempoporcentagem5<-A5/x
Tempoporcentagem<-chind(Tempoporcentageml, Tempopor
Tempoporcentagems3,

Tempoporcentagemb)

x<-Tempoporcentageml
y<-Tempoporcentagem?2
v<-Tempoporcentagems3
w<-Tempoporcentagem5

#1)
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mean(x)

# [1] 0.07815067
sd(x)

# [1] 0.00929864

#2)
mean(y)
#[1] 0.7815067

sd(y)
#[1] 0.0929864

#3)

mean(v)

#[1] 7.815067
sd(v)

# [1] 0.929864

# 4)

mean(w)

#[1] 54.16991
sd(w)

# [1] 6.445325

Fig. 6.22:

par(mfrow=c(2,2))

hist(x,50,main="",

sub="Percentil de falhas 'a posteriori': 0,1%",
xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.07815067,sd=0.00929864)*0.9,0.
=TRUE,col="red")

hist(y,50,main="",

sub="Percentil de falhas 'a posteriori': 1%",
xlab="Tempos de Falha em Semanas",
ylab="Frequéncia")
curve(dnorm(x,mean=0.7815067,sd=0.0929864)*9,0.2,1.
col="red")

hist(v,50,main="",

sub="Percentil de falhas 'a posteriori': 10%",
xlab="Tempos de Falha em Semanas — Erros:
1%",ylab="Frequéncia")
curve(dnorm(x,mean=7.815067,sd=0.929864)*90,2.0,11.
col="red")

hist(w,50,main="",

sub="Percentil de falhas 'a posteriori': 50%",
xlab="Tempos de Falha em Semanas",ylab="Frequéncia"
curve(dnorm(x,mean=54.16991,sd=6.445325)*470,14.0,7
E,col="red")

290

02,0.11,add

1,add=TRUE,

0,add=TRUE,

)
5.0,add=TRU



ANEXO L

par(mfrow=c(1,1))

1)
summary(x)
Min. :0.05969

1st Qu.:0.07084
Median :0.07754
Mean :0.07815
3rd Qu.:0.08511
Max. :0.10718

guantile(x,c(0.025,0.975))
25% 97.5%
0.06334598 0.09688020

2)
summary(y)
Min. :0.5969

1st Qu.:0.7084
Median :0.7754
Mean :0.7815
3rd Qu.:0.8511
Max. :1.0718

quantile(y,c(0.025,0.975))
25% 97.5%
0.6334598 0.9688020

3)

summary(v)
Min. :5.969
1st Qu.: 7.084
Median : 7.754
Mean :7.815
3rd Qu.: 8.511
Max. :10.718
Max. :8.774

guantile(v,c(0.025,0.975))
25% 97.5%
6.334598 9.688020

4)
summary(w)
Min. :41.37
1st Qu.:49.11
Median :53.75
Mean :54.17
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3rd Qu.:58.99
Max. :74.29

quantile(w,c(0.025,0.975))
25% 97.5%
43.90809 67.15223

* * %
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