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Resumo

Este trabalho apresenta três novas extensões da estatística scan espacial de Kulldorff para

a detecção e inferência de clusters espaciais em estudos cuja localização está associada a

áreas delimitadas por polígonos. Considere um mapa comm regiões em que se conhece os

casos observados de um certo evento de interesse (por exemplo, infecção ou óbito por alguma

doença) e a população de cada área. Podemos perguntar: os casos estão distribuídos de forma

aleatória nessas áreas? Ou ainda, se existe uma área do mapa que possui uma quantidade

discrepante de casos em relação às demais? O nosso interesseé testar as seguintes hipóteses:

H0: Não existe cluster no mapa vsH1: Existe um cluster no mapa.

Na primeira parte, nós propomos uma nova ferramenta para testar hipóteses sobre a ade-

quação de fatores ambientalmente definidos para a formação de clusters localizados de doen-

ças, através da avaliação comparativa da significância dos clusters mais prováveis detectados

sob mapas cujas estruturas de vizinhança foram modificadas de acordo com estes fatores.

Um algoritmo genético multiobjetivo para a estatística scan é utilizado para encontrar clus-

ters em um mapa dividido em um número finito de regiões, cuja adjacência é definida por

uma estrutura de grafo. Este detector de clusters maximiza dois objetivos, a estatística espa-

cial scan e a regularidade do formato do cluster. Ao invés de especificar localizações para

o possível cluster a priori, como acontece para algoritmos baseados nos algoritmos focados,

alteramos a adjacência básica induzida por limites geográficos comuns entre as regiões. Na

nossa abordagem, a conectividade entre as regiões é reforçada ou enfraquecida, conforme

certas características ambientais de interesse associadas com o mapa. Construímos vários

cenários plausíveis, cada um modificando a estrutura de adjacência em áreas específicas do

mapa, e executamos o algoritmo genético multiobjetivo paraselecionar as melhores soluções

v



vi

de clusters para cada um desses cenários. As significâncias estatísticas dos clusters mais pro-

váveis são estimadas através de simulações Monte Carlo. Os clusters com os menores valores

p estimados, junto com os seus respectivos mapas de características ambientais alterados são

apresentados para a análise comparativa. Conseqüentemente a probabilidade de detecção do

cluster é aumentada ou diminuída, de acordo com as mudanças feitas na estrutura de adjacên-

cia do grafo, relacionada à seleção das características ambientais. A eventual identificação de

características ambientais específicas às quais induzem osclusters mais significativos permi-

tem ao pesquisador aceitar ou rejeitar diferentes hipóteses a respeito da relevância dos fatores

geográficos. Estudos de simulação numérica e uma aplicação para clusters de malária no

Brasil são apresentados.

Na segunda parte, desenvolvemos uma nova metodologia para analisar clusterização em

mapas de regiões. Situações em que um cluster da doença não tem um formato regular são

razoavelmente comuns. Além disso, mapas com clusters múltiplos, quando não existe um

cluster primário claramente dominante, também ocorrem frequentemente. Nós desenvolve-

mos um método para analisar mais cuidadosamente os vários níveis de clusterização que

surgem naturalmente em um mapa de doenças. A estatística espacial scan é a medida usual

de força de um cluster. Uma outra medida importante é a sua regularidade geométrica. Um al-

goritmo genético multiobjetivo foi desenvolvido para identificar clusters de formato irregular.

Uma busca é executada tentando maximizar dois objetivos competitivos: a estatística scan e

a regularidade do formato (que usa o conceito de compacidade). A solução apresentada é um

conjunto Pareto, consistindo de todos os clusters encontrados os quais não são simultanea-

mente piores em ambos objetivos. Uma avaliação da significância é conduzida em paralelo

para todos os clusters no conjunto Pareto através de simulações Monte Carlo, e então o cluster

mais provável é encontrado. Ao invés de usar um algoritmo genético, nossa nova metodolo-

gia incorpora a simplicidade da estatística scan circular,podendo detectar e avaliar clusters de

formato irregular. Nós definimos a ocupação circular (CO) deum candidato a cluster como

sua população dividida pela população do menor círculo que acontém. O conceito de CO,

computacionalmente mais rápido, substitui aqui a definiçãode compacidade como a medida
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de regularidade do formato. A estatística scan é avaliada para cada uma dasm regiões do

mapa tomadas individualmente. As regiões são ordenadas de forma decrescente conforme

os valores da estatística scan. Um procedimento Monte Carloé usado para a avaliação da

significância. A presença de “joelhos” nos conjuntos Paretoindica transições repentinas na

estrutura dos clusters, correspondendo aos rearranjos devido à coalescência de clusters fraca-

mente ligados (geralmente desconectados). Cada conjunto Pareto contendo os clusters mais

prováveis dentro de um determinado nível de informação geográfica, podem ser aglutinados

para fornecer uma descrição global mais completa. O método scan circular multiobjetivo é

um procedimento eficiente que permite a visualização da estrutura de clusterização de um

mapa. A comparação dos conjuntos Pareto para os casos observados, com aqueles calculados

sob a hipótese nula fornece valiosas pistas para a distribuição espacial da doença. O pro-

cedimento proposto pode ser fundamental para monitorar clusters incipientes e em diversas

escalas geográficas simultaneamente, o que o torna uma ferramenta promissora em vigilância

sindrômica, especialmente para doenças contagiosas, em que existem interações espaciais de

curto e longo alcance.

Na terceira parte, exploramos o novo conceito de “estatística espacial scan desagregada”.

Esta parte da tese ainda está em desenvolvimento, e assim apresentaremos apenas um trabalho

introdutório com alguns exemplos. Apresentamos uma variante multiobjetivo da estatística

espacial scan de Kulldorff, definindo a busca para o cluster mais provável como um problema

multiobjetivo. Duas funções foram consideradas para maximização do conjunto multiobje-

tivo: o número de casos e o risco relativo dentro da zona candidata a cluster. Mostramos

através de exemplos que esta nova abordagem apresenta algumas características atrativas: ela

é capaz de distinguir “famílias” distintas de clusters de significância geográfica dentro do

conjunto das soluções potenciais, agrupadas pelas suas posições relativas no espaço deca-

sosversusrisco relativo. Assim, a estrutura de clusterização é facilmente disponível para o

pesquisador, e inferências podem ser desenvolvidas através desta nova ferramenta.

Palavras-chave:Estatística Espacial Scan, Otimização Multiobjetivo, Algoritmo Genético,
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Abstract

This work presents three new extensions of Kulldorff’s Spatial Scan Statistic for the de-

tection and inference of spatial clusters. Consider a map divided into m regions with known

populations at risk and number of cases of some disease. We would like to know if the cases

are randomly distributed over the m regions or not; if the cases are not randomly distributed,

is it possible to locate a specific area within the map with an abnormal concentration of cases?

We are interested in testing the alternative hypothesis (there is a cluster in the map) against

the null hypothesis (there are no clusters in the map).

In the first part, we propose a novel tool for testing hypotheses concerning the adequacy

of environmentally defined factors for local clustering of diseases, through the comparative

evaluation of the significance of the most likely clusters detected under maps whose neigh-

borhood structures were modified according to those factors. A multi-objective genetic algo-

rithm scan statistic is employed for finding spatial clusters in a map divided in a finite number

of regions, whose adjacency is defined by a graph structure. This cluster finder maximizes

two objectives, the spatial scan statistic and the regularity of cluster shape. Instead of speci-

fying locations for the possible clusters a priori, as is currently done for cluster finders based

on focused algorithms, we alter the usual adjacency inducedby the common geographical

boundary between regions. In our approach, the connectivity between regions is reinforced

or weakened, according to certain environmental features of interest associated with the map.

We build various plausible scenarios, each time modifying the adjacency structure on specific

geographic areas in the map, and run the multi-objective genetic algorithm for selecting the

best cluster solutions for each one of the selected scenarios. The statistical significances of

the most likely clusters are estimated through Monte Carlo simulations. The clusters with the
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lowest estimated p-values, along with their correspondingmaps of enhanced environmental

features, are displayed for comparative analysis. Therefore the probability of cluster detec-

tion is increased or decreased, according to changes made inthe adjacency graph structure,

related to the selection of environmental features. The eventual identification of the specific

environmental conditions which induce the most significantclusters enables the practitioner

to accept or reject different hypotheses concerning the relevance of geographical factors. Nu-

merical simulation studies and an application for malaria clusters in Brazil are presented.

In the second part, we develop a new methodology for analyzing clustering in maps of

regions. Situations where a disease cluster does not have a regular shape are fairly common.

Moreover, maps with multiple clustering, when there is not aclearly dominating primary clus-

ter, also occur frequently. We would like to develop a methodto analyze more thoroughly the

several levels of clustering that arise naturally in a disease map divided into m regions. The

spatial scan statistic is the usual measure of strength of a cluster. Another important measure

is its geometric regularity. A genetic multi-objective algorithm was developed elsewhere to

identify irregularly shaped clusters. A search is executedaiming to maximize two objectives,

namely the scan statistic and the regularity of shape (usingthe compactness concept). The

solution presented is a Pareto-set, consisting of all the clusters found which are not simul-

taneously worse in both objectives. A significance evaluation is conducted in parallel for

all clusters in the Pareto-set through Monte Carlo simulation, then finding the most likely

cluster. Instead of using a genetic algorithm, our novel method incorporates the simplicity

of the circular scan, being able to detect and evaluate irregularly shaped clusters. We define

the circular occupation (CO) of a cluster candidate roughlyas its population divided by the

population inside the smallest circle containing it. The COconcept, computationally faster

and relying on familiar concepts, substitutes here the compactness definition as the measure

of regularity of shape. The scan statistic is evaluated for each of the m regions of the map

taken individually. The regions are ranked accordingly in decreasing order. A Monte Carlo

procedure is used for significance evaluation. The presenceof “knees” in the Pareto-sets in-

dicates sudden transitions in the clusters structure, corresponding to rearrangements due to
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the coalescence of loosely knitted (usually disconnected)clusters. As each Pareto-set con-

tains the most likely clusters within a certain level of geographical information, they could be

joined to provide an overall complete description. The multi-objective circular scan is a fast

method that allows peering into the clustering structure ofa map. The comparison of Pareto-

sets for observed cases with those computed under null-hypothesis provides valuable hints

for the spatial occurrence of diseases. The potential for monitoring incipient spatial-temporal

clusters at several geographic scales simultaneously is a promising tool in syndromic surveil-

lance, especially for contagious diseases when there is a mix of short and long range spatial

interactions.

In the third part, we explore the novel concept of “disaggregated spatial scan statistic”.

This part the thesis is still under development, so we will present only introductory work and

a few examples. We present a multi-objective variant of Kulldorff’s Spatial Scan Statistic,

defining the search for the most likely cluster as a multiobjective problem. Two functions

were considered for maximization in the multi-objective setting: the rate and the number

of cases within the cluster. We show through examples that this novel approach presents

some attractive features: it is capable of distinguishing “families” of clusters of geographical

significance within the set of potential solutions, groupedby their relative position in the rates

versus cases space. Thus the clustering structure is readily available to the practitioner, and

more detailed inference could be derived through this new tool.

Key words: Spatial Scan Statistic, multi-objective optimization, genetic algorithm, compact-

ness, Pareto-set, reinforced scan, levels of clustering, circular occupation, seletive scan, levels

curves, disaggregated scan.



SUMÁRIO

Resumo iv

Abstract viii

Lista de Figuras xiv

Lista de Tabelas xvii

1 Revisão Bibliográfica 1

2 Estatística Scan Espacial 7
2.1 Estatística Scan . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .7
2.2 Algoritmo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 10
2.3 Características . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .. 11

3 Técnicas de Otimização Multiobjetivo 13
3.1 Algoritmos Genéticos . . . . . . . . . . . . . . . . . . . . . . . . . . . . .. 17
3.2 Otimização Multiobjetivo . . . . . . . . . . . . . . . . . . . . . . . . .. . . 25
3.3 Algoritmos Genéticos Multiobjetivo . . . . . . . . . . . . . . . .. . . . . . 27

4 Estatística Scan de Adjacência Modificada: um método semi-focado 32
4.1 Introdução . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32
4.2 O Algoritmo Genético Multiobjetivo . . . . . . . . . . . . . . . . .. . . . . 34
4.3 Avaliação da Significância dos Clusters . . . . . . . . . . . . . .. . . . . . 37
4.4 Estatística Scan de Adjacência Modificada . . . . . . . . . . . .. . . . . . . 43
4.5 Avaliação Numérica . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .50
4.6 Aplicação: Óbitos de Malária na Amazônia Brasileira . . .. . . . . . . . . . 62

4.6.1 Teste de Mantel . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 62
4.6.2 Teste dos Grafos Reforçados . . . . . . . . . . . . . . . . . . . . . .64

5 Estatística Scan Multiseletiva 73
5.1 Conjuntos Seletivos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .. 77
5.2 Ocupação Circular . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 78

xii



SUMÁRIO
xiii

5.3 Algoritmo Scan Multiseletivo . . . . . . . . . . . . . . . . . . . . . .. . . . 81
5.4 Avaliação Numérica . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .82

5.4.1 Estimação de Risco Relativo para os Clusters . . . . . . . .. . . . . 83
5.4.2 Estimação do Poder . . . . . . . . . . . . . . . . . . . . . . . . . . . 84
5.4.3 Clusters Conexos . . . . . . . . . . . . . . . . . . . . . . . . . . . . 84
5.4.4 Cluster Desconexo gerado por Difusão . . . . . . . . . . . . . .. . 93

5.5 Aplicação: Homicídios nos municípios de Minas Gerais . .. . . . . . . . . . 103

6 Estatística Scan Desagregada 109
6.1 Introdução e Descrição do Método . . . . . . . . . . . . . . . . . . . .. . . 109
6.2 Curvas de nível para o LLR(z) . . . . . . . . . . . . . . . . . . . . . . . .. 110
6.3 Camadas do Pareto-ótimo . . . . . . . . . . . . . . . . . . . . . . . . . . .. 111
6.4 Resultados Preliminares . . . . . . . . . . . . . . . . . . . . . . . . . .. . . 111

7 Considerações Finais 118
7.1 Conclusões . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 118
7.2 Trabalhos Futuros . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .119
7.3 Produção Bibliográfica durante o Doutorado . . . . . . . . . . .. . . . . . . 120

Referências Bibliográficas 122



Lista de Figuras

2.1 Ilustração da varredura circular em dois centróides do mapa. . . . . . . . . . 9

3.1 Desempenho x Preço para sete modelos de automóveis disponíveis no mercado. 14
3.2 Escolhas ótimas que maximizam o desempenho e minimizam opreço simul-

taneamente. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15
3.3 Exemplos de direções de melhoria da função objetivo se o problema fosse

monoobjetivo. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 16
3.4 Geração de filhotes em um algoritmo genético (Cancado (2009)). . . . . . . . 20
3.5 ÁrvoresTA eTB. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21
3.6 A geração dos filhotes por Mutação. . . . . . . . . . . . . . . . . . . .. . . 23
3.7 Ilustrando o conjunto de Pareto . . . . . . . . . . . . . . . . . . . . .. . . . 26
3.8 Evolução da população no algoritmo genético multiobjetivo, geração 1. . . . 28
3.9 Evolução da população no algoritmo genético multiobjetivo, geração 30. . . . 29
3.10 Evolução da população no algoritmo genético multiobjetivo, geração 500. . . 30

4.1 Nuvem de Pareto de casos simulados. . . . . . . . . . . . . . . . . . .. . . 38
4.2 Distribuição Empírica da Estatística Scan e o respectivo ajuste pela distribui-

ção Gumbel. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39
4.3 Utilização da Distribuição Gumbel no cálculo das isolinhas. . . . . . . . . . 40
4.4 Avaliação da significância de sete candidatos a cluster.. . . . . . . . . . . . 41
4.5 Mudanças na adjacência com base em características ambientais diversas. . . 45
4.6 Reforço para considerar o efeito de uma área altamente populosa entre os

vizinhos. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 46
4.7 Dias desde a primeira ocorrência de raiva no estado de Connecticut, EUA,

1991. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48
4.8 Avaliando a LLR das zonas após a estrutura de adjacência ter sido alterada. . 49
4.9 Codificação atribuída às microregiões do Norte, IBGE, 2000. . . . . . . . . . 54
4.10 (a) Grafo básico (sem reforço, apenas a vizinhança de primeira ordem). . . . 55
4.11 (b) Todas as regiões do cluster básico (desconexo) são moficadas nas regiões:

19, 22, 23, 32, 45. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 56
4.12 (c) Reforço completamente fora do cluster nas regiões:1, 2, 3, 4, 5, 6, 7. . . . 57
4.13 (d) Reforço completamente fora do cluster nas regiões:33, 34, 41, 46, 56. . . 58
4.14 (e) Reforço parcialmente fora do cluster nas regiões: 32, 33, 34, 45, 56. . . . 59

xiv



LISTA DE FIGURAS xv

4.15 (f) Reforço parcialmente fora do cluster nas regiões: 31, 32, 44, 45, 48. . . . 60
4.16 (g) Todas as regiões do cluster básico, mais três regiões conexas, são modifi-

cadas nas regiões: 19, 20, 22, 23, 26, 32, 44, 45. . . . . . . . . . . .. . . . . 61
4.17 Taxa de mortalidade (por 100 mil habitantes) causadas por Malária na Região

Norte entre 1998-2002. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 67
4.18 Estrutura de vizinhança do mapa da Região Norte. . . . . . .. . . . . . . . . 68
4.19 Número de dias chuvosos por mês na Amazônia Brasileira,2000. . . . . . . . 68
4.20 Municípios mais úmidos por mês na Amazônia Brasileira,2000. . . . . . . . 69
4.21 Grafos reforçados nos municípios mais úmidos por mês. .. . . . . . . . . . 69
4.22 Significância das soluções de Pareto por mês. As isolinhas de valor p referem-

se a 10−3,10−9, ...,10−45. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 70
4.23 Visualizando alguns clusters diante das isolinhas de valor p referentes a 10−3,10−9, ...,10−45. 71
4.24 Visualizando alguns clusters no mapa. . . . . . . . . . . . . . .. . . . . . . 72

5.1 Formas geométricas possíveis para as zonas ao utilizar ascan multiseletiva. . 76
5.2 Ilustração dos conjuntos seletivos . . . . . . . . . . . . . . . . .. . . . . . . 78
5.3 Círculos centrados em cada uma das três regiões (superior, central e inferior)

em cinza escuro. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 79
5.4 Conjunto Pareto-ótimo: os diferentes níveis de clusterização. . . . . . . . . . 80
5.5 Os quatro clusters artificiais conexos cujo risco relativo é superior a 1,171. . . 86
5.6 Poder para o clusterCircular . . . . . . . . . . . . . . . . . . . . . . . . . . 89
5.7 Poder para o clusterFino . . . . . . . . . . . . . . . . . . . . . . . . . . . . 90
5.8 Poder para o clusterPpeq . . . . . . . . . . . . . . . . . . . . . . . . . . . . 91
5.9 Poder para o clusterPgra . . . . . . . . . . . . . . . . . . . . . . . . . . . . 92
5.10 O primeiro estágio do processo de difusão que gera o cluster desconexo (Pa-

tos) com risco relativo igual a 1,873. . . . . . . . . . . . . . . . . . . . . . .94
5.11 O segundo estágio do processo de difusão que gera o cluster desconexo (Pa-

tos) com risco relativo igual a 1,873. . . . . . . . . . . . . . . . . . . . . . .95
5.12 O terceiro estágio do processo de difusão que gera o cluster desconexo (Pa-

tos) com risco relativo igual a 1,873. . . . . . . . . . . . . . . . . . . . . . .96
5.13 O cluster artificial desconexo (Patos) gerado pela difusão com risco relativo

igual a 1,873. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 97
5.14 Poder do cluster artificial desconexo (Patos) . . . . . . . . . . . . . . . . . . 98
5.15 Isolinha de valor p = 0,05 para a hipóteses nula. . . . . . . .. . . . . . . . . 100
5.16 Poder de teste para o cluster artificialCircular. . . . . . . . . . . . . . . . . 101
5.17 Poder de teste para o cluster de gripe aviária dos patos selvagens. . . . . . . . 102
5.18 Taxa de homicídios (por 100 mil hab.) em Minas Gerais, 1998-2002. . . . . . 103
5.19 Conjuntos de Pareto para os diversos conjuntos seletivos. . . . . . . . . . . . 106
5.20 Conjunto de Pareto Global com a visualização da isolinha de valor p. . . . . . 107
5.21 Conjunto de Pareto com a visualização de algumas soluções de clusters para

o mapa. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 108



LISTA DE FIGURAS xvi

6.1 Taxa de mortalidade causada por bronquite (por 100 mil habitantes) para as
microregiões de Minas Gerais, 1998-2002. . . . . . . . . . . . . . . .. . . . 112

6.2 Avaliando a significância dos clusters considerando a primeira camada do
conjunto Pareto-ótimo através das curvas de níveis do LLR daEstatística
Scan de Kulldorff. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 113

6.3 Avaliando a significância dos clusters considerando a segunda camada do
conjunto Pareto-ótimo através das curvas de níveis do LLR daEstatística
Scan de Kulldorff. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 114

6.4 Avaliando a significância dos clusters diante de todas ascamadas do con-
junto Pareto-ótimo através das curvas de níveis do LLR da Estatística Scan
de Kulldorff. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 115

6.5 Visualizando alguns clusters no conjunto Pareto-ótimo. . . . . . . . . . . . . 116
6.6 Alguns clusters encontrados pela estatística scan desagregada para a primeira

camada ou Pareto-ótimo. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 117



Lista de Tabelas

4.1 Descrição da vizinhança modificada para os cenários simulados.. . . . . . . 51
4.2 Comparações do poder para os cenários dos grafos reforçados(a)-(g) por

faixa de compacidade K.. . . . . . . . . . . . . . . . . . . . . . . . . . . . 52
4.3 Correlação entre precipitação de chuva e taxa de malária.. . . . . . . . . . 64

5.1 Características dos quatro clusters artificiais conexos.. . . . . . . . . . . . 85
5.2 Poder da Estatística Multiseletiva para os quatro clustersartificiais avaliados. 87
5.3 Característica do cluster desconexo (Patos) baseado no processo de difusão. 93
5.4 Poder da Estatística Multiseletiva para o cluster artificial desconexo (Patos). 99

xvii



Capítulo 1

Revisão Bibliográfica

O tratamento da informação geográfica vem influenciando de maneira crescente várias

áreas do conhecimento. É importante questionar se os dados referentes aos fenômenos pes-

quisados estão distribuídos espacialmente de forma aleatória ou se estão aglomerados em

apenas alguma(s) área(s) específica(s). E isto pode ser fundamental, por exemplo, para os

orgãos competentes que podem estar interessados em conhecer quais são os municípios onde

estão as maiores incidências de uma patologia (malária, crimes, dengue, etc). Assim, poderão

direcionar recursos de modo eficiente para prevenção e tratamento dos problemas de saúde

de cada região.

Neste trabalho adotaremos o uso do termo inglêscluster para representar “conglome-

rado”, pois o seu uso já está bastante difundido. Um cluster espacial é uma parte de um mapa

em que a ocorrência de casos de um fenômeno de interesse é discrepante do restante do mapa,

isto é, alta demais ou baixa demais. Esse fenômeno é, muitas vezes, a infecção por alguma

doença ou a ocorrência de algum crime.

Algoritmos para a detecção e avaliação da significância estatística de clusters espaciais

são importantes ferramentas geográficas em Epidemiologia,vigilância sindrômica, monito-

ramento de crimes e ciências ambientais. A elucidação da etiologia das doenças, a disponibi-

lidade de alarmes confiáveis para detectar surtos intencionais ou não de uma certa doença, o

estudo de padrões espaciais de atividades criminais e monitoramento geográfico de mudanças

ambientais são tópicos recentes de intensa pesquisa. Métodos para encontrar clusters espa-

1
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ciais foram revisados em Elliott et al. (1995), Waller and Jacquez (2000), Kulldorff (1999),

Lawson et al. (2000), Moore and Carpenter (1999), Balakrishnan and Koutras (2002), Glaz et al.

(2001), Lawson (2001), Buckeridge et al. (2005) e Duczmal etal. (2009). Em muitas situa-

ções necessitamos reconhecer clusters espaciais em uma classe geométrica mais geral. Várias

propostas para encontrar clusters espaciais de formato arbitrário são revisadas e descritas a

seguir.

Atualmente, o método mais popular para encontrar clusters espaciais é a estatística espa-

cial scan de Kulldorff (1997, 1999), que é uma descendente daestatística espacial scan de

Naus (1965). A significância do cluster mais provável é estimada através de simulações de

Monte Carlo (Dwass, 1957). Este método pode ser usado para dados pontuais com localiza-

ções geográficas exatas ou para dados agregrados, onde uma região de estudo é particionada

em células. A Estatística Scan Circular (Kulldorff and Nagarwalla, 1995) varre todos os pos-

síveis conjuntos de regiões conectadas cujos centros estejam dentro de um círculo com raio

variando conforme o percentual de população dentro deste círculo. Um estudo da avaliação

do poder da Estatística Scan foi realizado por Lima (2004) e Kulldorff et al. (2003). Muitas

propostas têm sido sugeridas para encontrar clusters espaciais de formato arbitrário, como

por exemplo Duczmal et al. (2008), mas a maioria delas sendo uma extensão da estatística

scan de Kulldorff. Duczmal et al. (2009) apresenta um levantamento bibliográfico recente da

estatística Scan, de suas extensões e aplicações.

Ao procurar clusters sem limitar a liberdade de seu formato geométrico, tem-se uma

redução no poder de detecção. Isto acontece porque a coleçãode todas as zonas conectadas,

independentemente do formato, é muito numerosa. O valor máximo da função objetivo está

provavelmente associada com clusters em formatos de “árvores”, que simplesmente ligam

as células com maior razão de verosimilhança do mapa, sem contribuir com a descoberta de

soluções geograficamente significativas que delineiam corretamente o verdadeiro cluster. Ou

seja, há muito ruído, o que dificulta a distinção das legítimas soluções. Este problema ocorre

na maioria dos detectores de cluster com formato irregular.Em seguida revisaremos alguns

trabalhos que buscam levar em consideração formatos irregulares.
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A cota do nível superior (ULS) da estatística scan (Patil andTaillie, 2004) controla a liber-

dade do formato, pois explora uma coleção pequena de grafos conectados para formarem as

zonas candidatasz, avaliadas conforme sua taxa (número de casos divididos pela população

em risco) na área de estudo com n regiões. A árvore ULS é construída pelas zonas seleciona-

das com maiores taxas e formadas por apenas uma região individual, que são máximos locais

para a taxa. As regiões vizinhas da área de estudo são sucessivamente conectadas às regiões

individuais representadas pelas folhas, formando zonas maiores com taxas mais baixas que

são identificadas como os nós internos mais baixos da árvore ULS. Eventualmente, aquelas

zonas agregadas formando conjuntos maiores possuem taxas menores e são representadas

como nós internos próximos à raiz. A própria raiz representaa área completa do estudo. A

coleção de zonas representadas pelos nós da árvore ULS constitui o espaço de parâmetros

ULS reduzido e sua cardinalidade será no máximon. A árvore ULS precisa ser calculada

novamente para cada nova réplica de Monte Carlo. Este métodoé rápido, mas possivelmente

pode ignorar muitos clusters interessantes, devido à pequena cardinalidade da árvore ULS.

Esta questão é abordada em Patil et al. (2006), em que uma extensão do conjunto ULS origi-

nal é construída. Modarres and Patil (2007) discutiram uma extensão da estatística scan ULS

para dados bivariados para os modelos Binomial e Poisson e estudaram a sensibilidade dos

pontos quentes para o grau de associação entre as variáveis.

Duczmal and Assuncao (2004) propuseram um algoritmo Simulated Annealing (SA) para

a detecção de agrupamentos espaciais de formato geométricoarbitrário em um mapa de ocor-

rências e população georreferenciadas. A coleção de zonas de formato irregular conectadas

consiste de todas aquelas zonas para as quais os subgrafos correspondentes são conectados.

Como esta coleção é muito grande, torna-se impraticável calcular a razão de verossimilhança

da estatística scan para todas elas. O algoritmo SA tenta visitar apenas as zonas mais promis-

soras. Duas zonas são vizinhas quando elas diferem por uma única região. Para cada região

individual da área de estudo, a estatística scan circular é usada para definir um cluster inicial

z0. O algoritmo escolhe algum vizinhoz1 sobre todos os vizinhos dez0. No próximo passo,

outro vizinhoz2 é escolhido sobre os vizinhos dez1, e assim por diante, até um limiar pré-
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predefinido do número de regiões ser atingido. Dessa forma, em cada passo uma nova zona

é construída, adicionando-se ou excluindo-se uma célula dazona do passo anterior. Ao invés

de sempre se comportar como um algoritmo guloso (o algoritmoescolhe sempre o vizinho

de maior razão de verossimilhança (RV) em cada passo), entãoele avalia se existiu pouca

ou nenhuma melhoria da RV durante os últimos passos. Neste caso, o algoritmo SA opta

por escolher um vizinho de forma aleatória. Isto é feito paratentar evitar que o algoritmo

fique preso em máximos locais da RV. A busca é reiniciada muitas vezes, cada vez usando

células individuais do mapa como zonas iniciais. Assim, o efeito desta estratégia é manter

o programa explorando livremente as zonas mais promissorasdo espaço de configuração e

abandonando as direções que não são interessantes. A melhorsolução encontrada pelo pro-

grama, a que maximiza a RV, é o cluster mais provável.

Tango and Takahashi (2005) apresentaram uma estatística espacial scan com formato fle-

xível (FS) que faz uma busca exaustiva de todos os possíveis clusters conectados em primeira

ordem de vizinhança dentro de um conjunto cercado pelos k vizinhos mais próximos de uma

dada região. Para cada região i, a estatística FS considera os k círculos concêntricos mais

todos os conjuntos de regiões conectadas, cujos centróidesestão localizados dentro do k-

ésimo maior círculo concêntrico. O método é repetido para cada região do mapa, permitindo

que todos os clusters conectados sejam enumerados até um limite de tamanho k. O conjunto

de clusters potenciais é armazenado e avaliado sobre a hipótese nula sem a necessidade de

reconstruí-lo a cada tempo. Takahashi et al. (2007) estenderam a estatística FS para detectar

clusters com formato irregular levando em consideração o espaço e o tempo.

Kulldorff et al. (2006) apresentaram uma versão elíptica daestatística espacial scan, ge-

neralizando o formato circular da janela da varredura. Elesusaram uma janela de varredura

elíptica de locação, formato (excentricidade), ângulo e tamanho variáveis. A scan elíptica

teve um maior poder para detectar clusters mais alongados que a estatística scan circular.

Conley and MacGill (2005) propuseram um algoritmo genéticopara explorar um espaço

de configuração de múltiplas aglomerações de elípses para conjuntos de dados pontuais. O

método empregava uma estratégia para limpar a melhor configuração encontrada e em se-
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guida simplificar geometricamente o cluster. Sahajpal et al. (2004) também usaram um al-

goritmo genético para encontrar clusters baseados nas interseções de círculos de diferentes

tamanhos e centros em conjuntos de dados pontuais.

Duczmal et al. (2007) desenvolveram um algoritmo genético scan para a detecção e infe-

rência de clusters espaciais de formato irregular. Assumindo um mapa dividido em regiões

com uma dada população em risco e casos de uma determinada doença, as operações com

grafos são minizadas por se basearem numa rápida geração de filhos e avaliarem a estatís-

tica espacial scan de Kulldorff. A função de penalidade de Duczmal et al. (2006), baseada

no conceito de compacidade geométrica, é empregada para evitar irregularidade excessiva

do formato geométrico do cluster. Este algoritmo estocástico possui variância das soluções

menor que o SA e é mais flexível que o scan elíptico. O poder deste método é igual ao do SA

para clusters moderadamente irregulares e é superior para clusters muito irregulares.

Duczmal et al. (2008) propuseram uma abordagem para delineação geográfica de clusters

espaciais de doenças com formatos irregulares tratando como um problema de otimização

multiobjetivo. Um critério quantitativo para escolher a melhor solução para cluster foi apre-

sentado por maximizar simultaneamente dois objetivos competitivos: a regularidade da forma

e a estatística espacial scan (LLR).

Através de extensivos testes numéricos, Abrams et al. (2006) mostraram que, sob a hi-

pótese nula de não existir cluster no mapa, a distribuição empírica dos valores da estatística

espacial scan de Kulldorff para clusters circulares é aproximada pela distribuição Gumbel. Os

autores mostraram que usando esta abordagem semi-paramétrica apenas 100 réplicas Monte

Carlo já são suficientes para fornecer a mesma adequação na estimação da significância en-

contrada por utilizar 10000 réplicas da distribuição empírica usual.

Kulldorff et al. (2003) apresentaram uma coleção grande de conjuntos de dadosbench-

mark gerados sob diferentes modelos de clusters e de hipóteses nulas, para serem usados

para avaliação do poder. Estes conjuntos de dados são usadospara comparar o poder da

estatística espacial scan.

Este trabalho tem como objetivo propor algumas extensões daestatística espacial scan
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de Kulldorff utilizando técnicas de otimização multiobjetivo para levar em consideração o

formato arbitrário das zonas candidatas a clusters e tambémos vários níveis de clusteriza-

ção presentes em um mapa. A pesquisa apresenta três estatísticas para detecção de clusters

espaciais: estatística scan de adjacência modificada, estatística scan multiseletiva e estatís-

tica scan desagregada. Os métodos de cada extensão propostaforam implementados em Dev

C++ (Laplace et al., 2007), e teve o auxílio do R (R Development Core Team, 2007) para

confeccionar os mapas e gráficos.

A estrutura desta tese envolve outros seis capítulos. O capítulo 2 descreve a Estatística

Scan proposta por Kulldorff and Nagarwalla (1995). O algoritmo genético e as técnicas mul-

tiobjetivo são introduzidas no capítulo 3. As extensões da Estatística Scan propostas neste

trabalho são apresentadas nos capítulos 4, 5 e 6, enquanto asconsiderações finais são descri-

tas no capítulo 7.



Capítulo 2

Estatística Scan Espacial

A estatística de teste para o método de detecção de conglomerados espaciais proposto por

Kulldorff é uma descendente da estatística scan espacial deNaus (1965).

2.1 Estatística Scan

Considere um mapa dividido emm regiões, com população totalN e casos totaisC de

algum fenômeno observável. A análise é feita condicionalmente no número total de casos e

assimC é tratado como uma constante conhecida. Defina zona como qualquer conjunto de

regiões conectadas e denote-a porz. SejaZ o conjunto das áreaszcandidatas a formarem um

cluster. Estes candidatosz são os círculos de raior arbitrário centrados em cada um dosm

centróides das regiões do mapa. O teste proposto por Kulldorff (1997) baseia-se no método

de máxima verossimilhança. O parâmetro neste caso é(z; p;q) em quez denota o círculo em

Z, p é a probabilidade de que um indivíduo qualquer dentro dez seja um caso enquanto que

essa probabilidade para um indivíduo fora dez é q. Tais probabilidades são independentes

para todos os indivíduos. Supondo que não existe cluster no mapa (hipótese nula), o número

de casos em cada região segue uma distribuição Poisson, com média proporcional à razão

entreC e N, multiplicada pela população das respectivas zonas. DefinaL(z) como a veros-

similhança sob a hipótese alternativa de que existe um cluster na zonaz (HA : p > q), e L0

a verossimilhança sob a hipótese nula (H0 : p = q). Sejamµ(z) = n(z)
N C o número esperado

de casos dentro da zonaz, sob a hipótese nula,n(z) a população dentro dez, c(z) o número

7
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de casos dentro dez. Para o modelo em que os dados possuem uma distribuição de Poisson,

Kulldorff (1997) mostrou que a função de verossimilhança é dada por

L(z, p,q) =
e−pn(z)−q(N−n(z))

C!
pc(z)qC−c(z)

m

∏
j=1

n( j) (2.1)

A razão de verossimilhança,λ, pode ser escrita como

λ =
SupHA{L(z)}
SupH0{L(z)} =

Supz∈Z,p>q{L(z, p,q)}
Supp=q{L(z, p,q)} =

L(Ẑ)
L0

(2.2)

Por definição,L0 =
e−C

C!

(C
N

)C m
∏
j=1

n( j).

A estatística de testeλ do teste da razão de verossimilhança é expressa por

λ =

⎧









⎨









⎩

Supz∈Z

(

c(z)
n(z)

)c(z)(C−c(z)
N−n(z)

)C−c(z)

(C
N

)C , se
c(z)
n(z)

>
C−c(z)
N−n(z)

;

1 , caso contrário.

O cluster mais verossímil é a zona ˆz para a qualL(z) é maximizadaL(ẑ) ≥ L(z) ∀z∈ Z.

Kulldorff and Nagarwalla (1995) obtiveram a distribuição exata de(λ ∣ C) via um procedi-

mento de simulação Monte Carlo, pois além da distribuição deλ depender da distribuição da

população o que a torna muito difícil de ser obtida analiticamente, a aproximação assintó-

tica usual por uma distribuição Qui-quadrado da transformação−2logλ não é válida pois as

condições de regularidade não são satisfeitas.

Uma forma mais simplificada para a razão de verossimilhança acima é denotar porI(z) =
c(z)
µ(z) o risco relativo dentro dez, O(z) = C−c(z)

C−µ(z) o risco relativo fora dez.

LR(z) =
L(z)
L0

=

⎧



⎨



⎩

I(z)c(z)O(z)C−c(z), seI(z)> 1;

1 , caso contrário.

O cluster mais plausível é a zona ˆz para a qualLR(z) é maximizadaLR(ẑ) ≥ LR(z) ∀z∈
Z. Como a função logaritmo é uma função estritamente crescente e LR(z) cresce muito
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rapidamente, maximizarlog{LR(z)} é equivalente a maximizarLR(z). Usualmente emprega-

se a expressãoLLR(z) = log{LR(z)}.

Uma janela circular sobre a área em estudo define uma zonaz constituída pelas regiões

cujos centróides caem dentro da janela. A zonaZ definida é o conjunto de todas as zonas

obtidas por janelas centradas em cada centróide e de raios variando entre zero e algum número

maior que zero, conforme ilustra a Figura 2.1. Este geralmente é dado em termos percentuais

(25% por exemplo) da população total do mapa.

Figura 2.1: Ilustração da varredura circular em dois centróides do mapa.

Alternativamente poderíamos detectar um cluster levando em conta simplesmente a inci-

dência de casos em cada zona. Ou seja, o número de casos observados dividido pela popu-

lação, ou ainda, o risco relativo que é o número observado de casos dividido pelo número

esperado de casos. A significância desta incidência não é considerada nessas duas idéias,

pois um aumento no risco relativo é tão mais significativo quanto maior seja a população em

risco. Em outras palavras, embora uma zona possa apresentarum risco relativo alto, se sua

população é pequena, ela se torna pouco significante.

A proposta de Kulldorff (1997) contorna o problema de significância aqui descrito. Ele

sugere uma varredura em todas asm2 zonas circulares possíveis (com algumas possíveis re-
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petições), procurando a de maiorLR(z). Necessita-se comparar este valor com omax(LR(z))

para os mapas de casos distribuídos aleatoriamente sob a hipótese nula. Esse procedimento é

repetido milhares de vezes para cada conjunto de casos distribuídos aleatoriamente.

Utiliza-se simulações de Monte Carlo para testar a significância do teste. Distribui-se

aleatoriamente o número total de casos do mapa entre as regiões, supondo a hipótese nula

verdadeira. Compara-se o resultado observado deLR(z) com os dados obtidos das simulações

de Monte Carlo e caso haja divergência entre eles, acredita-se na existência de conglomerados

espaciais ou clusters.

2.2 Algoritmo

O algoritmo para realizar o método de detecção de conglomerados proposto por Kulldorff

(1997) é o seguinte:

1. Escolher uma região no mapa em estudo;

2. Calcular as distâncias até as outras regiões, ordenando-as em ordem crescente, e guardando-

as em um vetor;

3. Criar um círculo centrado na região escolhida no passo 1 e continuamente aumentar

o seu raio de acordo com as distâncias encontradas no passo 2.Para cada região que

entrar no círculo atualizar o número de casosc(z) e a populaçãon(z) dentro do círculo

z. CalcularLR(z) para cada par(c(z),n(z)). Registrar o círculo com maiorLR(z) até o

momento;

4. Repetir os passos 1, 2 e 3 para cada região do mapa;

5. Utilizar simulações de Monte Carlo para avaliar a significância do teste:

(a) Gerar um conjunto de casos independentes, em queC casos são distribuídos

ao acaso entre asm regiões de acordo com a hipótese nula, isto é, cada região temum

número esperado de casosµ(z), e a distribuição de casos segue uma Multinomial;
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(b) CalculeT = max
z

{LR(z)} de acordo com os passos 1-4;

(c) Repita os passos (a) e (b) para um número grandeB de simulações;

(d) Ordenar os valores deT dosB conjuntos simulados e o valor deT observado

no conjunto de dados original. Denotar o posto da estatística T associado ao conjunto

de dados original porR. SeR estiver entre os 100(1−α)% maiores postos, rejeitar

a hipótese nula ao nível de significância deα. O p-valor associado com este teste é

1−R/(B+1);

6. Se a hipótese nula for rejeitada, então a zona ˆzassociada com a maximização deLR(z)

é o cluster mais plausível e deve ser armazenada para que se faça o mapa destacando o

cluster encontrado.

2.3 Características

O teste proposto por Kulldorff (1997) tem alguns pontos a serem destacados. As suas

principais vantagens são: (a) levar em consideração a densidade populacional não constante

no mapa; (b) procurar clusters sem especificação prévia de sua localização e tamanho; (c) se

a hipótese nula é rejeitada, o teste fornece a localização docluster mais verossímil que levou

à rejeição; (d) é uniformemente mais poderoso1; (e) fornecer uma estimativa para o valor p.

Além disso, o método pode ser modificado para levar em conta qualquer número de variáveis

de risco conhecidas, tais como idade e sexo.

O método do Scan circular (Kulldorff and Nagarwalla, 1995) apresenta as seguintes des-

vantagens: (a) o método fixa a forma geométrica dos candidatos a clusters como círculos ou

quadrados. Isto tende a criar clusters compactos englobando muitas vezes regiões que, de

fato, não fazem parte do conglomerado (superestimação), ou, pode deixar de englobar re-

giões que de fato estariam no cluster, mas que não foram consideradas (subestimação) devido

1Um teste uniformemente mais poderoso é um teste de hipótese que tem o maior poder (probabilidade do
teste rejeitar corretamente a hipótese nula) entre todos ospossíveis testes de um dado tamanho. Mais detalhes
em Casella and Berger (2002).
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ao fato do centróide estar fora do círculo avaliado; (b) o método tem poder baixo diante de

clusters com formatos irregulares; (c) o método tem um poderbaixo contra alternativas com

um grande número de pequenos clusters localizados em posições bastante diferentes.

A estatística Scan espacial definida em Kulldorff (1997) nãoexige nenhuma restrição no

formato dos clusters. No entanto, a delineação geográfica declusters com formato irregular

apresenta algumas dificuldades. A liberdade em avaliar clusters de qualquer formato geomé-

trico diminui o poder de detecção (Duczmal et al., 2006). Isto acontece porque a coleção de

todas as zonas conectadas, independentemente do seu formato, é muito grande. O valor má-

ximo da função objetivo provavelmente está associada ao “verdadeiro” formato dos clusters,

que apenas liga as regiões com maiores razões de verossimilhança do mapa sem contribuir

com a descoberta de soluções geograficamente significativasque delineiam corretamente o

cluster “verdadeiro”. Esse “ruído” existente contribui para que as legítimas soluções não

sejam distinguidas das demais. O problema ocorre em muitos algoritmos de detecção de

clusters com formato irregular e pode ser abrandado em partepor limitar o número máximo

de regiões que devem compor o cluster. A solução que tem sido adotada em diversos tra-

balhos científicos da área consiste em aplicar uma função de penalidade que leve em conta

também o formato geométrico dos clusters. Duczmal et al. (2006) propuseram que o valor da

estatística scan fosse reduzida de acordo com a irregularidade do formato do cluster através

de sua compacidade geométrica, que generalizou a penalidade adotada para o caso especial

das elipses, Kulldorff et al. (2006). Com a necessidade de variar a quantidade de penalização

conforme o formato, diversas soluções de clusters são encontradas, desde os clusters mais

circulares até aqueles com formas muito irregulares. Destamaneira, as técnicas de otimiza-

ção multiobjetivo entraram na pesquisa por algoritmos maisinteressantes que levassem em

conta múltiplos objetivos durante a busca por clusters espaciais.

O capítulo 3 apresenta as técnicas de otimização multiobjetivo relacionadas a este traba-

lho.



Capítulo 3

Técnicas de Otimização Multiobjetivo

Muitos problemas do mundo real apresentam vários objetivosque podem ser conflitantes

entre si. Por exemplo, suponhamos que desejamos comprar um automóvel com base em dois

objetivos: maximizar o desempenho e minimizar o preço. Neste contexto, aotimizaçãoé a

tarefa de encontrar uma ou mais soluções que atendam aos doisobjetivos mencionados. Se

o exemplo em questão envolvesse apenas umafunção objetivo, desempenho ou preço, esse

problema seria classificado como deotimização monoobjetivo, e sua solução é denominada

solução ótima. Como o nosso interesse é atender simultaneamente aos dois objetivos, o

problema é qualificado como sendo deotimização multiobjetivo. Neste caso, geralmente não

há uma única solução ótima, mas um conjunto de alternativas comcompromissos(trade-offs)

diferentes, chamado desoluções ótimas de Pareto, ou soluções não-dominadas. Apesar da

existência de múltiplas soluções ótimas de Pareto, na prática, geralmente apenas uma destas

soluções será escolhida.

A Figura 3.1 ilustra o exemplo do automóvel, em que encontramos sete modelos dis-

poníveis no mercado. A Figura 3.2 destaca as três soluções mais interessantes no sentido

de maximizar o desempenho e minimizar o seu preço simultaneamente. Pode-se notar que

nenhum dos retângulos hachurados (Figura 3.2(a)-(c)) contém soluções, indicando que não

existem soluções que são melhores simultaneamente em relação a preço e desempenho, para

cada um dos três pontos escuros (as 3 soluções ótimas do conjunto de 7 pontos, Figura 3.2(d)).

Em outras palavras, apesar de não ser possível encontrar algum automóvel que seja melhor

13
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do que todos os outros em relação ao preço e desempenho, aindaassim podemos escolher

as três soluções ótimas da figura, que se caracterizam por nãoserem piores do que nenhuma

outra simultaneamente nos dois objetivos (preço e desempenho). Assim, as três soluções óti-

mas podem ser pensadas como as três únicas soluções que não são imediatamente eliminadas

de nossa consideração; todas as demais 4 soluções são eliminadas por serem piores do que

alguma outra nos dois objetivos simultaneamente.

Figura 3.1: Desempenho x Preço para sete modelos de automóveis disponíveis no mercado.

Ao formular esse problema como a otimização de uma função monoobjetivo, a decisão

da solução ótima é pré-estabelecida. Um problema grave ocorre, pois a escolha dessa fun-

ção monoobjetivo é artificial, ao penalizar arbitrariamente um dos objetivos. Por exemplo,

poderíamos escrever a função de avaliação de preço comof1 e a função de avaliação de de-

sempenho comof2, e nossa função monoobjetivog seria uma combinação linear def1 e f2,

g = a f1+ b f2. A solução encontrada seria a solução que estivesse na curvade nível mais

extrema da funçãog (Figura 3.3). O problema desse enfoque é que escolhemos os pesosa e

b antes de conhecer os pontos soluções, e portanto o processo de escolha da solução ótima é

determinado antes do processo de otimização. Pesos diferentes dão origem a funçõesg distin-
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(a) (b)

(c) (d)

Figura 3.2: Escolhas ótimas que maximizam o desempenho e minimizam o preço simultane-
amente.

tas (Figuras 3.3(a) e 3.3(b)), e portanto diferentes soluções. O enfoque multiobjetivo fornece

uma estratégia mais robusta, pois permite decidir qual é o subconjunto das soluções não-

dominadas, eliminando assim todas as soluções dominadas que são piores simultaneamente

nos dois objetivos. Assim nossa atenção pode se concentrar apenas no conjunto de soluções

não-dominadas, e um critério de desempate pode ser elaborado com um conhecimento mais

completo de todas as alternativas.

No enfoque multiobjetivo, essa decisão pode ser feita após se encontrar todas as soluções

candidatas a ótimas (conjunto Pareto-ótimo), que será definido na seção 3.2.
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(a)

(b)

Figura 3.3: Exemplos de direções de melhoria da função objetivo se o problema fosse mono-
objetivo.
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Portanto, em otimização multiobjetivo há pelo menos duas tarefas importantes: uma ta-

refa de otimização para encontrar as soluções ótimas de Pareto (que envolve um procedimento

computacional) e uma tarefa de tomada de decisão para escolher uma única solução, dentre

as soluções ótimas de Pareto. A última geralmente necessitade informações extras dadas por

um especialista do problema que está sendo tratado.

As seções 3.1, 3.2 e 3.3 são apresentados os algoritmos genéticos, alguns conceitos em

otimização multiobjetivo e os algoritmos genéticos multiobjetivo, respectivamente. Tais al-

goritmos serão úteis para se compreender as abordagens desenvolvidas por Duczmal et al.

(2007) e Duczmal et al. (2008). O algoritmo de Duczmal et al. (2008) foi aplicado em uma

das propostas desta tese.

3.1 Algoritmos Genéticos

Os algoritmos genéticos foram desenvolvidos por Holland (1975) com o objetivo de abs-

trair e explicar os processos adaptativos da evolução biológica. As idéias de Holland foram

desenvolvidas e divulgadas por seu aluno Goldberg em Goldberg (1989), que desenvolveu

programas de computador baseados nos mecanismos evolutivos.

Uma aplicação comum dos Algoritmos Genéticos é o problema debusca. Dado um con-

junto deindivíduos, deseja-se encontrar aquele ou aqueles que melhor atendam acertas con-

dições especificadas. Tais algoritmos transformam umapopulaçãode indivíduos, cada um

com um valor associado de adaptabilidade, chamado deaptidão, numa nova geração de in-

divíduos usando os princípios Darwianos deseleção naturaldos mais aptos. Cada indivíduo

na população representa uma possívelsoluçãopara um dado problema. O que o Algoritmo

Genético faz é procurar aquela que seja muito boa ou a melhor para o problema analisado,

construindo gerações sucessivas de populações de indivíduos cada vez mais aptos à otimiza-

ção dafunção objetivode interesse.

Os operadores genéticos que constituem a base de um algoritmo genético são:

1. Um operador decruzamento, que gera novos indivíduos a partir da combinação da
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informação contida em dois ou mais indivíduos;

2. Um operador demutação, que utiliza a informação contida em um indivíduo para,

estocasticamente, gerar outro indivíduo;

3. Um operador deseleção, que decide se um indivíduo vai estar presente na próxima

geração, baseado em sua aptidão.

O operador de seleção garante aos melhores indivíduos da população corrente a prefe-

rência para o processo de reprodução, permitindo que estes indivíduos possam passar as

suas características às próximas gerações. O operador de cruzamento é responsável pela

propagação das características dos indivíduos mais aptos da população, o que dará origem a

novos indivíduos. O operador de mutação garante a introdução e manutenção da diversidade

genética na população. Enquanto os operadores de cruzamento e de mutação aumentam a

variação da população estudada, o operador de seleção direciona a busca.

Com base em uma população inicial, os algoritmos genéticos vão formando uma sequên-

cia de gerações. A cada iteração os operadores genéticos sãoaplicados à população corrente,

e uma nova população é obtida.

Vamos agora mostrar mais detalhadamente como o operador de cruzamento produz novos

candidatos a clusters a partir de uma população de candidatos.

Como foi dito anteriormente, o objetivo do cruzamento é gerar novos indivíduos, deno-

minados filhos, a partir da combinação das características de outros elementos, tipicamente

dois, denominados pais. Como os filhos reúnem características de ambos os pais, é natural

imaginar que ele se encontra em algum ponto do “caminho” que os une. Alguns estarão

eventualmente mais próximos de um dos pais do que de outro, mas espera-se que cada filho

carregue consigo pelo menos uma pequena quantidade de características de cada um dos pais.

Em problemas de variáveis contínuas é comum, por exemplo, a geração de filhos que estão

no segmento de reta (o caminho mais curto, considerando a distância Euclideana) que liga os

dois pais. Num contexto de variáveis discretas, porém, o conceito de caminho entre soluções

não está, na maioria das vezes, definido implicitamente ou intuitivamente, pela ausência da
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noção de vizinhança. Muitas vezes é necessário que se defina uma métrica adequada à na-

tureza do problema, para que se possa trabalhar com o conceito de vizinhança. A partir daí

é que será possível definir um caminho partindo de um pai, saltando de um indivíduo para

um de seus vizinhos, e assim sucessivamente, até que se alcance o outro pai. O objetivo do

nosso operador de cruzamento é, então, obter uma sequência de indivíduos que se encontram

no caminho entre dois subgrafos pais.

A seguir tem-se os aspectos estruturais para representar ummapa através de um grafo,

conforme descritos em Carrano (2007) e em Cancado (2009).

Definição 3.1 (Grafo) Um grafo G é um par G= (V,A), ondeV={v1, v2, ..., vn} é o conjunto

de seus vértices e A é o conjunto de todas as arestas ai, j , onde vi e vj são adjacentes, com vi ,

v j ∈V.

A cada vérticevk, k = 1, ...,n, associa-se um dosn centróides e, portanto, cada vértice

está associado a uma região. Se duas regiõesi e j têm uma fronteira em comum, então os

vérticesvi e v j correspondentes são adjacentes e, portanto, ligados por uma arestaai, j . A

representação do mapa através de um grafo apresenta algumasvantagens sobre outros tipos

de estruturas. Conceitos de caminhos e conexidade estão bemdefinidos para estruturas de

grafos. Além disso são conhecidos vários algoritmos de manipulação e busca eficientes sobre

essas estruturas.

∙ Dados dois subgrafosA e B, tais queA∩B ∕=∅, chamados pais, sejamC = A∩B e D

o maior subgrafo conexo cujos vértices estão emC, ou seja,D é o maior subconjunto

conexo dos vértices que formam o conjuntoC;

∙ Atribuiremos um nível para cada vértice do paiA. Cada um dosnd vértices deD (que

também são vértices deA) recebe o nível zero;

∙ Escolhemos aleatoriamente um vérticev1 adjacente a qualquer vértice deA0 = D, com

v1 ∈ A−A0, e a ele associamos o nível um. Depois, escolhemos aleatoriamente um

vérticev2 adjacente a qualquer vértice deA1 = D ∪ {v1}, comv2 ∈ A−A1, e a ele
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associamos o nível 2. Noi-ésimo passo, escolhemos aleatoriamente um vérticevi ad-

jacente a qualquer vértice deAi−1 = D∪{v1,v2, ...,vi−1}, comvi ∈ A−Ai−1;

∙ Repetimos esse passo até que todos osna vértices deA−D tenham sido escolhidos

e tenham recebido seus respectivos níveis (veja o exemplo deatribuição de níveis na

Figura 3.4, no meio).

Percebe-se no procedimento acima que a escolha dos níveis não é única.

A Figura 3.4, de Cancado (2009), ilustra uma geração de filhosa partir de dois pais {a,

b, c, d, e} e {c, f, g, h, i} dentro do mapa (acima, à esquerda). Os pais têm a região c em

comum. A numeração dos níveis exemplificada (no meio, acima)gera os filhos {b, c, d, e,

g}, {b, c, d, f, g} e {b, c, f, g, h} (apontados com setas pontilhadas). Os filhos {a, b, c, d, e}

e {c, f, g, h, i} (apontados com setas sólidas) são idênticos aseus pais.

Figura 3.4: Geração de filhotes em um algoritmo genético (Cancado (2009)).

Osna vértices do paiA mais o nó virtualr (formado pela fusão dos vértices no conjunto

D), juntamente com os segmentos orientados(v j ,vk), ondevk foi escolhido como adjacente

a v j no k-ésimo passo( j < k), mais os segmentos orientados(r,vk), ondevk é adjacente ao

conjuntoD, formam a árvoreTA (veja Figura 3.5) que tem a seguinte propriedade:
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O processo descrito para determinação dos níveis dos vértices do paiA é feito também

para osnb vértices deB−D, porém usando níveis negativos ao invés de positivos.

Figura 3.5: ÁrvoresTA eTB.

A partir daí contruímos os filhos deAeB. Os níveis dos vértices do paiAsão{0, 1, 2, 3, ..., na}
e do paiB {0, −1, −2, −3, ..., −nb}. Suponha, sem perda de generalidade, quena ≥ nb.

Então cada filho deA e B é formado pelos vértices associados aos níveis de cada uma das

seguintes sequências, formadas a partir do paiA e em cada passo, retirando o vértice de nível

mais afastado de zero do paiA (ou seja, o mais positivo) e adicionando o vértice de nível mais

próximo de zero do paiB (ou seja, o menos negativo):
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{na−1, ..., 1, 0, −1}
{na−2, ..., 1, 0, −1, −2}

...

{na−nb, ..., 1, 0, −1, −2, ..., −nb}
{na−nb−1, ..., 1, 0, −1, −2, ..., −nb}

...

{2, 1, 0, −1, −2, ..., −nb}
{1, 0, −1, −2, ..., −nb}

(3.1)

Se alguma sequência tem dois níveis correspondentes ao mesmo vértice (um positivo e

outro negativo para vértices emC−D), então basta levar em conta apenas um dos níveis. A

cada vértice retirado ou adicionado saltamos de um grafo para seu vizinho. Como os filhos

sempre são obtidos retirando e adicionando um vértice, o conjunto de filhos obtido no final

constitui um caminho formado por passos de tamanho dois1. O próximo resultado representa

uma grande vantagem desse processo de cruzamento.

A idéia por trás dessa operação é que os filhos formam uma transição suave entre os pais

A e B. Note que o primeiro filho se parece bastante com o paiA e que o último se parece

bastante com o paiB.

A cada geração, o algoritmo genético faz várias tentativas de cruzamento, uma vez que o

cruzamento só é possível caso haja interseção não-vazia entre os pais. Essas tentativas cessam

caso ele atinja o número máximoctmax de cruzamentos tentados oucbsmax de cruzamentos

bem sucedidos.

O operador mutação também é responsável por gerar novos filhos, porém de forma dife-

rente. Esse operador substitui aleatoriamente um indivíduo por um de seus vizinhos, e esse

processo adiciona ou remove indivíduos que são os vértices de um subgrafo. A Figura 3.6

1Obviamente poderíamos trabalhar com passos de tamanho 1, oumesmo outros tamanhos. Essa escolha
levou em conta que (1) a geração de todos os filhos pode nos conduzir a um número demasiadamente grande
de soluções, consumindo muito tempo e (2) a avaliação incremental permite que avaliemos mais de dois filhos,
sem aumento significativo do tempo. A escolha de passos de tamanho dois parece ser um bom compromisso
entre tempo e número de soluções avaliadas.
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mostra um exemplo de Mutação num subgrafo hipotético. Nessesentido, torna-se necessário

testar a conexidade nesse subgrafo modificado. Este modo de gerar filhos é computacional-

mente mais caro e por isso é realizado em apenas uma pequena fração do mapa.

Finalmente, o operador seleção baseia-se na comparação da aptidão de indivíduos. O

indivíduo com maior aptidão terá maior probabilidade de sercolocado na próxima geração.

Portanto, a seleção é responsável pela construção da próxima geração, em que os filhotes e

os pais são ordenados segundo o critério de otimização. Neste trabalho tem-se que 10% da

nova geração é formado pelos melhores pais e 90% pelos melhores filhos.

O cluster será a região com maior LLR e sua significância é obtida de forma similar aos

métodos já descritos no capítulo 2.

Figura 3.6: A geração dos filhotes por Mutação.

Para que se consiga chegar a um desempenho satisfatório, o algoritmo genético deve ser

ajustado através de alguns parâmetros que determinam seu funcionamento. Esses parâmetros

são:

∙ N: tamanho da população



CAPÍTULO 3. TÉCNICAS DE OTIMIZAÇÃO MULTIOBJETIVO 24

∙ pm: probabilidade de mutação

∙ cbsmax: número máximo de cruzamentos bem sucedidos

∙ ctmax: número máximo de cruzamentos tentados

∙ gmax: número de gerações, utilizado como critério de parada do algoritmo

Especificamente para o algoritmo descrito nessa tese o tamanho da populaçãoN está im-

plicitamente definido como o número de regiões do mapa. O procedimento de geração da

população inicial gera um indivíduo partindo de cada uma dasN regiões. A probabilidade

de mutaçãopm utilizada ne maioria dos algoritmos genéticos está próximade 0,05. No caso

do nosso algoritmo, a mutação pode não ser possível, já que sea escolha for por retirar uma

região pode não haver nenhuma região passível de ser retirada sem tornar o indivíduo desco-

nexo. Por esse motivo, escolhemos uma probabilidade maior que 0,05. A taxa de mutação

foi definida como 0,1. Um valor acima de 0,1 faria com que a busca se tornasse demasia-

damente aleatória. Para o número máximo de cruzamentos bem sucedidoscbsmax optamos

por utilizar o número de cruzamentos em um algoritmo padrão,que é de⌈N/2⌉ cruzamentos.

Com esse número de cruzamentos, um algoritmo normal (com um cruzamento que gerasse

dois indivíduos por cruzamento) obteriaN novos indivíduos filhos. No nosso algoritmo, caso

esse número de cruzamentos seja atingido, em geral teremos mais queN indivíduos filhos.

Para isso, verificamos para o nosso problema que com um númerode tentativas de cruza-

mentoctmax= 2N raramente não atingimos⌈N/2⌉ cruzamentos bem sucedidos. Por fim,

como critério de parada utilizamos o número máximo de geraçõesgmaxque foi fixado em 40.

A configuração de parâmetros utilizada nesta proposta foi baseada em estudos realizados por

Cancado (2009).

Um algoritmo genético genérico pode ser visualizado da seguinte forma:

Algoritmo Genético Genérico

Inicialize a população de indivíduos (geração i = 1)

Avalie indivíduos na população (função objetivo ou aptidão)
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Repita (evolução)

Selecione indivíduos para reprodução

Aplique operadores de cruzamento e/ou mutação

Avalie indivíduos gerados na população

Selecione indivíduos para sobreviver (geração i = i + 1)

Até critério de parada (objetivo final ou máximo de gerações)

Fim

3.2 Otimização Multiobjetivo

Nos algoritmos multiobjetivo têm-se a necessidade de otimizar simultaneamente duas ou

mais funções objetivof1, f2, ..., fn. Assim, o problema de otimização multiobjetivo pode ser

escrito na forma

max
x

f (x) = ( f1(x), f2(x), ..., fn(x))

Na maioria das vezes os objetivosf1, f2, ..., fn são conflitantes, no sentido de que difi-

cilmente uma mesma escolha de parâmetrosx otimiza todos os objetivos simultaneamente.

Por essa razão a busca pela melhor solução em um problema com mais de um objetivo está

intimamente ligada ao conceito de dominância, dado a seguir.

Definição 3.2 (Dominância)Seja f(x) = ( f1(x), ..., fn(x)) uma função definida em um es-

paço X. Um ponto x1 ∈ X domina outro ponto x2 ∈ X (denota-se x1 ≻ x2) se fi(x1)≥ fi(x2),

i = 1, ...,n e se existe pelo menos um índice k∈ {1, ...,n} tal que fk(x1)> fk(x2).

Em outras palavras, um pontox1 domina o pontox2 se a avaliação dex1 for melhor que

a avaliação dex2 em um objetivo e não for pior em nenhum outro objetivo. Caso o problema

seja de minimização, a definição parax1 ≺ x2 vale trocando os sinais≥ e > por ≤ e <,

respectivamente.
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Com o conceito de dominância podemos agora definir o objeto essencial na resolução de

problemas de otimização multiobjetivo, asolução Pareto-ótima.

Definição 3.3 (Solução Pareto-ótima)Diz-se que uma solução x∗ ∈ X é Pareto-ótima se

não existe x∈ X tal que x domina x∗.

Uma solução Pareto-ótima pode ainda ser chamada de solução não-dominada ou solução

eficiente. Oconjunto Pareto-ótimoé formado por todas as soluções Pareto-ótimas. A Figura

3.7 apresenta um exemplo com pontos dominados (+) e os pontos que formam o conjunto de

Pareto (⊕).

Figura 3.7: Ilustrando o conjunto de Pareto

O algoritmo genético apresentado na seção 3.1 será modificado na seção 3.3 para lidar

simultaneamente com as duas grandezas: a compacidadeK e a estatística espacial scan.
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3.3 Algoritmos Genéticos Multiobjetivo

Os algoritmos evolutivos têm sido utilizados com sucesso para determinar o conjunto

Pareto-ótimo nos problemas de otimização multiobjetivo. Chankong and Haimes (1983) e

Schaffer (1984) apresentaram implementações práticas para tratamento de problemas mul-

tiobjetivo. Fonseca and Fleming (1993) foram pioneiros ao proporem o Algoritmo Gené-

tico Multiobjetivo (MOGA) que ordena as soluções não-dominadas. Nessa proposta, não

se garantia a diversidade e havia um alto custo computacional. Com base no NSGA(Non-

dominated Sorting Genetic Algorithm)de Srinivas and Deb (1995), Deb (2001); Deb et al.

(2002) propuseram o NSGA-II em que o operador de seleção favorece elitismo e o algo-

ritmo preserva diversidade por compartilhar a aptidão baseada em ordenamento das soluções.

Muitos outros trabalhos surgiram neste intervalo, como Coello (1996), Fonseca and Fleming

(1995), Nepomuceno et al. (2003), Takahashi et al. (2003), Takahashi et al. (2004) e Carrano et al.

(2006) que desenvolveram diferentes algoritmos genéticosmultiobjetivo para finalidades di-

versas.

Coello (1996) classifica os algoritmos evolutivos para otimização multiobjetivo em três

categorias: técnicas que utilizam funções de agregação, técnicas não baseadas na teoria de

Pareto e técnicas baseadas na teoria de Pareto. As extensõesda Estatística Scan propostas

neste trabalho estão relacionadas apenas as técnicas multiobjetivo baseadas na teoria de Pa-

reto. Duas são as finalidades quando se deseja determinar o conjunto Pareto de problemas

multiobjetivo via métodos evolucionários: guiar a busca nadireção do conjunto ótimo de

Pareto e manter a diversidade da população na fronteira de Pareto.

Conforme descreve Carrano (2007), o conjunto de Pareto podeauxiliar numa tomada de

decisão planejada em diversos problemas cujos objetivos sejam conflitantes, pois de acordo

com a disposição das soluções no conjunto Pareto é possível avaliar o compromisso dentre

os objetivos envolvidos. O analista pode avaliar o efeito desubstituir uma solução por outra,

sabendo o que irá perder em um objetivo e ganhar em outro.

Duczmal et al. (2008) desenvolveram um algoritmo multiobjetivo baseado no algoritmo

genético para detecção e inferência de clusters espaciais.Dois objetivos competetivos são
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envolvidos na busca dos clusters: uma medida de regularidade do formato e o valor da esta-

tística espacial scan. Eles propuseram critérios quantitativos para escolher a melhor solução

do conjunto dos clusters possíveis. Desta maneira, a escolha que geralmente se dava de forma

arbitrária e subjetiva passou a ser através de metodologia teoricamente sistemática para en-

contrar tal solução.

As Figuras 3.8, 3.9 e 3.10 ilustram a evolução da população noalgoritmo genético mul-

tiobjetivo. Os gráficos se referem aLLR× compacidadeao longo das gerações 1, 30 e 500,

respectivamente.

Figura 3.8: Evolução da população no algoritmo genético multiobjetivo, geração 1.
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Figura 3.9: Evolução da população no algoritmo genético multiobjetivo, geração 30.
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Figura 3.10: Evolução da população no algoritmo genético multiobjetivo, geração 500.
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Com base nessas figuras, observa-se o movimento dos pontos emdireção a valores mai-

ores deLLR e K. Nota-se também que a convergência é muito rápida para pontos com alta

compacidade. A população pode conter múltiplas cópias de alguns indivíduos, principal-

mente nas gerações finais. O conjunto de Pareto da última geração é considerado a solução

dada pelo algoritmo genético. As últimas populações vão se tornando cada vez mais próxi-

mas de seus respectivos conjuntos de Pareto, e essa proximidade pode ser utilizada como um

critério de convergência conforme destaca Cancado (2009).

Uma das extensões propostas neste trabalho utiliza operadores específicos propostos por

Duczmal et al. (2008) para explorar a estrutura do problema de busca de clusters espaciais

mais verossímeis em um mapa composto porm regiões. O algoritmo genético multiobjetivo

utilizado nesta tese está descrito na seção 4.2 do capítulo 4.



Capítulo 4

Estatística Scan de Adjacência
Modificada: um método semi-focado

4.1 Introdução

Atualmente, ferramentas desenvolvidas para a detecção de clusters espaciais de doença

são utilizados por epidemiologistas para estudos etiológicos (Lawson et al., 2000) e vigilân-

cia sindrômica (Duczmal and Buckeridge, 2006; Kulldorff etal., 2005, 2006, 2007). O con-

junto de clusters potenciais é construído, no caso mais simples, como a coleção de zonas defi-

nidas por janelas de formato regular, tais como círculos ou quadrados (Kulldorff and Nagarwalla,

1995). Em muitos cenários, porém, estamos interessados na detecção de clusters espaci-

ais que não estão restritos à forma regular. Recentemente, outros métodos foram propos-

tos para detectar clusters espaciais de formato irregular,incluindo Patil and Taillie (2004),

Duczmal and Assuncao (2004), Duczmal and Buckeridge (2006), Duczmal et al. (2006, 2007,

2008, 2009), Iyengar (2004), Sahajpal et al. (2004), Conleyand MacGill (2005), Tango and Takahashi

(2005), Neill and Moore (2006), Assuncao et al. (2006) e Kulldorff et al. (2003, 2006, 2007).

Uma estatística é então empregada para avaliar cada um dos clusters potenciais. A Esta-

tística Scan Espacial (Kulldorff, 1997) é muito popular e é usada pelos softwares SatScan

(Kulldorff, 1999) e ClusterSeer (TerraSeer, 2004). O cluster mais provável é definido como

o cluster do conjunto potencial que maximiza a estatística.Um método Monte Carlo é usado

para calcular o valor da probabilidade de significância (p) do cluster mais provável.

32
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Ao invés de trabalhar com um mapa livre de característica ambientais, faz sentido adici-

onar tanta informação relevante quanto possível. Besag andNewell (1991) classificaram os

testes de conglomerados em Gerais e Focados. Nos testes focados, os dados são coletados

para testar a hipótese de um possível excesso de casos ao redor de uma fonte suspeita e esta

fonte deve ser identificada antes de se observar os dados. Os testes gerais procuram identificar

as áreas geográficas com um risco significativamente elevadosem especificar previamente

quais e quantas áreas seriam estas. Neste capítulo, propomos uma alternativa semi-focada

que, ao invés de considerar um mapa livre de característicasambientais, tenta adicionar o

máximo de informação relevante relacionada com a distribuição espacial de casos da doença

avaliada. Esta abordagem deve ser comparada aos testes gerais, que não especificam qual-

quer característica especial para as diferentes regiões domapa. Cada uma destas classes de

algoritmos tem suas próprias especificidades e vantagens.

A extensão proposta neste capítulo explora uma abordagem alternativa baseada no co-

nhecimento prévio de características ambientais em que se suspeita serem significantes para

explicar a distribuição espacial dos casos da doença estudada. Um exemplo de tal carac-

terística sugere a conexão mais forte das regiões encontradas no mesmo trajeto do vento

predominante quando o estudo se refere a poluentes transportados por via aérea. Um outro

exemplo é a proximidade a um rio, lago ou praia, relativo à transmissão de uma doença pela

água: o rio pode conectar as regiões que não são imediatamente vizinhas. Em uma situação

inteiramente diferente, o mesmo rio pode obstruir a vizinhança entre regiões que possuem

um limite comum, se considerarmos uma doença transmitida por animais contaminados e

que não podem cruzar o rio. Neste caso, a conectividade da vizinhança é enfraquecida pela

presença do mesmo rio.

A metodologia proposta neste capítulo pretende testar hipóteses relacionadas às causas

ambientais geográficas através da avaliação comparativa dasignificância dos clusters mais

prováveis detectados sob os correspondentes mapas modificados conforme aquelas causas.

A questão aqui é decidir se o cluster mais provável detectadoem um mapa com a estrutura

de adjacência é menos significante que o cluster mais provável detectado no mapa alterado
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com adjacência alterada. Caso a resposta seja positiva, tem-se indicações de que o efeito

ambiental introduzido pela alteração na estrutura de adjacência teve um importante papel na

detecção do cluster. Sendo a resposta negativa, então não existe razões para acreditar que a

presença do cluster possa ser atribuída à causa ambiental mencionada.

Como mostram os exemplos apresentados, para cada cenário introduzimos modificações

nos diferentes lugares do mapa: naturalmente, esperamos enfraquecer a detecção dos clusters

se modificarmos algum vizinho que não esteja completamente relacionado com a causa am-

biental. Desenvolvemos uma nova metodologia, baseada em umalgoritmo genético de otimi-

zação multiobjetivo, que foi desenvolvido por Duczmal et al. (2008) para selecionar a melhor

solução de cluster, entre as muitas possíveis soluções encontradas. Esse algoritmo busca ma-

ximizar dois objetivos competitivos: nominalmente a razãode verossimilhança da estatística

scan (Kulldorff, 1997) e a regularidade do formato do cluster (Duczmal et al., 2006).

Neste caso, executamos sequencialmente o algoritmo genético multiobjetivo para vários

conjuntos de parâmetros ou cenários, e em seguida obtivemosum grande número de so-

luções de clusters, que são comparadas e julgadas em termos de suas significâncias. Os

conjuntos de parâmetros controlam a intensidade da adjacência, que é baseada na similari-

dade/dissimilaridade ambiental entre regiões. O objetivoé testar quais condições ambientais

específicas induzem clusters mais significativos, permitindo assim ao algoritmo aceitar ou

rejeitar diferentes hipóteses sobre a relevância de fatores ambientais geográficos.

O algoritmo genético multiobjetivo é descrito na seção 4.2.A seção 4.4 introduz a nova

metodologia de mapas reforçados com estruturas ambientalmente definidas. O método é

numericamente avaliado na seção 4.5 e uma aplicação é discutida na seção 4.6.

4.2 O Algoritmo Genético Multiobjetivo

O algoritmo genético proposto por Duczmal et al. (2007) foi utilizado para a detecção e

inferência de clusters espaciais usando a estatística scanem um mapa dividido em regiões.

O algoritmo tenta maximizar uma função objetivo, modificando uma população inicial de
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indivíduos para um número de gerações. A variação da população é aumentada através dos

operadores cruzamento e mutação. O operador seleção escolhe os indivíduos que permane-

cerão na geração seguinte, mantendo o tamanho da população fixado durante o processo. O

operador cruzamento cria novos indivíduos filhos, ou as zonas, misturando as características

de dois pais aleatoriamente escolhidos a cada vez, conformevisto no capítulo 3. Desse modo,

vários filhos são gerados, sendo estes as zonas intermediárias entre as duas zonas extremas

A e B. O operador seleção ordena as zonas conforme o valor da função objetivo (estatística

scan). Sendo assim, com o avanço do algoritmo através das gerações, espera-se encontrar

indivíduos com valores da função objetivo cada vez mais elevados.

A significância estatística do cluster mais provável de casos observados é calculado atra-

vés de uma simulação Monte Carlo (Dwass, 1957), como descrito no capítulo 2. Sob a

hipótese nula, os casos simulados são distribuídos aleatoriamente sobre o mapa e a estatística

scan é calculada para o cluster mais provável. A quantidade de casos simulados é igual ao

total de casos observados no mapa. Este procedimento é repetido milhares de vezes e os

valores obtidos são comparados com aquele do cluster mais provável de casos observados,

produzindo uma estimativa de valor p. O algoritmo tem uma convergência rápida e um bom

poder de detecção relativamente quando comparado com outros algoritmos da literatura.

A medida quantitativa utilizada para avaliar a regularidade do formato geométrico do

cluster foi a compacidade geométrica, proposta por Duczmalet al. (2006). Dado um objeto

geométricoz no plano, definaA(z) como a área dez e H(z) como o perímetro do fecho

convexo dez. A compacidade dezé dada porK(z) = 4πA(z)
H(z)2

. Isto é equivalente a dividirA(z)

pela área do círculo com perímetroH(z). A áreaA(z) é quase sempre fornecida pelo banco

de dados usuais, e o perímetroH(z) é calculado através de uma rotina implementada por

Duczmal et al. (2006). A compacidade de uma zona depende de sua forma, mas não de seu

tamanho. O objeto que apresenta a maior compacidade é o círculo que tem uma compacidade

igual a um, enquanto um quadrado, por exemplo, tem compacidade π
4. A compacidade pode

ser usada para filtrar a presença de clusters formados por árvores muito grandes e com alto

valor de LLR e baixo valor de compacidade, que não tenha qualquer significado geográfico
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no mapa.

O algoritmo genético é modificado para tratar simultaneamente as duas quantidades: a

compacidade (K) e estatística espacial scan de Kulldorff (LLR), constituindo o algoritmo

genético multiobjetivo proposto por Duczmal et al. (2008).Os pares(LLRi ,Ki), que indicam

a compacidade e a estatística scan calculadas para cada indivíduo i (ou zona), são plotados no

plano cartesiano. A cada zonazassociamos o ponto(LLR(z),K(z)) no conjunto[0,∞)×(0,1]

contido no plano cartesiano. O operador seleção é definido emtermos dos dois objetivos

maximizando a compacidade e a estatística scan. Este operador baseia-se no conceito de

dominância: um ponto é considerado dominado se ele for pior que outro ponto em pelo

menos um objetivo, enquanto não for melhor que este ponto em qualquer outro objetivo

(Chankong and Haimes, 1983). O conjunto Pareto é o conjunto que não contém qualquer

solução dominada (Takahashi et al., 2003).

Os operadores de cruzamento e de mutação são idênticos àqueles usados no algoritmo

genético do capítulo 3. A população genética inicial de M indivíduos também é construída

de forma idêntica. O operador de seleção é modificado como se segue. No início de cada

geração começamos com a lista da geração atual, que consistedo conjunto dos pais seleci-

onados na geração anterior (ou na população inicial, para a primeira geração). O operador

cruzamento escolhe pais aleatoriamente na lista da geraçãoatual, produzindo um grande nú-

mero de novos filhos. Aqueles indivíduos novos são adicionados à lista da geração atual. A

lista da geração seguinte, inicialmente vazia, armazena osindivíduos que sobreviverão para

a próxima geração. Isto é feito calculando o conjunto Paretoda lista da geração atual, que

é então transferida para a próxima geração inicialmente vazia. O mesmo conjunto Pareto é

também removido da lista da geração corrente. Então, um novoconjunto Pareto dos indiví-

duos restantes é calculado novamente, sendo o procedimentorepetido até que a lista da nova

geração cresça até conter pelo menos M indivíduos. Os indivíduos eventualmente excessi-

vos adicionados na última etapa são removidos aleatoriamente para formar uma nova lista da

geração seguinte com exatamente M indivíduos. A lista da geração atual é finalmente substi-

tuída pela lista da geração seguinte. O operador cruzamentoconstrói novamente novos filhos



CAPÍTULO 4. ESTATÍSTICA SCAN DE ADJACÊNCIA MODIFICADA: UM MÉTODO
SEMI-FOCADO 37

e o procedimento descrito neste parágrafo é repetido para umnúmero de gerações sucessi-

vas. Observamos então um deslocamento coletivo dos pontos para valores geralmente mais

elevados de K e de LLR. Sendo assim, o conjunto Pareto da última geração é considerado a

solução dada pelo algoritmo.

O algoritmo genético multiobjetivo calcula o conjunto de soluções eficientes (conjunto

Pareto) da coleção de todas as soluções encontradas e, através de simulações Monte Carlo, a

significância dessas soluções é avaliada conforme a estratégia apresentada na seção 4.3.

4.3 Avaliação da Significância dos Clusters

Para calcular a significância estatística dos pontos do conjunto de Pareto do mapa de

casos observados devemos compará-los com os conjuntos de Pareto obtidos para cada um dos

mapas de casos simulados sob a hipótese nula, obtidos através de uma simulação de Monte

Carlo. O algoritmo genético multiobjetivo é executado várias vezes para mapas contendo

casos distribuídos aleatoriamente conforme a distribuição Multinomial sob a hipótese nula,

em que a probabilidade de ocorrência de casos em cada região éproporcional à população

naquela região.

O processo de obtenção do conjunto de Pareto é repetido para cada uma dessas alocações

aleatórias de casos. Esses conjuntos de Pareto são agrupados, formando uma coleção de

milhares de pontos distribuídos no espaçoLLR×K, que é a faixa(0,∞)× (0,1] (Figura 4.1).

Nesse caso, ao invés de encontrar o ponto crítico, acima do qual consideramos que um cluster

é significativo, devemos encontrar uma curva crítica. Esta curva crítica divide o plano em

duas regiões de maneira que um ponto do plano será considerado um cluster significativo se

estiver acima dessa curva. Recaímos então na questão de comoencontrar essa curva crítica.

A fim de viabilizar a extensão paramétrica para este contexto, vamos dividir o espaço

(0,∞)× (0,1] em m faixas horizontais paralelas, sendo aj-ésima faixa o espaço(0,∞)×
(sj ,sj+1], comsj < sj+1. Agora, para cada uma dessas faixas podemos utilizar a abordagem

empírica ou paramétrica, simplesmente utilizando os pontos obtidos na simulação de Monte
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Carlo que caem dentro de cada faixa (Figura 4.3). Os valoressj esj+1 devem ser escolhidos

próximos o bastante de forma que a distribuição não mude muito para valores diferentes de

compacidade no intervalo (sj , sj+1) e também que a faixa contenha um número suficiente de

pontos que nos permita fazer inferência.

Figura 4.1: Nuvem de Pareto de casos simulados.

Abrams et al. (2006) mostraram através de testes exaustivosque, sob a hipótese nula, a

estatística scan parece ter comportamento similar ao de umadistribuição Gumbel. A ex-

plicação é que esta distribuição é apropriada para estudar valores extremos, sendo o caso

da estatística de Kulldorff que busca encontrar a zona cuja verossimilhança seja máxima.

Johnson et al. (1995); Coles (2001) mostraram que para uma dada sequência de variáveis

aleatórias{X1,X2, ⋅ ⋅ ⋅ ,Xn} independentes e identicamente distribuídas, a distribuição assin-

tótica do máximoY = max{X1,X2, ⋅ ⋅ ⋅ ,Xn}, se existe, é uma distruição de valores extremos.

Desta forma, podemos fazer um número menor de execuções paraque se possa estimar os
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Figura 4.2: Distribuição Empírica da Estatística Scan e o respectivo ajuste pela distribuição
Gumbel.

parâmetros da distribuição e assim calcular o valor p do teste. Isto evita a necessidade de

simular um número grande de réplicas Monte Carlo para que se possa fazer inferência. E

com base nesta idéia, em seguida calculamos a aproximação dadistribuição Gumbel que me-

lhor ajusta aos valores de LLR dos pontos presentes em cada faixa construída. A Figura 4.2

mostra um exemplo da distribuição empírica da Estatística Scan construída através de 30000

simulações de Monte Carlo do algoritmo genético sob hipótese nula para um mapa de regiões

e a distribuição de Gumbel correspondente.

A vantagem do cálculo paramétrico do valor p das soluções é que podemos fazer infe-

rência com um número razoável de simulações. Ainda que a nuvem de pontos obtidos sob a

hipótese nula não avance o suficiente para envolver o conjunto de Pareto obtido para os casos

observados, podemos estimar o valor para cada ponto do conjunto, utilizando uma distribui-

ção ajustada.
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Figura 4.3: Utilização da Distribuição Gumbel no cálculo das isolinhas.

A função de densidade de probabilidade da distribuição de Gumbel para máximos é dada

por:

fG(x;µ,θ) =
1
θ

e−e(
µ−x

θ )
e(

µ−x
θ ), x∈ ℜ

e a função de probabilidade acumulada é dada por:

FG(x;µ,θ) = e−e(
µ−x

θ )
, x∈ ℜ

em queµ∈ ℜ é o parâmetro de locação eθ > 0 é o parâmetro de escala.
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No caso da abordagem por faixas, o espaço(0,∞)× (0,1] é particionado pelas faixas

(0,∞)×(sj ,sj+1], comsj < sj+1. Para cada uma dessas faixas utilizamos os pontos que caem

em seu interior para podermos estimar os parâmetros necessários para se chegar à distribui-

ção que se ajusta aos dados daquela faixa. Sejaf j a função de densidade de probabilidade

da distribuição para a faixa(0,∞)× (sj ,sj+1] e sejayobs= (l ,k) um ponto do conjunto de

Pareto encontrado pelo algoritmo para os casos observados tal quek ∈ (sj ,sj+1]. A função

distribuiçãoFj da faixa j que contém o pontok é então utilizada para calcular seu valor p,

através da integral:

Valor P=

∞∫

l

f j(t)dt

Essa integral pode ser estimada como a proporção de pontos dafaixa que caem à direita

de l , em relação ao número total de pontos dessa faixa.

Figura 4.4: Avaliação da significância de sete candidatos a cluster.

Esse mesmo processo pode ser repetido para qualquer ponto(x,y) do espaço(0,∞)×
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(0,1], permitindo criar por interpolação as curvas de nível com ummesmo valorp, que serão

chamadas aqui de isolinhas de valorp. Isso permite estender a idéia de ponto crítico do

processo de Monte Carlo de Dwass (1957), originalmente concebida para uma única função

objetivo, para otimização multi-objetivo. Uma outra maneira de se estimar a integral anterior

se baseia na estimação semi-paramétrica da distribuição depontos de cada faixa, em que

os parâmetros de locação e escala são estimados através dos pontos e usados para definir

a distribuição de Gumbel (Figura 4.3). Na Figura 4.1 é mostrada a isolinha de valor 0.05.

Um exemplo de cluster artificial em que foram encontrados sete diferentes clusters para o

conjunto de Pareto é mostrado na Figura 4.4. Nesta figura são mostradas as isolinhas de valor

0.05, 0.01, 0.001 e 0.0001, com os sete pontos de Pareto e seusclusters associados. Observe

que o cluster VII é o cluster mais regular (e de menor LLR) e o cluster I é o cluster mais

irregular (e de maior LLR). Pelo critério acima, o cluster mais significativo é o cluster V; esse

critério é usado para desempatar os clusters no conjunto de Pareto e sugerir qual é o cluster

solução.
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4.4 Estatística Scan de Adjacência Modificada

Nesta extensão discutimos como um conhecimento a priori de informações ambientais

pode ser incorporado na estrutura de vizinhança de uma mapa eser útil para o estudo da

distribuição espacial de casos de alguma doença específica.A estrutura de vizinhança mais

simples assume que duas regiões em um mapa são conectadas apenas quando elas têm uma

parte de suas fronteiras geográficas em comum. Nesta seção, estendemos este conceito para

que o grau de conectividade entre duas regiões seja aumentado ou diminuído. As regiões

vizinhas que têm características ambientais em comum são definidas como fortemente co-

nectadas.

A Figura 4.5 mostra como as características ambientais taiscomo a presença de um rio

ou uma montanha podem alterar a adjacência entre duas regiões de um mapa, indicado aqui

por uma estrutura de grafo. A Figura 4.5A apresenta a adjacência usual, em que fronteiras

geográficas comuns definem o grafo. Neste caso, apenas os vizinhos de primeira ordem são

permitidos. Na Figura 4.5B, o rio induz adjacência modificada, no sentido de que regiões

próximas ao rio devem ter vizinhos de segunda ordem considerados em sua estrutura de adja-

cência. Isto significa que duas regiões geograficamente desconectadas próximas ao rio devem

ser consideradas vizinhas no grafo reforçado. Na Figura 4.5C, por exemplo, as quatro regiões

de alta incidência (hachuradas) não constituem uma zona no mapa da Figura 4.5A (inicial-

mente desconectadas), mas constituem uma zona conectada nomapa da 4.5B. A Figura 4.5D

apresenta uma situação em que os vizinhos devem ser enfraquecidos, pois as ligações das

regiões situadas nos lados opostos da montanha são removidas da estrutura do grafo.

Adicionalmente, permitimos amplitudes maiores de vizinhos para as regiões mais popu-

losas, refletindo o fato de que o fluxo de trabalho (Duczmal andBuckeridge, 2006), que é o

movimento de indivíduos entre sua residência e o local de trabalho, está relacionado ao tama-

nho da população. Isto faz uma grande cidade estender sua influência não apenas às regiões

mais próximas, mas também entre as regiões vizinhas de segunda ordem ou até mesmo de

terceira ordem, ou seja, sua influência ultrapassa os limites da adjacência geográfica usual.

A Figura 4.6A mostra a estrutura de vizinhança usual. Na Figura 4.6B a adjacência é modi-
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ficada para incluir os vizinhos de segunda ordem. Na Figura 4.6C, os vizinhos de primeira

ordem da grande cidade formam um clique, ou seja, todos os nóssão conectados. O clique

da Figura 4.6D é formado por todos os vizinhos de primeira e segunda ordem. Por exemplo,

as regiões I, II e III constituem uma zona conectada no mapa daFigura 4.6D, mas não em

outros mapas.

Uma consequência de se anexar uma variável de grau de conectividade entre as regiões

é aumentar o sinal para a detecção de clusters potenciais em uma área que compartilha das

mesmas características ambientais. Ao mesmo tempo, esta estratégia reduz o sinal para pos-

síveis clusters espúrios que possuem fatores dissimilares. Assim, esperamos um aumento no

poder de detecção para clusters que são apropriadamente relacionados às causas ambientais.

Uma coleção de cenários diferentes deve ser analisada, em que podemos variar o grau de

conectividade espacial entre as regiões, e alterar a seleção das características ambientais que

são inicialmente estudadas. Esta estratégia permite testar, simultaneamente, um grande nú-

mero de diferentes hipóteses sobre as localizações mais plausíveis do cluster. Esperamos que

a maioria dos cenários prove que eles são inadequados indicando clusters que não são esta-

tisticamente significativos, e alguns poucos (ou mesmo nenhum) cenários produzam clusters

altamente significativos.
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Figura 4.5: Mudanças na adjacência com base em características ambientais diversas.
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Figura 4.6: Reforço para considerar o efeito de uma área altamente populosa entre os vizi-
nhos.
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O algoritmo genético multiobjetivo é executado sequencialmente para vários conjuntos

de parâmetros ou cenários e por consequência obtemos um número grande de soluções de

clusters, que são comparadas e julgadas em termos de suas significâncias. Um conjunto de

parâmetros controla a força de vizinhança entre as regiões,que são baseados nas similaridades

ambientais dessas regiões. O objetivo é testar quais condições ambientais específicas induzem

clusters mais significativos, e com isso permitir ao profissional da área aceitar ou rejeitar

diferentes hipóteses a respeito da relevância dos fatores geográficos.

O artigo de Smith et al. (2002) ilustra uma situação que se adequa ao nosso objetivo do

parágrafo anterior. A Figura 4.7 indica o número de dias desde a primeira ocorrência de raiva

no mapa do estado de Connecticut (EUA) em 1991. As regiões mais escuras representam

regiões em que a primeira ocorrência de casos de raiva ocorreu há mais tempo, enquanto que

as mais claras são regiões em que a primeira ocorrência de raiva foi mais recente. A Figura

4.7 sugere que os rios que cortam essa região atuam como barreiras para a propagação da

raiva, criando um lapso de tempo maior para a disseminação daraiva entre regiões situadas

em margens opostas a um rio.
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Figura 4.7: Dias desde a primeira ocorrência de raiva no estado de Connecticut, EUA, 1991.
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(a)

(b)

Figura 4.8: Avaliando a LLR das zonas após a estrutura de adjacência ter sido alterada.
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A Figura 4.8 apresenta um exemplo em que se tem 3 regiões vizinhas a um rio num mapa

hipotético. Analisamos duas situações, com e sem modificação da estrutura de adjacência.

Queremos testar a hipótese de que o rio atua como uma barreirapara a propagação da raiva.

No primeiro caso (Figura 4.8(a)), as zonas são avaliadas conforme o mapa original e perce-

bemos que o cluster mais provável é aquele formado pelas regiões 1 e 3 cuja LLR foi igual

a 6. Suponha agora que o rio seja um fator que se correlacione com o grau de incidência da

patologia analisada (Figura 4.8(b)). Observa-se que ao modificarmos a adjacência das regiões

levando em conta o fato delas terem fronteira comum com o rio,o conjunto das possíveis zo-

nas é alterado. Agora, o cluster mais provável é aquele constituído apenas pela região 1 que

tem uma LLR igual a 5. No entanto, várias zonas foram eliminadas no segundo mapa (Figura

4.8(b)), por conterem regiões situadas em margens opostas do rio. Mesmo que a LLR tenha

diminuído um pouco de 6 para 5, ao reforçar o mapa percebemos que houve um destaque para

a LLR igual a 5. Isso não acontece no mapa original (Figura 4.8(a)) em que tivemos candi-

datos com LLR igual a 4, 5 e 6. Portanto, temos razões para acreditar que a significância do

cluster pode ser alterada pelo enfraquecimento da adjacência. Em outras palavras, o cluster

mais provável do segundo mapa é nitidamente distinto dos demais candidatos a cluster. Isso

não acontece no primeiro mapa (Figura 4.8(a)).

Isso mostra que a técnica descrita neste capítulo pode ser usada para testar a hipótese de

que o rio atua como uma barreira para a propagação de doenças como a raiva.

As seções 4.5 e 4.6 apresentam os resultados obtidos para o desempenho do método

em situações artificias e também numa aplicação real considerando cenários distintos para o

reforço.

4.5 Avaliação Numérica

Com base no mapa da Amazônia Brasileira (excluíndo o estado do Tocantins), composto

por 56 microregiões e abrangendo 12.297.604 habitantes, criamos um cluster artificial em

que os casos se referem a incidência de uma certa patologia. Avaliamos o poder de detecção
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do algoritmo em diferentes cenários (a)-(g) descritos na Tabela 4.1. O cenário básico original

é formado por um cluster artificial com cinco regiões mostrado na Figura 4.10. Os cenários

de (b) a (g), apresentados nas Figuras 4.11 a 4.16, são obtidos reforçando o grafo nas regiões

marcadas de cinza nos respectivos mapas, os quais têm a estrutura de vizinhança alterada por

adicionar os vizinhos de segunda ordem.

Tabela 4.1:Descrição da vizinhança modificada para os cenários simulados.

Cenário Descrição
(a) Grafo básico (sem reforço, apenas a vizinhança de primeira ordem).
(b) Todas as regiões do cluster básico (desconexo) são modificadas nas regiões: 19, 22, 23, 32, 45.
(c) Reforço completamente fora do cluster nas regiões: 1, 2, 3, 4, 5, 6, 7.
(d) Reforço completamente fora do cluster nas regiões: 33, 34, 41, 46, 56.
(e) Reforço parcialmente fora do cluster nas regiões: 32, 33, 34, 45, 56.
(f) Reforço parcialmente fora do cluster nas regiões: 31, 32, 44, 45, 48.
(g) Todas as regiões do cluster básico e mais três regiões conexas são modificadas nas regiões: 19, 20, 22, 23, 26, 32, 44, 45.

A Figura 4.9 apresenta a numeração utilizada na construçõesdos clusters artificiais con-

forme a Tabela 4.1.

Para cada cenário (a)-(g), executamos o algoritmo genéticomultiobjetivo para 10.000 ré-

plicas Monte Carlo da distribuição de 596 casos sob a hipótese nula e calculamos as isolinhas

dos valores críticos para um nível de significância de 0,05, mostrados abaixo de cada grafo

nas Figuras 4.10 a 4.16. A hipótese nula é diferente em cada cenário, pois a estrutura de

adjacência é diferente devido o reforço utilizado em cada situação. Da mesma forma, para

todos os cenários aplicamos o algoritmo sob 10.000 réplicasMonte Carlo da distribuição de

596 casos sob a hipótese alternativa de que existe um clusterconstituído por cinco regiões

do mapa. A proporção de pontos à direita da isolinha é uma estimativa do poder médio do

algoritmo para esta hipótese alternativa. O poder de detecção foi calculado pela proporção

de pontos que superaram a isolinha do valor crítico 0,05 paracada faixa de compacidade

(K). Os resultados são apresentados na Tabela 4.2. Cada coluna corresponde a um cenário e

contém o poder e a quantidade de pontos (entre parênteses) que ocorreram em cada faixa de

compacidade. A compacidade do cluster verdadeiro é aproximadamente igual a 0,11. Esta

compacidade é muito baixa devido à não conectividade do cluster, e a linha da Tabela 4.2
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referente a esta faixa de compacidade é destacada em negrito.

Tabela 4.2:Comparações do poder para os cenários dos grafos reforçados(a)-(g) por faixa
de compacidade K.

Faixa de K (a) (b) (c) (d) (e) (f) (g)
0,00-0,05 - (0) - (0) - (0) - (0) - (0) - (0) - (0)
0,05-0,10 - (0) 0,85 (137) 0,67 (6) 0,67 (3) 0,50 (16) 1.00 (5) 0,82 (147)
0,10-0,15 0,81 (98) 0,91 (11343) 0,87 (4305) 0,81 (542) 0,82 (1554) 0,83 (1840) 0,90 (12221)
0,15-0,20 0,86 (1745) 0,92 (39222) 0,90 (15218) 0,87 (6514) 0,91 (14184) 0,90 (17010) 0,91 (41377)
0,20-0,25 0,91 (7275) 0,92 (56534) 0,91 (19680) 0,91 (14919) 0,93 (24544) 0,92 (28656) 0,92 (60537)
0,25-0,30 0,92 (12481) 0,89 (46785) 0,92 (19985) 0,91 (16225) 0,92 (23890) 0,93 (29167) 0,90 (51238)
0,30-0,35 0,92 (11544) 0,80 (30224) 0,92 (18217) 0,91 (18855) 0,91 (26367) 0,92 (32581) 0,75 (25380)
0,35-0,40 0,92 (13921) 0,70 (20013) 0,89 (17140) 0,91 (23633) 0,90 (28043) 0,91 (35125) 0,59 (15973)
0,40-0,45 0,92 (15357) 0,66 (14238) 0,87 (16013) 0,91 (22093) 0,89 (30023) 0,83 (22627) 0,59 (10356)
0,45-0,50 0,92 (14703) 0,63 (8843) 0,84 (10117) 0,92 (19381) 0,88 (26827) 0,67 (8277) 0,47 (2168)
0,50-0,55 0,94 (11438) 0,23 (1790) 0,84 (6614) 0,89 (11141) 0,76 (7157) 0,35 (3232) 0,05 (588)
0,55-0,60 0,94 (10863) 0,07 (510) 0,81 (9955) 0,82 (6229) 0,39 (2720) 0,29 (2651) 0,02 (180)
0,60-0,65 0,91 (8715) 0,01 (287) 0,43 (2145) 0,72 (5459) 0,28 (1887) 0,05 (1058) 0,04 (464)
0,65-0,70 0,85 (4782) 0,01 (293) 0,48 (1830) 0,49 (1124) 0,34 (1138) 0,12 (893) 0,04 (399)
0,70-0,75 0,77 (2379) 0,03 (213) 0,82 (1449) 0,66 (883) 0,01 (144) 0,06(249) 0,07 (177)
0,75-0,80 0,80 (5374) 0,02 (411) 0,64 (1903) 0,27 (955) 0,16 (596) 0,87(725) 0,88 (418)
0,80-0,85 0,55 (2997) 0,06 (397) 0,24 (1135) 0,15 (851) 0,15 (775) 0,02(139) - (0)
0,85-0,90 0,02 (350) 0,01 (225) 0,01 (456) 0,01 (253) 0,04 (54) 0,02 (330) 0,75 (253)
0,90-0,95 0,03 (251) 0,02 (154) 0,02 (350) 0,02 (238) 0,02 (45) 0,05 (331) 0,02 (167)
0,95-1.00 0,10 (6352) 0,04 (2871) 0,03 (5302) 0,04 (4739) 0,04 (4244) 0,04 (3856) 0,04 (2970)

Médio 0,8605 0,8285 0,8345 0,8549 0,8571 0,8457 0,8329

Da Tabela 4.2 podemos ver que para os cenários (b) e (g), nos quais todas as regiões

do cluster verdadeiro foram modificadas, o poder aumenta nasfaixas próximas àquela que

contém a compacidade do cluster, do cenário básico original. Percebe-se ainda que para esses

cenários, o poder decresce mais rapidamente com o aumento das faixas de compacidade. Por

outro lado, para os cenários (c) e (d), em que o reforço aconteceu completamente fora do

cluster verdadeiro, a concentração de pontos para as faixasde menor compacidade é muito

inferior e o decréscimo do poder é mais gradual, similarmente à situação do cenário básico.

Por fim, os cenários (e) e (f), em que o reforço aconteceu de forma parcial, a concentração de

pontos foi apenas moderada e o poder decresceu.

As Figuras 4.10 a 4.16 apresentam o mapa do cluster artificial, o grafo associado ao

reforço atribuído ao mapa, e os pontos do conjunto Pareto comas isolinhas de valor p 0,05

para cada um dos sete cenários avaliados. Juntamente com esse conjunto de pontos são

mostradas as isolinhas de valor p 0,05 contra os pontos obtidos por simulação Monte Carlo

sob a hipótese alternativa: pontos pretos indicam pontos doconjunto Pareto além da isolinha,
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e os pontos em cinza claro indicam o restante dos pontos do conjunto Pareto.
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Figura 4.10: (a) Grafo básico (sem reforço, apenas a vizinhança de primeira ordem).
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Not
Cluster

Figura 4.11: (b) Todas as regiões do cluster básico (desconexo) são moficadas nas regiões:
19, 22, 23, 32, 45.
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Not
Cluster

Figura 4.12: (c) Reforço completamente fora do cluster nas regiões: 1, 2, 3, 4, 5, 6, 7.
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Not
Cluster

Figura 4.13: (d) Reforço completamente fora do cluster nas regiões: 33, 34, 41, 46, 56.
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Not
Cluster

Figura 4.14: (e) Reforço parcialmente fora do cluster nas regiões: 32, 33, 34, 45, 56.
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Not
Cluster

Figura 4.15: (f) Reforço parcialmente fora do cluster nas regiões: 31, 32, 44, 45, 48.
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Not
Cluster

Figura 4.16: (g) Todas as regiões do cluster básico, mais três regiões conexas, são modificadas
nas regiões: 19, 20, 22, 23, 26, 32, 44, 45.
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4.6 Aplicação: Óbitos de Malária na Amazônia Brasileira

Analisamos o mapa de mortalidade causada por malária na Amazônia Brasileira (Figura

4.17). Um total de 596 óbitos foram registrados durante o período de 1998 a 2002, para uma

população de 12.297.604 habitantes (www.datasus.gov.br). O nosso mapa da região norte

desconsidera o estado do Tocantins pois este possui muitos municípios pequenos. O mapa

considerado contém 310 municípios. Nesta proposta estamosconsiderando os clusters relaci-

onados com condições ambientais tais como precipitação de chuva. Na seção 4.6.1 aplicamos

o teste de Mantel, um método clássico para avaliar correlação entre dados geográficos, bioló-

gicos e ambientais, a fim de comparar os resultados obtidos com nossa nova metodologia. A

seção 4.6.2 descreve os resultados do método dos grafos reforçados.

4.6.1 Teste de Mantel

O teste de Mantel (Mantel, 1967) é uma abordagem clássica muito usada em análise espa-

cial em Ecologia para explicar a distribuição de espécies emtermos de variáveis ambientais.

Trata-se de uma correlação entre matrizes de distâncias e estas matrizes podem ser definidas

de várias formas, e assim o teste assume uma variedade de casos especiais. O teste parcial de

Mantel em três matrizes de distância se adequa aos interesses deste trabalho. O teste parcial

de Mantel é uma estatística de teste para avaliar a correlação linear entre a matriz de dados

biológicos A e a matriz de dados ambientais B quando uma matriz de distância C é fixada.

No nosso estudo desejamos estudar a relação entre as matrizes dos dados ambientais (preci-

pação de chuva) e biológicos (taxa de malária), fixando o efeito das distâncias geográficas

(Legendre and Fortin, 1989). A questão que o teste parcial deMantel responde é a seguinte:

amostras que são biologicamente similares também são ambientalmente similares quando se

leva em conta a estrutura espacial do mapa?

Para cada mês, as entradas das matrizes A, B e C simétricas e deordemm×msão defini-

das como:
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A : Ai j = 0 se as regiões i e j são ambas chuvosas ou ambas secas em cada mês e

Ai j = 1 caso contrário.

B : Bi j =∣ r i − r j ∣ em quer i e r j são as taxas de malária para as regiões i e j,

respectivamente.

C : Ci j = dist(i, j) é a distância geográfica entre os centróides das regiões i e j.

O coeficiente parcial de Mantel é definido como,

rM(AB,C) =
rM(AB)− rM(AC)rM(BC)

√

1− rM(AC)2
√

1− rM(BC)2

em que a estatística simples de MantelrM(XY) = 1
n−1

m
∑

i=1

m
∑

j=i+1

Xi j−X̄
SX

Yi j−Ȳ
SY

é a correlação de

Pearson entre osn = m(m− 1)/2 elementos correspondentes das partes superiores dessas

matrizes triangulares.̄X, Ȳ e SX, SY são respectivamente a média e o desvio padrão sob asn

entradas acima da diagonal das matrizes X e Y.

Como os elementos de uma matriz de distância não são independentes, a significância da

estatística do coeficiente parcial de Mantel é estimada através de um teste de permutação, em

que se permutam as linhas e as colunas da matriz A, e novamentese calcula o coeficiente

do teste parcial de Mantel. Este procedimento é repetido muitas vezes e a distribuição dos

valores para a estatística permutada é comparada com o valorda estatística para os dados

originais.

O pacoteEcodist do software R (Goslee and Urban, 2007) foi usado para calcular os

coeficientes parciais de Mantel e seus respectivos valores p(1000 réplicas Monte Carlo)

para cada um dos doze cenários mensais de chuva na Amazônia Brasileira, e os resultados

são apresentados na Tabela 4.3. Apenas para os meses de abrile novembro (em negrito)

encontramos correlações significativas e o coeficiente parcial de Mantel foi elevado apenas

para o cenário de chuva referente a novembro.
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Tabela 4.3:Correlação entre precipitação de chuva e taxa de malária.

Cenário de chuva coeficiente parcial de Mantel valor p
Janeiro -0,040 0,695

Fevereiro 0,044 0,591
Março -0,007 0,775
Abril -0,047 0,021
Maio -0,020 0,753
Junho 0,056 0,605
Julho 0,089 0,158

Agosto -0,007 0,577
Setembro -0,009 0,406
Outubro 0,013 0,881

Novembro 0,363 0,001
Dezembro -0,061 0,339

4.6.2 Teste dos Grafos Reforçados

Os resultados do teste de Mantel foram comparados com os resultados oriundos do nosso

método dos grafos reforçados. Construímos estudos de casosem que as modificações ambi-

entais foram introduzidas apenas por alterar a estrutura devizinhança do mapa. Deste modo,

adicionamos ou subtraímos informações de vizinhança no mapa a fim de testar o efeito do

fator ambiental na detecção do cluster dos dados biológicosreferentes a óbitos causados pela

malária, cuja taxa de incidência é apresentada na Figura 4.17. A adjacência geográfica usual

é mostrada na Figura 4.18. Com base nos registros meteorológicos mensais dos dias chu-

vosos para o ano 2000 (www.inpe.br), Figura 4.19, construímos doze cenários, selecionando

os municípios mais úmidos para cada mês (Figura 4.20). Em cada cenário, reforçamos o

grafo correspondente. A escala na Figura 4.19 mede o número de dias chuvosos durante o

respectivo mês. Para cada cenário, as regiões que tinham mais que um certo número de dias

chuvosos foram selecionadas e marcadas de cor cinza no mapa (Figura 4.20). A vizinhança

de primeira ordem dessas regiões marcadas de cinza é estendida à vizinhança de segunda

ordem. O limiar para a seleção não é o mesmo para todos os meses, pois quando tínhamos

um mês mais seco, foi necessário diminuir o limiar (adotou-se 9 dias chuvosos) e captar a di-
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nâmica das precipitações ao longo das áreas no mapa, evitando assim mapas vazios. O outro

limiar utilizado foi 18 dias em meses que aparentemente o volume de precipitação era grande.

Os grafos reforçados por esta estratégia são mostrados na Figura 4.21. Usando os doze cená-

rios, aplicamos o algoritmo multiobjetivo para detectar cluster de diferentes formatos, desde

aqueles mais circulares até os mais irregulares possíveis,conforme seja a disposição dessas

soluções dentro do conjunto Pareto. Esses clusters são plotados juntamente com suas curvas

de valores p na Figura 4.22. Os números situados abaixo de cada curva referem-se aos valo-

res p, dados por 10−3, 10−6, ⋅ ⋅ ⋅ , 10−45. Obviamente, os clusters (representados por pontos)

mais significativos estão situados mais à direita destas curvas.

Os dados originais observados e os gerados de forma aleatória sob a hipótese nula atra-

vés das réplicas Monte Carlo foram comparados usando as mesmas características de reforço

nos respectivos grafos. Isto pode ser observado nas Figuras4.22 e 4.23, em que as isolinhas

de valor p construídas sob a hipótese nula são diferentes para cada cenário. A Figura 4.23

compara o grafo do cenário básico, correspondente ao mapa original sem reforço, com dois

outros cenários, julho e novembro. Os clusters E e F (Figura 4.24) deixaram de pertencer

ao conjunto Pareto no cenário de novembro. Eles foram dominados por outros clusters (não

explicitamente referidos na Figura 4.24). A Figura 4.24 apresenta alguns clusters pertencen-

tes aos conjuntos de Pareto da Figura 4.23. A solução A é o cluster primário e aparece no

conjunto solução de quase todos os cenários. Os outros dois clusters B e C são secundários

e foram incluídos para comparação. O cluster C é menos significativo e se compara com os

demais clusters B-I. Os clusters A, B, C e D são facilmente distinguidos ao se olhar o mapa

da Figura 4.17. Os clusters E, F e G apareceram nos cenários básico e de julho. Os clusters H

e I apareceram no cenário de novembro. Observe que os valoresp para os clusters A, E, F e

G crescem para o cenário de julho, devido ao reforço ter sido colocado nas áreas sem clusters

significativos. Isso aumenta a probabilidade de ocorrênciade clusters espúrios.

Os clusters legítimos tais como E, F e G devem competir com mais ruídos no mapa, e

consequentemente, a sua significância diminui. No entanto,quando o reforço do grafo ocorre

próximo ao cluster significativo A no cenário de novembro, o efeito oposto acontece. Um
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conjunto completo de novos clusters com LLR muito alto (valor p muito baixo) aparece,

entre eles os clusters H e I, mostrados na Figura 4.24. Observe que esses clusters estão

desconectados devido ao reforço do grafo. Uma análise similar poderia ser conduzida para

os demais cenários (sem contar julho), comparando-os com o cenário de novembro, assim

mostrando que o cenário de novembro é essencialmente diferente dos meses restantes.

Este resultado é coerente com o teste de Mantel acima, que dizque a matriz de chuva

de novembro é a única matriz correlacionada significativamente com os dados da taxa de

malária e tem o coeficiente essencialmente não nulo. Além deste resultado, o teste dos grafos

reforçados apresenta o cluster mais provável relativo ao cenário de novembro.
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Figura 4.17: Taxa de mortalidade (por 100 mil habitantes) causadas por Malária na Região
Norte entre 1998-2002.
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Figura 4.18: Estrutura de vizinhança do mapa da Região Norte.

Figura 4.19: Número de dias chuvosos por mês na Amazônia Brasileira, 2000.
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Figura 4.20: Municípios mais úmidos por mês na Amazônia Brasileira, 2000.

Figura 4.21: Grafos reforçados nos municípios mais úmidos por mês.
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Figura 4.22: Significância das soluções de Pareto por mês. Asisolinhas de valor p referem-se
a 10−3,10−9, ...,10−45.
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Figura 4.23: Visualizando alguns clusters diante das isolinhas de valor p referentes a
10−3,10−9, ...,10−45.
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Figura 4.24: Visualizando alguns clusters no mapa.



Capítulo 5

Estatística Scan Multiseletiva

Comumente têm-se presenciado situações em que clusters espaciais de uma determinada

patologia não apresentam um formato regular, ou ainda, situações em que não se tem clara-

mente um cluster primário definido. O método proposto neste capítulo analisa os diversos

níveis de clusterização que aparecem naturalmente em mapassubdivididos em regiões.

A Estatística Scan Espacial é a medida mais utilizada para quantificar a intensidade de um

cluster. Duczmal et al. (2008) trabalharam com técnicas multiobjetivo usando o algoritmo

genético para localizar clusters espaciais levando em conta, além da intensidade do cluster,

a sua regularidade geométrica. Em Tango (2007) foi propostauma estatística de teste da

razão de verossimilhança modificada em que se avalia o risco para cada região individual do

mapa. Esta scan modificada inclui uma variável indicadora baseada no valor p para a zona

composta da região individuali. Dado um valor p=α1 pré-especificado, e sepi é o valor p da

zona composta pela região individuali, então a razão de verossimilhança da scan modificada

para um cluster incluindo i é considerada igual a zero quandopi > α1.

A estatística scan multiseletiva é uma extensão da estatística scan diferente da proposta

por Tango (2007), no sentido de que criamos conceitos novos para detectar e avaliar a sig-

nificância dos clusters através de técnicas de otimização multiobjetivo. A nova estatística

foi apresentada em Moura et al. (2007). O método foi propostopara analisar mais precisa-

mente os vários níveis de clusterização que surgem naturalmente em um mapa dividido em

m regiões. Neste trabalho, serão apresentados novos resultados a partir do desenvolvimento

73
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da metodologia necessária para avaliar o poder de teste da estatística scan multiseletiva e

estudados o desempenho do método para clusters resultantesde processo de difusão.

Ao invés de usar um algoritmo genético, este método incorpora a simplicidade e a velo-

cidade do scan circular, podendo detectar e avaliar clusters de formato irregular. A ocupação

circular (OC) de um candidato a cluster é definida como sua população dividida pela popula-

ção dentro do menor círculo que o contém. O conceito de OC substitui aqui a compacidade

como a medida de regularidade do formato e é computacionalmente mais rápido. Uma modi-

ficação multiobjetivo do algoritmo scan circular é aplicadausando os objetivos como sendo

a OC e a LLR. A comparação dos conjuntos Pareto para os casos observados com aqueles

calculados sob a hipótese nula de não existir cluster no mapa, fornece pistas para a distribui-

ção espacial do número de casos da doença estudada. O potencial para monitorar clusters

espaço-temporais incipientes em várias escalas geográficas simultaneamente é uma ferra-

menta promissora em vigilância sindrômica, especialmentepara doenças contagiosas quando

existe uma mistura de interações espaciais de curta e longa amplitudes. A presença de “joe-

lhos” nos conjuntos Pareto indicam transições nas estruturas dos clusters, correspondendo a

rearrajos devido à coalescência da malha (geralmente desconectada).

O método multiseletivo se diferencia do algoritmo genéticomultiobjetivo a partir dos

conjuntos seletivos, pois o procedimento se inicia num contexto em que as regiões de baixa

LLR são apagadas. Em outras palavras, apenas as regiões de alta LLR serão consideradas

para o mapa que será utilizado em cada nível de clusterização. E são estes conjuntos seleti-

vos os responsáveis por admitir zonas desconexas, o que o algoritmo genético não incorpora

na sua busca. Quando o nível de desconexidade é alto, as regiões que compõem tal conjunto

seletivo tendem a ter um LLR muito alto, e assim surge a necessidade do outro objetivo de-

senvolvido para penalizar zonas muito desconexas ou muito irregulares (ocupação circular).

A penalização de clusters de acordo com a irregularidade de seus formatos pode ser vista

esquematicamente na Figura 5.1, cuja penalização é da formaOC(z)LLR(z). Clusters circu-

lares não são penalizados (sua verossimilhança é multiplicada por 1) enquanto que clusters

altamente irregulares ou desconexos são bastante penalizados (sua verossimilhança é multi-



CAPÍTULO 5. ESTATÍSTICA SCAN MULTISELETIVA 75

plicada por um número próximo de zero). A ocupação circular de uma zona é obtida ao se

dividir a sua população pela população do menor círculo que acontém, amenizando assim o

efeito da irregularidade e da desconexidade gerada pelo respectivo conjunto seletivo.
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Figura 5.1: Formas geométricas possíveis para as zonas ao utilizar a scan multiseletiva.
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Com a necessidade de analisar a LLR para alguns conjuntos seletivos diferentes, o método

também considera, a exemplo do genético multiobjetivo, dois objetivos: a LLR (estatística

scan) e a ocupação circular (regularidade do formato).

Um dos pontos mais relevantes deste método é que ele, atravésdos conjuntos seletivos,

apaga as regiões com incidência baixa e admite clusters desconexos que têm uma importân-

cia significativa em vários contextos práticos. Em muitas situações é possível imaginar um

cluster “espalhado” e portanto desconexo devido ao fato do sinal da incidência não ter uma

ligação direta com os vizinhos mais próximos e sim com algumas áreas mais distantes. Como

por exemplo, ao se estudar a vulnerabilidade social em uma metrópole, em que áreas de baixo

IDH (Índice de Desenvolvimento Humano) são em geral distantes ou desconexas. Uma outra

situação, se refere à difusão de doenças transmitidas por aves contaminadas que migram de

um município à outro município próximo porém não vizinho ao município de partida.

5.1 Conjuntos Seletivos

Os conjuntos seletivos são obtidos a partir das regiões ordenadas segundo suas verossi-

milhanças. Suponha um mapa comm regiões{r1, r2, ⋅ ⋅ ⋅ , rm}. DefinaLi = LLR(r i) como

sendo o valor do logaritmo da razão de verossimilhança (da estatística scan espacial) da zona

contendo apenas a regiãor i. Ordene asm regiões do mapa de modo queL1 > L2 > ⋅ ⋅ ⋅> Lm.

Defina o subconjuntoRj = {r1, r2, ⋅ ⋅ ⋅ , r j} como sendo o conjunto seletivo de tamanhoj

( j = 1,2, ⋅ ⋅ ⋅ ,m). Perceba queR1 ⊂ R2 ⊂ ⋅⋅ ⋅ ⊂ Rm. Os conjuntosR1, ⋅ ⋅ ⋅ , Rm não são neces-

sariamente conexos.

A Figura 5.2 apresenta uma ilustração sobre o conceito de conjuntos seletivos. A Figura

5.2(a) representa o mapa de Minas Gerais em que as 0,4%(ou seja, 0,004*853=3) regiões com

maiores LLR individuais (referentes aos óbitos por homicídios, 1998 a 2002) são destacadas

em cinza escuro. Da mesma forma, a Figura 5.2(b) apresenta 0,8% (7) regiões; a Figura

5.2(c), 1,6%(14); a Figura 5.2(d), 3,2%(27) e assim por diante até a Figura 5.2(i) que detém

as 100% (853) regiões do mapa.
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Figura 5.2: Ilustração dos conjuntos seletivos

5.2 Ocupação Circular

A ocupação circular de uma zonaz é definida como a razão de sua população pela popu-

lação do menor círculo que a contém. Neste trabalho, esta medida substitui a compacidade e

estende o conceito de zona para englobar áreas desconexas.

Dado um conjunto seletivoSe um círculoC, sejaza zona formada pelas regiões deScu-

jos centróides estão dentro deC. SejaP(z) a população deze sejaP(C) a população de todas

as regiões do mapa original cujos centróides estão dentro deC. A ocupação circular da zona

z, OC(z), é dada pelo quocienteP(z)/P(C), ou seja, visualizando um dos mapas da Figura

5.3, seria a razão da população da zona (cinza escuro) pela população do círculo (cinza escuro
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+ cinza claro). O problema é que esta medida pode não ser única. A Figura 5.3 apresenta três

situações possíveis para o valor da ocupação circular dentro de uma mesma zonaz. O pro-

blema foi resolvido calculando a ocupação circular usando omáximo de todos os quocientes

possíveis,OC(z) = maxr j∈z{P(z)/P(Cr j)} em queCr j é o menor círculo centrado na região

r j que contém a zonaz. A ocupação circular varia entre 0 e 1, em que valores próximos de 1

representam clusters com formatos mais regulares e grau de conexidade maior, enquanto que

valores próximos de 0 representam clusters mais irregulares e grau de conexidade menor.

(a) (b)

(c)

Figura 5.3: Círculos centrados em cada uma das três regiões (superior, central e inferior) em
cinza escuro.

Desta forma, para cada zonaz desejamos maximizar dois objetivos: aLLR(z) e aOC(z).
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Num conjuntoC formado porn zonasz1,z2, ⋅ ⋅ ⋅ ,zn, considere os pares ordenados

(LLR(zi),OC(zi)).

O uso de técnicas multiobjetivo é necessário para avaliar possíveis clusters em níveis de regu-

laridade e conexidade diferentes. A Figura 5.4 ilustra o conjunto Pareto-ótimo, representado

por⊕, que apresenta as diversas soluções com diferentes níveis de clusterização.

Figura 5.4: Conjunto Pareto-ótimo: os diferentes níveis declusterização.

O valor deLLRé calculado para cada uma dasm regiões do mapa e ordenados decrescen-

temente. SejaR( j) o conjunto contendo as j primeiras regiões. A extensão multiobjetivo do

algoritmo scan circular é aplicada sucessivamente para cada conjuntoR( j). Em cada círculo,

a zona candidata a ser um cluster é composta pelas regiões pertencentes aR( j) e que estão
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dentro do círculo. Na prática, escolhe-se apenas alguns poucos valores dej tais como⌈m⌉,
⌈m/2⌉, ⌈m/4⌉, ⋅ ⋅ ⋅ , ⌈1⌉. Para cada valor dej, constrói-se um conjunto Pareto-ótimoP( j).

Com base em todos esses conjuntos de Pareto, obtém-se o conjunto de Pareto-ótimo Global

P(0). Por fim, um procedimento de Monte Carlo é implementado para avaliar a significância

dos clusters desse conjuntoP(0).

5.3 Algoritmo Scan Multiseletivo

Formalmente, o algoritmo do método proposto nesta extensãoconsiste dos seguintes pas-

sos:

1. Calcule e ordene decrescentemente as verossimilhanças de cada uma das regiões do

mapa;

2. Calcule a matriz de distâncias entre as regiões considerando a ordenação realizada no

passo anterior;

3. Para cada uma das regiões ordenadas, construa o vetor de população acumulada das

j-ésimas regiões vizinhas;

4. Para cada valor dea, 0< a≤ 1, considere as 100a% regiões com maiores verossimi-

lhanças, explicitamente as regiõesr1, r2, ⋅ ⋅ ⋅ , rA, com A sendo o maior inteiro menor ou

igual aa.m:

4.1. Construa a submatriz da matriz de distâncias definida nopasso 2, que contenha

apenas os dados das regiõesr1, r2, ⋅ ⋅ ⋅ , rA;

4.2. Construa o vetor de população corrente, calculada porPC=
A
∑

i=1
Pop[r i ];

4.3. Utilizando apenas as regiõesr1, r2, ⋅ ⋅ ⋅ , rA construa todas as possíveis zonas

circulares, com a restrição de que a população de cada zona não exceda o mínimo entre

a população corrente e 25% da população total do mapa;
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4.4. Para cada zonazdo passo 4.3, calculeLLR(z) eOC(z), obtendo o conjuntoCA

dos pares ordenados(LLR(z),OC(z));

4.5. Calcule o conjunto Pareto-ótimo deCA e denote-o porP(CA);

5. Calcule o conjunto Pareto-ótimo dos conjuntos Pareto de todos os valores dea, ou seja,
∪
a

P(CA), e denote-o porP (conjunto Pareto-ótimo Global);

6. Use Monte Carlo para avaliar a significância de cada ponto do conjunto Pareto-ótimo

(P), que serão os clusters.

Quando o conjunto seletivo corresponde a 100% das regiões(OC= 1), o algoritmo acima

equivale ao algoritmo scan circular usual.

O método foi avaliado por meio de simulações e aplicado a uma situação real, e os resul-

tados são apresentados na seção 5.4 e 5.5, respectivamente.

Os dados utilizados neste capítulo são de fontes de naturezapública. Os dados de po-

pulação foram obtidos junto ao portal do Ministério da Saúde(http://www.datasus.gov.br),

enquanto que os dados referentes aos óbitos causados por homicídios e por bronquite foram

do Sistema de Informações sobre Mortalidade (SIM) do Ministério da Saúde. Esses dados se

referem ao período de 1998 a 2002.

5.4 Avaliação Numérica

Nosso método foi avaliado para cinco diferentes clusters artificiais, regulares e irregulares,

de pequena e grande população, conexos e desconexos, utilizando o mapa de 853 municípios

de Minas Gerais, com dados reais de população.

O risco relativo (maior que 1) dentro de cada cluster foi estabelecido de modo que clusters

de população pequena tivessem risco relativamente grande eclusters de maior população

tivessem risco relativo pequeno. Isso foi feito com o propósito de rejeitar a hipótese nula

com a mesma probabilidadeθ qualquer que seja o cluster, para um algoritmo que soubesse
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a localização exata do cluster, seguindo o procedimento de Kulldorff et al. (2003) e descrito

em Lima (2004).

5.4.1 Estimação de Risco Relativo para os Clusters

Para calcular o risco relativo de um cluster, Kulldorff et al. (2003) consideram o seguinte

procedimento. Sejanz a população em risco do cluster, eN a população total do mapa. Dado

o número total de casosC, o númerocz de casos observados no cluster sob a hipótese nula, de

não existir cluster espacial no mapa, tem distribuição Binomial com parâmetros (C,τz) com

τz=
nz
N . A média e a variância desta distribuição são dadas, respectivamente, por:

m0 =
nzC
N

e v0 =
nzC(N−nz)

N2

Usando a aproximação normal para a distribuição binomial, onúmero crítico de casos k para

que o teste unilateral rejeite a hipótese nula com o nível de significância 0< α < 1 é tal que:

Φ
(

k−m0√
v0

)

= α =⇒ (k−m0)√
v0

= Φ−1(α)

em queΦ(.) é a função de distribuição acumulada da Normal padrão. Seα= 0,05 eθ= 1−α

temos queΦ−1(θ) = 1,645, daí o valor críticok é tal que(k−m0)√
v0

= 1,645. Sob a hipótese

alternativa, com o risco relativoρz para a região do cluster, o número de casos nesta região tem

distribuição Binomial com médiama =
nzCρz

(N−nz+nzρz)
e variânciava =

nzCρz(N−nz)
(N−nz+nzρz)2

. Observe,

neste caso, queτz=
nzρz

(N−nz+nzρz)
. Usando novamente a aproximação Normal, selecionamos o

risco relativoρz tal que (k−ma)√
va

= Φ−1(θ). Desta forma o risco relativo é escolhido de modo

que o poder atingido por um teste “ideal” (isto é, um método idealizado em que se informa

exatamente a localização do cluster para que este seja detectado) para cluster espacial tem um

limite superior igual aθ. Observe que este valor deθ não corresponde ao poder do teste do

método a ser testado, mas sim para o poder do método “ideal”. Ométodo testado tem poder

muito menor queθ em geral (Kulldorff et al., 2003). Neste trabalho foi escolhido o valor de

θ igual a 0,999.



CAPÍTULO 5. ESTATÍSTICA SCAN MULTISELETIVA 84

5.4.2 Estimação do Poder

SejaCb o conjunto de todos os candidatos a cluster cuja ocupação circular seja maior ou

igual ab, para valores 0< b≤ 1. Assim, o scan circular usual encontra clusters no conjunto

C1, e o scan multiseletivo encontra clusters no conjuntoC0. Para qualquer outro valor deb, es-

tamos restringindo nossa busca de modo a recusar clusters cuja ocupação circular seja menor

queb. Em outras palavras, estaremos limitando o grau de desconexidade ou irregularidade

que estamos dispostos a tolerar para os clusters encontrados.

Para fixar as idéias, considere os valoresb= 1.0,0.9,0.8, ...,0.1,0.0. Observe queC1.0 ⊂
C0.9 ⊂ ...⊂C0.1 ⊂C0.0, isto é, o conjunto de busca aumenta com a diminuição deb.

A avaliação do poder de detecção do algoritmo foi feita de modo a se estimar a proporção

de vezes em que um cluster é detectado, separadamente para cadaCb. Com isso estaremos

verificando como o algoritmo se comporta, frente a diferentes graus de restrição aplicados à

liberdade de forma permitida aos clusters.

Por exemplo, se não quisermos clusters conexos, na maioria das vezes podemos utilizar

b = 1.0 ou mesmob = 0.8. Se quisermos permitir clusters desconexos mas cujas regiões

não estejam muito afastadas entre si, provavelmente o valorb= 0.5 deve ser satisfatório. Na

prática o usuário do sistema deve efetuar uma análise exploratória e verificar o que acontece

com a conexidade dos clusters soluções encontrados pelo algoritmo quando variamos o valor

deb. É de se esperar que o valor deb não seja muito diferente do valor da ocupação circular

do cluster verdadeiro, quando este existir.

As Figuras 5.6, 5.7, 5.8, 5.9 e 5.14, mostram o comportamentodo scan multiseletivo

quando variamos os valores deb parab= 1.0,0.9,0.8, ...,0.1,0.0.

5.4.3 Clusters Conexos

Para avaliar o desempenho do método, foi construído quatro clusters artificiais de formas

e de populações diferentes, porém todos conexos. Os clusters simulados foram:Circular

(cluster circular),Fino (cluster em formato de tira),Ppeq(cluster com população pequena)
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e Pgra (cluster com população grande). Algumas características desses quatro clusters estão

na Tabela 5.1.

Tabela 5.1:Características dos quatro clusters artificiais conexos.

Características Circular Fino Ppeq Pgra
Número de municípios 22 5 11 7
Número de habitantes 383.488 89.010 57.521 3.725.982
Risco Relativo 1,506 2,152 2,496 1,171
Ocupação Circular 0,880 0,434 0,099 0,953

A Figura 5.5 apresenta os diferentes formatos desses quatroclusters no mapa. A Tabela

5.2 apresenta a comparação do poder de detecção entre a Estatística Scan (OC=1) e a Esta-

tística Scan Multiseletiva nas diversas situações de formato do cluster (conforme a faixa de

OC). Para tornar o método menos dependente da escolha exata da faixa, a ocupação circular

é apresentada através de faixas acumulativas que vão de um certo valor de OC até o nível

máximo de regularidade para a Estatística Scan Circular (OC=1). Para os clusters artificiais

de formato mais regular (Circular e Pgra), percebe-se que existe pelo menos uma faixa de

valores da ocupação circular em que a Estatística Scan Multiseletiva tem poder muito pró-

ximo da Estatística Scan Circular, porém, com a vantagem da não existência de subestimação

e superestimação do cluster. Observa-se também que em situações circulares, a Estatística

Scan tem poder de detecção maior que a proposta deste capítulo. Para os clusters com geome-

tria mais irregular (Fino e Ppeq), a Estatística Scan Multiseletiva tem poder de teste superior

à Scan Circular em pelo menos uma faixa cuja ocupação circular seja menor que 1,0. Isso

evidencia que é possível melhorar o poder de teste para detectar clusters irregulares usando a

Estatística Scan Multiseletiva.
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Figura 5.5: Os quatro clusters artificiais conexos cujo risco relativo é superior a 1,171.
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Tabela 5.2:Poder da Estatística Multiseletiva para os quatro clustersartificiais avaliados.

Ocupação Circular Circular Fino Ppeq Pgra
1 0,7870 0,4380 0,0481 0,4632

0,90 - 1,00 0,7807 0,4300 0,0482 0,4631
0,80 - 1,00 0,7799 0,4224 0,0524 0,4628
0,70 - 1,00 0,7910 0,4284 0,0645 0,4624
0,60 - 1,00 0,7868 0,4771 0,0899 0,4623
0,50 - 1,00 0,7497 0,4812 0,1076 0,4611
0,40 - 1,00 0,7178 0,4702 0,1219 0,4591
0,30 - 1,00 0,6613 0,4444 0,1368 0,4553
0,20 - 1,00 0,5744 0,3935 0,1697 0,4490
0,10 - 1,00 0,4221 0,3150 0,2095 0,4252
0,00 - 1,00 0,1609 0,1985 0,2258 0,1726
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Observe que para os clustersCircular (Figura 5.6) ePgra (Figura 5.9) o poder se mantém

quase inalterado para valores altos deb e decai para valores menores deb. Isso é bastante

esperado, pois nesses casos os clusters são quase circulares e o algoritmo scan circular usual

deve detectá-los bem, enquanto que a ampliação do conjunto de buscaCb para valores baixos

de b apenas introduz ruído (clusters altamente irregulares cujo LLR é elevado), a partir de

certo valor.

No entanto, para os clustersFino (Figura 5.7) ePpeq(Figura 5.8) isso não acontece, pois

são clusters altamente irregulares. Isso faz com que a ampliação do conjunto de buscaCb

forneça mais sinal (clusters candidatos com formato compatível com o cluster verdadeiro)

em comparação com o ruído introduzido ao se aumentar o conjunto de busca. Portanto,

observamos que para faixas de ocupação circular próximas daverdadeira ocupação circular

do cluster artificial, o scan multiseletivo tem seu poder aumentado em comparação com o

scan circular usual. Assim, o máximo do poder de detecção é atingido para o clusterFino,

enquanto que o poder cresce monotonicamente para o clusterPpeq. Note que o valor deb

para o poder de detecção máximo não fica muito diferente do valor da ocupação circular do

cluster verdadeiro (Tabela 5.2).
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Figura 5.6: Poder para o clusterCircular
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Figura 5.7: Poder para o clusterFino
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Figura 5.8: Poder para o clusterPpeq
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Figura 5.9: Poder para o clusterPgra
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5.4.4 Cluster Desconexo gerado por Difusão

A avaliação do método para clusters desconexos também é fundamental. Assim, construí-

mos um cluster artificial desconexo baseado num processo de difusão de doenças transmitidas

por aves contaminadas que migram de um município à outro próximo porém não vizinho ao

município de partida. O cluster foi denominadoPatos(cluster desconexo que representa a

propagação da gripe aviária em patos selvagens). As características desse cluster simulado

segue na Tabela 5.3.

Tabela 5.3:Característica do cluster desconexo (Patos) baseado no processo de difusão.

Características Patos
Número de municípios 9
Número de habitantes 143.340
Risco Relativo 1,873
Ocupação Circular 0,372

As Figuras 5.10, 5.11 e 5.12 ilustram passos consecutivos doprocesso de difusão do vírus

da gripe aviária transmitido por patos selvagens de um município a outros municípios, não

necessariamente vizinhos geograficamente.

Em nosso modelo, a transmissão começa a partir de um município inicial (região central

em cinza escuro), que é a única a reportar casos de gripe aviária no primeiro passo. No passo

seguinte aves (patos selvagens) migram para três municípios próximos (mas não vizinhos),

escolhidos aleatoriamente pelo modelo de difusão, e novos casos são reportados nos quatro

municípios. O município inicial reporta um número de casos ainda maior do que no primeiro

passo. A movimentação das aves é indicada pelas setas. No terceiro passo, cinco novos

municípios próximos são atingidos aleatorimente por aves contaminadas que migraram dos

municípios já contaminados no segundo passo, como indicadopelas setas. Nesse terceiro

passo, o município inicial já reporta uma redução no número de casos, enquanto que os

três municípios que foram atingidos no segundo passo reportam um número crescente de

casos. Além do procedimento de escolha aleatória de municípios próximos que são atingidos
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a cada passo, o modelo utiliza uma função de crescimento vegetativo de casos dentro de cada

município. No nosso exemplo, esse número de casos máximo é atingido após um passo após

a contaminação, e passa a decrescer a partir do segundo passoque se segue à contaminação.

Figura 5.10: O primeiro estágio do processo de difusão que gera o cluster desconexo (Patos)
com risco relativo igual a 1,873.

Para o cluster desconexo dosPatos(Figura 5.14) a ampliação do conjunto de buscaCb

também fornece mais sinal (clusters candidatos com formatocompatível com o cluster verda-

deiro) em comparação com o ruído introduzido ao se aumentar oconjunto de busca. Portanto,

observamos que pelo menos até certo ponto (para valores decrescentes deb) o scan multise-

letivo tem seu poder aumentado em comparação com o scan circular usual. Nota-se que o

valor deb para o poder de detecção máximo não fica muito diferente do valor da ocupação

circular do cluster verdadeiro (Tabela 5.4).

A Tabela 5.4 apresenta o poder de detecção entre a Estatística Scan (OC=1) e a Estatística
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Figura 5.11: O segundo estágio do processo de difusão que gera o cluster desconexo (Patos)
com risco relativo igual a 1,873.

Scan Multiseletiva na situação cujo o cluster é desconexo. Para o cluster dos patos que tem

uma geometria mais irregular e desconexa, a Estatística Scan Multiseletiva teve poder de teste

superior à Scan Circular em pelo menos uma faixa cuja ocupação circular seja menor que

1,0. O poder máximo (igual a 0,4812) é atingido na faixa de ocupação circular que admite

clusters irregulares até um nível de 0,5 (faixa de OC [0,50 - 1,00]). Portanto, a estatística

também apresentou melhorias no poder do teste para o clusterdesconexo.
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Figura 5.12: O terceiro estágio do processo de difusão que gera o cluster desconexo (Patos)
com risco relativo igual a 1,873.
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Figura 5.13: O cluster artificial desconexo (Patos) gerado pela difusão com risco relativo
igual a 1,873.
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Figura 5.14: Poder do cluster artificial desconexo (Patos)
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Tabela 5.4:Poder da Estatística Multiseletiva para o cluster artificial desconexo (Patos).

Ocupação Circular Patos
1 0,4380

0,90 - 1,00 0,4300
0,80 - 1,00 0,4224
0,70 - 1,00 0,4284
0,60 - 1,00 0,4771
0,50 - 1,00 0,4812
0,40 - 1,00 0,4702
0,30 - 1,00 0,4444
0,20 - 1,00 0,3935
0,10 - 1,00 0,3150
0,00 - 1,00 0,1985

A Figura 5.15 mostra a união de pontos de 1000 conjuntos de Pareto obtidos por simu-

lação de Monte Carlo sob hipótese nula, juntamente com a curva crítica de valor p igual a

0,05.

As Figuras seguintes 5.16 e 5.17 mostram a união de pontos de 1000 conjuntos de Pareto

obtidos por simulação de Monte Carlo sob hipótese alternativa: a Figura 5.16 foi obtida

utilizando-se o modelo alternativo do clusterCircular (Figura 5.5) e a Figura 5.17 foi obtida

utilizando-se o modelo alternativo do cluster de gripe aviária da Figura 5.13.

Pode-se observar que no primeiro caso existe uma concentração maior de pontos à direita

da isolinha crítica próximo à ordenada correspondente ao valor de ocupação circular 0,8,

coerente com o valor de ocupação circular 0,88 do clusterCircular da Figura 5.5. No entanto,

no gráfico da Figura 5.17 a concentração de pontos à direita daisolinha crítica aumenta em

torno dos valores de OC entre 0,4 e 0,6, coerente com o valor deocupação circular 0,4 do

cluster circular da Figura 5.5.
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Figura 5.15: Isolinha de valor p = 0,05 para a hipóteses nula.
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Figura 5.16: Poder de teste para o cluster artificialCircular.
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Figura 5.17: Poder de teste para o cluster de gripe aviária dos patos selvagens.
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5.5 Aplicação: Homicídios nos municípios de Minas Gerais

Nesta seção vamos detectar clusters de homicídios no mapa de853 municípios do estado

de Minas Gerais, registrados no período de 1998-2002 (Moura, 2006). O mapa de taxa de

homicídios aparece na Figura 5.18. Na Figura 5.19 mostra-seo conjunto de Pareto global

formado pela união dos Paretos para cada um dos conjuntos seletivos coma igual a 0.002,

0.004, 0.008, 0.016, 0.032, 0.032, 0.064, 0.125, 0.250, 0.500 e 1.000, indicados com diferen-

tes símbolos na parte inferior esquerda da Figura 5.19. Alguns clusters do conjunto de Pareto

Global são indicados pelas setas, com seus respectivos mapas e apresentados na Figura 5.21.

O conjunto de Pareto Global é visto com maior detalhe na Figura 5.20.

Figura 5.18: Taxa de homicídios (por 100 mil hab.) em Minas Gerais, 1998-2002.

A Figura 5.19 mostra o conjunto dos Paretos para cada um dos conjuntos seletivos consi-
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derados. Cada ponto desse conjunto é uma zona candidata a um possível cluster, cujo formato

podemos notar observando o valor da ocupação circular. À medida que esta cresce, o clus-

ter tende a ficar conexo e com formato geométrico mais próximoa de um circulo. Um fato

interessante a ser notado é que saltos bruscos no gráfico dos pontos do conjunto de Pareto

geralmente indicam mudanças significativas nas estruturasdos clusters.

A Figura 5.21 apresenta os conjuntos Pareto-ótimo para cadaum dos conjuntos seletivos

abordados (valores dea desde 0,002 a 1,000). Para algumas soluções foi destacado o mapa

do cluster referente a estas soluções. Com base nestes conjuntos, observa-se a existência

de alguns níveis de clusterização que acompanham de forma satisfatória as desconexidades

existentes no mapa de risco (Figura 5.18). Um fato importante a ser destacado é que sal-

tos bruscos no conjunto Pareto-ótimo Global geralmente indicam mudanças significativas

nas estruturas dos clusters. Tais soluções variam desde clusters com alto LLR e baixa OC,

até clusters de baixo LLR e com alta OC. O primeiro mapa (inferior direito) corresponde à

solução do Pareto-ótimo com maior LLR, mas, ao mesmo, tempo esse cluster possui um for-

mato muito irregular, sendo totalmente desconexo. À medidaque se diminui o valor do LLR

observa-se que os clusters passam a ter um formato mais regular e a quantidade de regiões

conexas tende a diminuir. Por outro lado, na medida em que a OCvai aumentando o cluster

tende a se tornar mais conexo e seu LLR vai diminuindo. O último mapa (superior esquerdo)

mostra o mapa de maior OC e menor LLR, e representa o cluster encontrado pelo método

scan circular de Kulldorff.

Nesse exemplo, nota-se que o formato de um cluster passa de não conexo para conexo

exatamente em um desses saltos. Tal salto é melhor visualizado na Figura 5.20 que apresenta

o Pareto Global referente a todos os conjuntos seletivos avaliados. Os mapas mostrados na

figura 5.21 apresentam diversos formatos de clusters variando de cluster com alta verossimi-

lhança e baixa ocupação circular, até clusters de baixa verossimilhança, mas de alta ocupação

circular. Na Figura 5.21, o primeiro mapa corresponde ao ponto de Pareto com maior ve-

rossimilhança mas ao mesmo tempo esse cluster possui um formato muito irregular, sendo

totalmente desconexo. À medida que diminuímos a razão de verossimilhança LLR(Z) ob-
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servamos que os clusters passam a ter um formato mais regulare a quantidade de regiões

desconexas tende a diminuir. É importante notar que mapas decluster com alta verossimi-

lhança e baixa ocupação circular são bastante parecidos como mapa de taxa de risco. Existem

algumas regiões que aparecem no mapa de risco e não aparecem nos mapas de cluster de alta

verossimilhança e baixa ocupação circular, porém essas regiões têm baixa população e só

aparecem se o risco for realmente muito alto. À medida que a verossimilhança vai dimi-

nuindo e a ocupação circular vai aumentando o cluster tende ase tornar conexo. Em outras

palavras, podemos dizer que alta ocupação circular está fortemente correlacionada à conexi-

dade. O mapa do lado esquerdo e superior se refere à solução candidata que possui maior

ocupação circular (ocupação circular igual a um) e menor razão de verossimilhança. Esse

cluster seria o cluster encontrado pelo método scan circular.

Portanto, esses níveis de clusterização encontrados no Pareto-ótimo (Figura 5.21) acom-

panham de forma satisfatória as desconexidades existentesno mapa de risco (Figura 5.18).

Observe que os dois primeiros clusters nos mapas inclusos naparte superior esquerda da

Figura 5.21 são os únicos clusters conexos representados. Os demais clusters são desconexos.

O caso extremo é o mapa incluso do cluster na parte inferior direita, que foi obtido com o

conjunto seletivo correspondente aa= 0,064, que é o cluster (desconexo) com o maior valor

de LLR.

A curva de nível de menor valor p que intercepta o conjunto de Pareto é mostrada na

Figura 5.20. Pode-se ver que nesse exemplo o cluster de maiorsignificância dentre os clusters

do Pareto Global é o cluster do segundo mapa incluso na parte superior da Figura 5.21 que é

justamente o cluster conexo de maior LLR.
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Figura 5.19: Conjuntos de Pareto para os diversos conjuntosseletivos.
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Figura 5.20: Conjunto de Pareto Global com a visualização daisolinha de valor p.
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Figura 5.21: Conjunto de Pareto com a visualização de algumas soluções de clusters para o
mapa.



Capítulo 6

Estatística Scan Desagregada

6.1 Introdução e Descrição do Método

Dentre os trabalhos pioneiros que propuseram técnicas paradetectar clusters espaciais

podemos citar Choynowski (1959), Openshaw et al. (1987), Cuzick and Edwards (1990),

Turnbull et al. (1990) e Besag and Newell (1991). Alguns usaram o número de casos e

outros sugeriram a taxa bruta como medida quantitativa paradetectar os clusters no mapa.

Kulldorff and Nagarwalla (1995) e Kulldorff (1997) propuseram uma Estatística que levasse

em conta o número de casos e o risco relativo, dentro e fora da zona simultaneamente, que é

a Estatística Scan Circular que define uma verossimilhança para avaliar os possíveis clusters

no mapa.

É bastante comum um mapa possuir mais de um cluster com incidência destacada de

casos ou de determinadas características estudadas. Mapasde riscos com vários clusters

são melhor estudados através de soluções múltiplas com a finalidade de obtermos clusters

de vários níveis de magnitude (primários, secundários, terciários, etc). A extensão de nosso

trabalho se propõe a analisar a estatística scan circular como um problema de otimização

multiobjetivo, isto é, considerando dois aspectos (o número de casos observados e o risco

relativo), que avalia os vários níveis de clusterização existentes naturalmente em um mapa de

doenças composto de m regiões.

A extensão proposta aqui, que é uma versão preliminar de nosso trabalho em andamento,

109
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utiliza uma versão particular do algoritmo multiobjetivo sem usar o algoritmo genético. A

estatística scan proposta neste trabalho é desagregada em duas partes: os casos observados e

o risco relativo dentro de cada zona. Esses dois objetivos são maximizados numa avaliação

realizada em cada uma das m regiões do mapa tomadas individualmente. A idéia consiste em

considerarmos apenas as informações referentes à parte interna da zona e estudar com mais

detalhe a zona primária e a sua localização no mapa e no conjunto de Pareto frente as demais

soluções de menor significância.

Sejamcz o número de casos na zona z eµz o número de casos esperado dentro da zona z.

O conjunto de Pareto será baseado no par(cz,cz/µz).

O algoritmo do scan circular será utilizado, com apenas uma diferença: para cada cluster

circular os valores do número de casos e do risco relativo de cada zona são plotados num

gráficocz×cz/µz. Em seguida, avaliamos a significância de cada solução de Pareto.

A análise das soluções é feita diferenciando-as por camadasde Pareto e tendo como parâ-

metro as curvas de níveis geradas pela função de verossimilhança da Estatística Scan. Estas

estratégias são descritas nas seções 6.2 e 6.3.

6.2 Curvas de nível para o LLR(z)

A razão de verossimilhança já definida na seção 2.1 é expressapor

LR(z) =

(

c(z)
µ(z)

)c(z)(C−c(z)
C−µ(z)

)C−c(z)

, c(z)> µ(z)

Sabemos que o risco relativo para uma zonaz é definido comoRR(z) = c(z)
µ(z) , e que o

número de casos esperados para esta zona é obtido porµ(z) =Cn(z)
N .

Desta forma, podemos olhar para a razão de verossimilhança da seguinte maneira,

LR(z) = (RR(z))c(z)

⎛

⎝

C−c(z)

C− c(z)
RR(z)

⎞

⎠

C−c(z)

.
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Assim, trata-se de uma funçãof : ℜ2 → ℜ tal que f (x,y) = yx
(

C−x
C− x

y

)C−x
, em que para

uma zonaz, os casos são representados porx e o risco relativo pory. Se aplicarmos o loga-

ritmo nesta função, temos que:

g(x,y) = xlog(y)+(C−x)log

(

C−x
C− x

y

)

Portanto, as curvas de nível que são utilizadas neste trabalho são dadas pelos conjuntos

{(x,y) : g(x,y) = B} em queg : ℜ2 → ℜ eB é uma constante arbitrária.

6.3 Camadas do Pareto-ótimo

Considereℙ o conjunto de pontos (cz,cz/µz) para todas as zonas circulares definidas pelo

algoritmo scan circular para um mapa dem regiões com casos observados. Sejaℙ1 o conjunto

de Pareto obtido deℙ, e sejaℙ2 o conjunto de Pareto deℙ−ℙ1, ℙ3 o conjunto de Pareto de

ℙ−ℙ1−ℙ2, etc. O conjuntoℙk é chamado dek-ésima camada de Pareto deℙ.

6.4 Resultados Preliminares

Nesta seção apresentamos os resultados de uma aplicação para dados de mortalidade cau-

sada por bronquite para as microregiões de Minas Gerais durante os anos de 1998 a 2002.

Percebe-se claramente uma incidência maior de bronquite nosul do estado.

Na Figura 6.4 plotamos os pontos (cz,cz/µz) para todas as zonas do scan circular jun-

tamente com as curvas de nível de log da verossimilhança. A Figura 6.2 mostra apenas os

pontos da primeira camada de Pareto com as curvas de nível do log da verossimilhança. Os

pontos para a segunda camada de Pareto são apresentados na Figura 6.3. Pode-se observar

que vários clusters com valores de LLR próximos entre si ficamsituados em locais distantes

no gráfico. Além disso, joelhos na estrutura do conjunto do Pareto podem indicar a presença

de clusters com características notáveis dentro do mapa. Tais clusters se destacariam como

tendo mais casos em relação aos vizinhos à esquerda no Paretoe como tendo maior risco
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Figura 6.1: Taxa de mortalidade causada por bronquite (por 100 mil habitantes) para as mi-
croregiões de Minas Gerais, 1998-2002.

relativo em relação aos seus vizinhos à direita no Pareto. Alguns desses clusters estão indica-

dos nas Figuras 6.5 e 6.6. A Figura 6.6(c) representa o cluster com maior LLR dentre todos

aqueles que estão no conjunto Pareto-ótimo.

Neste exemplo, utilizamos as curvas de nível para valores deB iguais a 25, 50, 75, 100,

120, 140, 160, 180, 200 e 220. Estas constantes são escolhidas de forma que abranja todo

o conjunto de Pareto. As Figuras 6.2 e 6.3 apresentam a primeira e segunda camada do

Pareto-ótimo.
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Figura 6.2: Avaliando a significância dos clusters considerando a primeira camada do con-
junto Pareto-ótimo através das curvas de níveis do LLR da Estatística Scan de Kulldorff.
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Figura 6.4: Avaliando a significância dos clusters diante detodas as camadas do conjunto
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Figura 6.5: Visualizando alguns clusters no conjunto Pareto-ótimo.
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Figura 6.6: Alguns clusters encontrados pela estatística scan desagregada para a primeira
camada ou Pareto-ótimo.
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Considerações Finais

7.1 Conclusões

A estratégia desenvolvida nesta tese de reforçar o grafo de adjacência, construindo muitos

cenários diferentes sugeridos por fatores ambientais, é uma alternativa aos métodos focados

já existentes. Ao invés de forçar a ocorrência de um cluster pré-especificado, como no mé-

todo focado, nós criamos as circunstâncias em que sua probabilidade de ocorrência é maior

em alguns lugares selecionados no mapa. Desta forma, pode-se verificar o aumento ou dimi-

nuição da significância do cluster dependendo do cenário de precipitação existente naquela

região. Acreditamos que esta nova ferramente seja útil paratestar hipóteses a respeito da

influência de fatores ambientais na formação de cluster de determinadas doenças. No nosso

estudo, utilizamos dados ambientais relacionados a chuva para construir cenários distintos

para o reforço do grafo. Com as simulações, observamos que usar o algoritmo multiobje-

tivo fornece meios de encontrarmos mais soluções que não se limitem à solução primária, e

ainda que estas não sejam apenas soluções regulares. Mostrou-se que a detecção do cluster

foi influenciada pelo reforço aplicado a cada cenário específico, sugerindo que o fator am-

biental selecionado (chuva) possa ser significativamente relacionado à ocorrência de clusters

espaciais de malária na Amazônia brasileira. Os testes numéricos mostram que o poder da

deteção é aumentado quando o reforço no grafo coincide com o cluster real, e permanece o

mesmo quando o reforço ocorre em outras posições do mapa. A comparação com o teste de

118
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Mantel mostrou que o nosso método de reforçar o grafo é capaz de encontrar a localização

dos clusters espaciais mais significativos quando este se correlaciona de maneira mais forte

com o fator ambiental que foi utilizado para alterar a estrutura de vizinhança.

A Estatística Scan Multiseletiva mostrou-se muito eficiente na detecção de clusters de

formato regular e irregular, controlando ou evitando as superestimações e subestimações.

Esta proposta se baseia em conceitos simples e generaliza a definição de zona que agora

abrange situações regulares e irregulares, conexas e desconexas. Observou-se também que

saltos significativos no conjunto de Pareto resultam em mudanças significativas no formato

do cluster, inclusive modificando o grau de conexidade da solução.

A Estatística Scan Desagregada poderá explicar mais detalhes sobre os níveis de clusteri-

zação existentes em um conjunto de Pareto, bem como estudar as relações entre as camadas

do Pareto e seus significados no mapa. Nesta proposta contribuímos com a utilização das cur-

vas de nível da LLR para auxiliar na escolha de uma das soluções ótimas. Utilizou-se também

as camadas do conjunto de soluções eficientes para analisarmos melhor a clusterização.

As técnicas multiobjetivo parecem ser promissoras para detecção e inferência de clusters

espaciais, principalmente devido à possibilidade de visualizarmos a estrutura multi-cluster

das diversas soluções. Além disso, o cálculo da significância bi-objetivo de cada solução se

mostrou uma ferramenta eficaz para a escolha do melhor cluster.

7.2 Trabalhos Futuros

Um trabalho que pode ser estendido é comparar estas três extensões com a estatística

Scan Circular de Kulldorff num mesmo conjunto de dados, comopor exemplo, no conjunto de

dados da Nova Inglaterra que já foi bastante explorado por diversos métodos. Tal comparação

seria realizada usando as medidas de sensibilidade e valor de predição positiva, e não apenas

o poder de detecção, bem como o erro tipo II.

O estudo de caso descrito para a Estatística Scan Modificada neste trabalho foi limitado

à apenas uma característica ambiental (chuva), e uma extensão pode ser implementada para
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uma situação multivariada levando em conta diversos fatores ambientais, por exemplo.

Em um trabalho futuro estudaremos os grafos de semelhança entre zonas candidatas a

cluster pela Estatística Desagregada utilizando-se a Estatística Scan Multiseletiva ao invés da

Scan Circular.
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