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INFERÊNCIA SOBRE OS HIPERPARÂMETROS
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Flávio e Roger, pelos impagáveis momentos de alegria e descontração e por me ajudarem ”a es-
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RESUMO

Esta dissertaç̃ao dedica-sèa discuss̃ao da metodologia dos modelos estruturais, também
conhecidos como modelos dinâmicos, para a modelagem de séries temporais. Neste trabalho,
o foco principal est́a voltado para a comparação dos estimadores clássicos e Bayesianos para
se fazer infer̂encias sobre os parâmetros do modelo. Para tanto, utilizam-se as técnicas com-
putacionaisbootstrap, enfoque cĺassico, e Markov chain Monte Carlo (MCMC), no enfoque
bayesiano. Atrav́es de experimentos Monte Carlo, avaliam-se o vı́cio e o erro quadrático
médio dos estimadores de máxima verossimilhança e Bayesianos. Avaliando os estimadores
pontuais, percebe-se que o estimador de máxima verossimilhança (EMV) e a modaa pos-
teriori apresentam um melhor desempenho, em geral. Verifica-se também que as estimati-
vasbootstrapacompanham bem o comportamento das estimativas de máxima verossimilhança
nas replicaç̃oes Monte Carlo dos modelos. Discute-se também a construç̃ao de intervalos de
confiança assintóticos,bootstrape intervalos de credibilidade para os parâmetros, comparando-
os quantòa porcentagem de cobertura eà amplitude. Analisando os estimadores intervalares,
nota-se que os intervalos de credibilidade possuem resultados melhores que os intervalos de
confiança cĺassicos principalmente os assintóticos que, em alguns casos, apresentam limites que
ultrapassam o limiar do espaço paramétrico, o que ocorre geralmente para séries de tamanho
pequeno. Isso justifica também a construç̃ao de outros intervalos para os parâmetros do mod-
elo. Este trabalho também apresenta uma extensão da metodologia para modelar séries que
possuem quebras estruturais, utilizando funções de transferência. A parte final destina-sèa
apresentaç̃ao dos modelos de resposta não-gaussiana e a introdução de uma nova faḿılia (mais
ampla) de modelos de nı́vel local ñao-gaussianos, assim como casos particulares dessa famı́lia.
Como ilustraç̃ao das metodologias apresentadas, são feitas aplicaç̃oes a algumas séries reais.
O ajuste dos modelos a essas séries foram satisfatórios, exemplificando bem as metodologias
apresentadas neste estudo.

Palavras-chave: modelos estruturais, modelos dinâmicos, funç̃ao de transferência, filtro de
Kalman,bootstrap, MCMC, modelos de resposta não-gaussiana.



ABSTRACT

This dissertation is dedicated to the discussion of the methodology of structural models,
also known as dynamic models, for modeling time series. In this work, the main objective is the
comparison of classical and Bayesian estimators in order to make inferences about the parame-
ters of the model. For this purpose, the computational techniques bootstrap, in the classical ap-
proach, and Markov chain Monte Carlo (MCMC), in the Bayesian approach, are used. Through
Monte Carlo simulations, the bias and the mean square error ofthe maximum likelihood and
Bayesian estimators are compared. Evaluating the point estimators, the maximum likelihood
and the posterior mode estimators present in general betterperformance. It can be also checked
that the bootstrap estimates mimics well the behavior of themaximum likelihood estimates in
the Monte Carlo replications of models. Besides, asymptotic and bootstrap confidence intervals
and credibility intervals for the hyperparameters are built, and they are compared with respect
to the coverage rate and width. The credibility intervals show a better performance than the
classical confidence intervals especially the asymptotic ones that, in some cases, present limits
that go beyond the parametric space, mainly for small time series. This work also presents an
extension of the methodology to model series that possessesstructural breaks, using transfer
functions. In the final part, a proposal of a new family of non-gaussian models is presented. As
illustration of the methodologies, applications to some real time series are performed.

Keywords: structural models, dynamic models, transfer function, Kalman filter, bootstrap,
MCMC, non-gaussian models.
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2.1 Śeries temporais . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20

2.2 Modelos Estruturais (ME) . . . . . . . . . . . . . . . . . . . . . . . . . .. . 22
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2.6 Métodos de Simulação MCMC . . . . . . . . . . . . . . . . . . . . . . . . . . 37

2.6.1 Algoritmo de Metropolis-Hastings . . . . . . . . . . . . . . . .. . . . 38

2.6.2 Algoritmo de Metropolis-Hastings hı́brido . . . . . . . . . . . . . . . . 39

2.7 Previs̃ao . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41
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5.1 Faḿılia Gama de modelos dinâmicos . . . . . . . . . . . . . . . . . . . . . . . 71
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3.1 Logaŕıtmo Precipitaç̃ao de SO4 em Nova York. . . . . . . . . . . . . . . . . . 50
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2 Bayesiano, respectivamente. . . . . . . . . . . . . . . . . . . . . . . . . .. 68
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MTL - Modelo de Tend̂encia Linear Local

MEB - Modelo Estrutural B́asico

NID - Independente e normalmente distribuı́do

i.i.d. - Independente e identicamente distribuı́do

FK - Filtro de Kalman

MCMC - Markov chain Monte Carlo
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1 INTRODUÇÃO

A metodologia demodelos estruturais(ME) oumodelos din̂amicos, é uma das v́arias abor-

dagens para modelagem de séries temporais. Esses modelos decompõem uma śerie temporal em

termos de seus componentes não-observ́aveis, como ńıvel, tend̂encia e sazonalidade, os quais

têm uma interpretação direta (Harvey, 1989).

A idéia dessa decomposição da śerie temporal surgiu nos trabalhos de Holt (1957) e Win-

ters (1960), que desenvolveram as técnicas de alisamento exponencial. Aproveitando essa idéia,

surgiram alguns trabalhos formalizando a metodologia de modelos estruturais, dentre os quais

citam-se os de Muth (1960), Theil & Wage (1964) e Nervole & Wage (1964). Entretanto, me-

diante a dificuldade computacional daépoca e o aparecimento dos modelos de Box & Jenkins

(1976), essa metodologia foi um pouco esquecida. Apenas os autores Harrison & Stevens (1971,

1976) trabalharam com essa metodologia sob a perspectiva Bayesiana. Com a criação dosoft-

wareSTAMP (Structural Time Series Analyser, Modeller and Predictor) no final da d́ecada de

1980, e com a importante colaboração de Andrew Harvey, os modelos estruturais tornaram-se

mais populares.

Levando em conta essa decomposição da śerie, alguns modelos estruturais especı́ficos po-

dem ser obtidos, tais como o modelo de nı́vel local (MNL), o modelo de tend̂encia linear local

(MTL) e o modelo estrutural b́asico (MEB), que s̃ao constrúıdos baseados nas suposições de

independ̂encia, homoscedasticidade e normalidade dos erros. Porém, em alguns casos, essas

suposiç̃oes ñao s̃ao atendidas devido a algum evento e/ou fator externo (que influencia os val-

ores da śerie em questão) ou pelo fato da própria śerie temporal ñao ter resposta gaussiana.

Para os casos nos quais as suposições do modelo s̃ao violadas em virtude de algum evento

externo, os modelos defunç̃ao de transfer̂encia(FT) s̃ao introduzidos, a fim de que se possa

mensurar o impacto desse evento na série. Estes foram introduzidos por Box & Jenkins (1976)

no contexto dos modelos ARIMA. Tendo em vista os modelos de FT de Box & Jenkins (1976),

a introduç̃ao da FT no modelo estrutural ou no modelo dinâmicoé quase natural (Harvey, 1989;

West & Harrison, 1997), uma vez que os modelos ARIMA podem ser escritos na forma de
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modelos estruturais.

Já para os casos nos quais as suposições de normalidade e/ou homoscedasticidade são vio-

ladas, uma soluç̃ao naturaĺe tentar uma transformação na śerie temporal. Porém, nem sempre

uma transformaç̃ao é suficiente para que a suposição de normalidade seja satisfeita. Logo,

outra possibilidadée construir um modelo estrutural com resposta não-gaussiana (Smith &

Miller, 1986), o que inclusive traz um ganho de interpretação do modelo (West, Harrison &

Migon, 1985; West & Harrison, 1997). Uma estrutura mais geral, denominadamodelos lin-

eares din̂amicos generalizados(MLDG), foi proposta por West, Harrison & Migon (1985),

despertando um grande interesse devidoà sua grande aplicabilidade dos mesmos em diversas

áreas do conhecimento.

Em todos os modelos citados anteriormente,é necesśario fazer infer̂encias sobre os parâmetros

e hiperpar̂ametros. Neste estudo, são consideradas no processo de inferência a abordagem

clássica, utilizando o estimador de máxima verossimilhança (EMV), e a abordagem Bayesiana,

utilizando ḿetodosMarkov chain Monte Carlo(MCMC) para obter as estimativas Bayesianas

(EB).

Na perspectiva clássica, a estimação dos hiperparâmetrośe feita maximizando-se a função

de verossimilhança que não tem uma ”forma simples”por ser uma função ñao-linear do vetor

hiperpar̂ametros. Por isso, utilizam-se métodos nuḿericos para maximiźa-la.

Sob a perspectiva Bayesiana, a estimação dos hiperparâmetros pode ñao ser ”t̃ao”trivial,

pois, na maioria dos casos, a distribuição a posteriori dos hiperpar̂ametros ñao é analitica-

mente trat́avel. Mediante essa dificuldade, os métodos MCMC provocaram uma revolução na

inferência Bayesiana, porque são capazes de gerar uma amostra da distribuição a posteriori

de um par̂ametro de interesse (Gamerman & Lopes, 2006; Gilks, Richardson & Spiegelhalter,

1996).

Como h́a interesse também em se obter estimativas intervalares para os hiperparâmetros,

intervalos de confiança assintóticos e intervalos de credibilidade podem ser construı́dos.

O bootstrap(Efron, 1979)é um ḿetodo de reamostragem de dados muito utilizado na in-

ferência estatı́stica quando se objetiva a construção de intervalos de confiança, realização de

testes de hiṕoteses, estimação de v́ıcios, previs̃ao, seleç̃ao de modelos. Stoffer & Wall (1991)

propuseram um procedimento que possibilita aplicar a técnica debootstrapem modelos es-

truturais. Portanto, neste trabalho, esseé o procedimento usado para construir intervalos de

confiançabootstrappara os hiperparâmetros.
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1.1 MOTIVAÇ ÃO

A motivaç̃ao principal desta dissertação est́a voltada para a comparação dos estimadores

clássicos e Bayesianos e a aplicação dos ḿetodos computacionaisbootstrape MCMC em mod-

elos estruturais, para se fazer inferências sobre os hiperparâmetros, bem como estudar alguns

modelos estruturais de função de transferência e modelos de resposta não-gaussiana. Existem

estudos que aplicam obootstrapem ME sob a abordagem clássica e tamb́em h́a alguns tra-

balhos que aplicam os ḿetodos MCMC em ME sob a abordagem Bayesiana, mas não se tem

conhecimento de trabalhos comparando as duas abordagens. Além disso, nos modelos de FT,

não h́a estudos no enfoque clássico, de conhecimento dos autores, que consideram o parâmetro

de intervenç̃ao variando no tempo, segundo por alguma lei estocástica.

1.2 OBJETIVOS

Este trabalho foi realizado com o propósito de atingir os seguintes objetivos:

1. Avaliar o v́ıcio e o Erro Quadŕatico Médio (EQM) dos estimadores de máxima verossimilhança

e dos estimadores de Bayes, com distribuiçõesa priori uniforme e de Jeffreys (não-

conjugadas) em modelos estruturais especı́ficos, tais como MNL, MTL e MEB;

2. Construir intervalos de confiança assintóticos ebootstrap(percent́ılico, com correç̃ao de

vı́cio e com correç̃ao de v́ıcio e aceleraç̃ao) e intervalos de credibilidade para os hiper-

par̂ametros. Comparar os intervalos quantoà porcentagem de cobertura eà amplitude em

modelos estruturais especı́ficos tais como MNL, MTL e MEB;

3. Apresentar os modelos estruturais de FT com os parâmetros das variáveis de intervenç̃ao

tanto fixos quanto variando no tempo. Comparar os estimadorespontuais e intervalares

dos par̂ametros, utilizando as técnicas cĺassicas e Bayesianas. Além disso, comparar os

intervalos de confiançabootstrape de credibilidade para a previsão um passòa frente

quantoà taxa de cobertura;

4. Propor os modelos estruturais de resposta não-gaussiana e a famı́lia gama de mode-

los din̂amicos. Apresentar alguns estudos de simulação comparando os estimadores de

máxima verossimilhança e os estimadores Bayesianos nestes modelos;

5. Aplicar as metodologias discutidas a séries reais.



18

1.3 ORGANIZAÇ ÃO DESTE TRABALHO

Este trabalho j́a gerou uma publicação, dois artigos submetidos e umúltimo artigo em fase

de preparaç̃ao. Os assuntos abordados em cada artigo são descritos abaixo.

• No primeiro artigo (Franco, Santos, Ribeiro & Cruz, 2008), intitulado ”Confidence inter-

vals in structural models”, publicado na revistaCommunications in Statistics, foram im-

plementados os intervalos de confiança assintótico ebootstrappercent́ılico não-paraḿetrico,

os quais foram comparados quantoà amplitude èa porcentagem de cobertura. O EQM

e o v́ıcio dos estimadores de máxima verossimilhança ebootstraptamb́em foram avalia-

dos. Aĺem disso, uma aplicação da metodologiàa śerie real do IPCA de Belo Horizonte

foi discutida. Esse artigo resultou da monografia de conclusão de curso de graduação

deste autor, que serviu de base para esta dissertação. Todos os programas computacionais

foram desenvolvidos nosoftwareOx (Doornik, 1999).

• O segundo artigo (Santos & Franco, 2008), sob o tı́tulo ”Inference for the hyperparame-

ters of structural models under classical and Bayesian perspectives”, submetidòa revista

Computational Statistics, é uma extens̃ao do primeiro artigo, incluindo a abordagem

Bayesiana e os intervalos de confiançabootstrapBC e BCa para os hiperparâmetros.

Ressalta-se que as estimativas Bayesianas são obtidas usando distribuiçõesa priori de re-

ferência para os hiperparâmetros. Adicionalmente, uma aplicação da metodologiàa śerie

real da precipitaç̃ao de sulfato em Nova Yorḱe feita. Os resultados deste artigo serão

mostrados no Capı́tulo 3.

• No terceiro artigo (Santos, Franco & Gamerman, 2009), intitulado ”Comparison of Clas-

sical and Bayesian approaches for intervention analysis in structural models”, submetido

à revistaInternational Statistical Review, s̃ao abordados os modelos estruturais de função

de transfer̂encia. Os ḿetodos computacionais MCMC ebootstrapsão comparados quanto

a sua eficîencia para se fazer inferências sobre os parâmetros dos modelos. Além disso,

aplicaç̃oes da metodologia a duas séries reais s̃ao feitas. Os resultados deste artigo serão

apresentados no Capı́tulo 4.

• No quarto artigo, que está em fase de elaboração, os ME de resposta não-gaussiana são

abordados, assim como uma famı́lia gama de modelos dinâmicos. S̃ao discorridos al-

guns casos particulares dessa famı́lia e alguns resultados de simulação s̃ao obtidos para o

modelo Poisson, comparando os métodos cĺassicos e Bayesianos para se fazer inferência

sobre os par̂ametros do modelo. Os resultados deste artigo serão mostrados no Capı́tulo

5.
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Assim, para melhor compreensão da teoria subjacente a todos os trabalhos e para a exposição

dos resultados obtidos em cada artigo, este texto foi elaborado da seguinte forma. No Capı́tulo

2, a metodologia dos modelos estruturais, bem como os métodos computacionais utilizados, são

discorridos. No Caṕıtulo 3, apresenta-se a comparação de ḿetodos cĺassicos e Bayesianos em

ME para se fazer inferência sobre os parâmetros. No Caṕıtulo 4, a metodologia de função de

transfer̂encia e alguns estudos de simulação s̃ao mostrados. No Capı́tulo 5, a faḿılia gama de

modelos din̂amicos e alguns resultados de simulação s̃ao apresentados. Finalmente, no Capı́tulo

6 s̃ao apresentadas as conclusões e as propostas de trabalhos futuros.
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2 METODOLOGIA

Os modelos estruturais (como são conhecidos na inferência cĺassica) ou modelos dinâmicos

(como s̃ao conhecidos na inferência Bayesiana) são utilizados para modelar séries temporais a

fim de explića-los e/ou fazer previsões para as mesmas. A flexibilidade dessa modelagem, in-

cluindo a capacidade de lidar com dados multivariados e processos ñao-estaciońarios, confere-

lhes uma significativa vantagem frenteàs demais metodologias de análise de śeries tempo-

rais (Spall, 1988). Este capı́tulo é destinadòa parte metodológica desta dissertação, istoé,

à formalizaç̃ao dos ḿetodos bem como suas descrições. Para um melhor entendimento da

metodologia, primeiramente a definição de śeries temporaiśe introduzida. A seguir, são apre-

sentados os modelos estruturais com a forma de espaço de estados, o filtro de Kalman e alguns

modelos estruturais especı́ficos. Os procedimentos de inferência cĺassica e Bayesiana também

são mostrados, assim como os métodos computacionaisbootstrape MCMC.

2.1 SÉRIES TEMPORAIS

Segundo Brockwell & Davis (1996), uma série temporal pode ser definida informalmente

como uma coleç̃ao de observaç̃oes ordenadas no tempo. O intervalo de observação é consid-

erado igualmente espaçado neste trabalho. Existem vários exemplos de séries temporais em

diversasáreas como as séries déındices de preços ou de mercado de ações (na Economia),

do ı́ndice de precipitaç̃ao atmosf́erica díaria (na Meteorologia), de batimentos cardı́acos (na

Medicina) etc.

Um aspecto relevante e interessanteé que, em śeries temporais, a amostra obtida de um

determinado fen̂omeno possui uma estrutura de dependência entre suas observações, ou seja, a

ordem em que as observações foram obtidas ñao pode ser descartada. Existe uma quantidade

muito grande de dados com essa caracterı́stica nas mais diversasáreas do conhecimento como

Demografia, Economia, Engenharia, Biologia, Geofı́sica, Meio-Ambiente, entre outras.

Em cada instante de tempo a série temporal pode assumir diversos valores, porém, na
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prática, apenas uḿunico valoré observado. Istóe, uma śerie temporaĺe apenas uma das várias

trajetórias que poderiam ser observadas ao longo do tempo. O conjunto de todas as trajetórias

posśıveisé denominado umprocesso estoćastico.

Formalmente, umprocesso estoćasticoé uma faḿılia y = {y(t), t ∈ N}, tal que, para cada

t ∈ N (conjunto dos ńumeros inteiros),y(t) é uma varíavel aleat́oria (Morettin & Toloi, 2004).

Desta forma, um processo estocásticoé uma coleç̃ao de varíaveis aleat́orias, definidas em um

mesmo espaço de probabilidade(Ω,A,P), formado pela terna espaço amostral (Ω), aσ -álgebra

(A) contida nas partes deΩ e a probabilidade (P) definida em A. O processo estocástico estaŕa

especificado quando a distribuição conjunta das variáveis aleat́orias for definida.

A classe de processos estocásticos denominadaprocessos estacionários - que podem ser

fortemente ou fracamente estacionários -é de grande interesse na modelagem de séries tempo-

rais, pois v́arios modelos a utilizam como uma suposição simplificadora.

Definição 1. Um processo estocásticoy = {y(t), t ∈ N} é denominadofracamente esta-

cionário se, e somente se,

E(y(t)) = µ(t) = µ, constante para todot ∈ N;

E(y2(t)) < ∞ para todot ∈ N;

γ(t1, t2) =Cov(y(t1),y(t2)) é uma funç̃ao apenas de|t1− t2|. Mais detalhes podem ser vistos em

Morettin & Toloi (2004).

Fixado umω ∈ Ω , uma funç̃ao det é obtida, istóe, umasérie temporal(umatrajetória do

processoou umarealizaç̃ao) e a notaç̃aoyt é uma simplificaç̃ao dey(ϖ , t). Uma śerie temporal

não precisa necessariamente ser univariada e unidimensional, ela pode sermultivariada (um

vetor aleat́orio yt) e/oumultidimensional(t é um vetor).

Entre os principais objetivos de estudar séries, podem-se citar:

1. Análise - descrever a série, verificando suas principais caracterı́sticas e possı́veis relaç̃oes

com outras śeries;

2. Geraç̃ao - Investigar o mecanismo pelo qual as observações foram geradas;

3. Previs̃ao - fazer previs̃oes para os valores futuros, baseadas em toda informação dispońıvel.

Harvey (1989) fornece duas razões para a modelagem de séries temporais que são prover

uma descriç̃ao da śerie em termos de seus componentes de interesse e projetar valores futuros.
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A análise e modelagem de séries temporais podem ser feitas em duas vertentes: no domı́nio

do tempo e no doḿınio da freqûencia. V́arias metodologias foram desenvolvidas no domı́nio

do tempo, utilizando modelos paramétricos e visando a modelagem de séries temporais. Pode-

se citar, dentre outras, os modelos ARIMA (Box & Jenkins, 1976), os modelos de longa

depend̂encia (ARFIMA) (Granger & Joyeux, 1980), os modelos não-lineares ARCH (Engle,

1982) e os modelos estruturais - que são o tema desta dissertação e ser̃ao apresentados na

próxima seç̃ao.

Para obter uma melhor explanação sobre a formulação, definiç̃ao e conceitos fundamentais

em śeries temporais, o leitoŕe fortemente indicado a ler os textos de Wei (1990), Box, Jenkins &

Reinsel (1994), Brockwell & Davis (1996) e Morettin & Toloi (2004), estéultimo em portugûes.

2.2 MODELOS ESTRUTURAIS (ME)

Nesta seç̃ao, primeiramente, a definição e a decomposição dos ME em termos dos seus

componentes são apresentadas. Para facilitar a estimação e reduzir o ńumero de equaç̃oes desses

modelos, a seguir eles são escritos na forma de espaço de estados. Uma vez que os ME estão

escritos nessa forma, eles podem ser aplicados ao algoritmorecursivo do filtro de Kalman,

obtendo, dessa forma, o erro de previsão do FK e sua variância, que s̃ao utilizados diretamente

na funç̃ao de verossimilhança. De posse desta, pode-se fazer inferência cĺassica e Bayesiana

(definindo a distribuiç̃aoa priori) sobre os par̂ametros do modelo.

2.2.1 DEFINIÇÃO

Uma śerie temporal pode ser decomposta em componentes não-observ́aveis. Um dos pro-

cedimentos disponı́veis para realizar essa modelagemé conhecido como modelos estruturais.

Os componentes não-observ́aveis que ocorrem com maior frequência em uma śerie temporal

(Harvey, 1989; West & Harrison, 1997) são:

1. Tend̂encia (µt): refere-sèa direç̃ao geral segundo a qual o gráfico da śerie se desenvolve

em um longo intervalo de tempo.

2. Componente Sazonal (γt): refere-se a padrões semelhantes que uma série temporal

parece obedecer durante os mesmos meses de anos sucessivos,resultantes de eventos periódicos

que ocorrem anualmente.

3. Componente cı́clica (δt): refere-sèas oscilaç̃oes em longo prazo ou aos desvios em torno

da reta ou da curva de tendência.
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4. Componente aleatória ou erro (εt): referem-se aos deslocamentos esporádicos das śeries

temporais, provocados por eventos casuais.

Portanto, atrav́es dos modelos estruturais, pode-se escrever uma série temporal univariada

yt , t = 1,2, ...,n, da seguinte forma:

yt = µt + γt +δt + εt ,

sendoεt ∼ [0,σ2
ε ], independentes entre si.

2.2.2 ALGUNS MODELOS ESTRUTURAIS ESPEĆIFICOS

Neste estudo, abordam-se os modelos de nı́vel local (MNL), tend̂encia linear local (MTL),

de tend̂encia polinomial (MTP) e estrutural básico (MEB). O modelo estrutural com o com-

ponente de ciclo foge ao escopo deste estudo. Mais detalhes sobre esses modelos podem ser

encontrados em West & Harrison (1997) e Harvey (1989).

MODELOS DE NÍVEL LOCAL (MNL)

O modelo de ńıvel local ou modelo linear din̂amico (MLD) de primeira ordeḿe o mais

simples, porque possui apenas o componente de nı́vel (µt) e do erro (εt). É tamb́em denominado

como um passeio aleatório acrescido de um erro. A série se movimenta ao longo do tempo sem

uma trajet́oria fixa, pois o ńıvel atualé igual ao ńıvel no peŕıodo anterior mais um ruı́do branco.

A forma do modelóe dada por:

yt = µt + εt , εt ∼ N(0,σ2
ε ) (2.1)

µt = µt−1 +ηt , ηt ∼ N(0,σ2
η), (2.2)

comεt e ηt não-correlacionados et = 1, . . . ,n.

MODELO DE TEND ÊNCIA LINEAR LOCAL (MTL)

Este modelo tamb́em é conhecido comomodelo linear din̂amico de segunda ordem. A

tend̂encia em uma śerie pode ser observada quando existe um aumento ou decréscimo gradual
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do ńıvel das observaç̃oes ao longo do tempo. Sabendo-se quet = 1, . . . ,n, tem-se:

yt = µt + εt , εt ∼ N(0,σ2
ε )

µt = µt−1 +βt−1 +ηt , ηt ∼ N(0,σ2
η)

βt = βt−1 +ξt , ξt ∼ N(0,σ2
ξ ),

ondeεt , ηt e ξt são erros aleatórios mutuamente ñao-correlacionados.

MODELO DE TEND ÊNCIA POLINOMIAL (MTP)

O modelo de tend̂encia polinomiaĺe um modelo de tendência mais geral que os outros dois

modelos apresentados anteriormente. Omodelo de tend̂encia polinomial de ordem kpode ser

definido como se segue:

yt = αt,1 + εt , εt ∼ N(0,σ2
ε )

αt, j = αt−1, j +αt, j+1 +ηt, j , ( j = 1, . . . ,k−1),

αt,k = αt−1,k +ηt,k,

ondeηηη t ∼ N(000,QQQt) eQQQt é uma matriz de covariâncias diagonal parat = 1, . . . ,n.

Sek = 1 eαt = µt , o MNL é obtido. O MTL tamb́emé um caso particular desse modelo

quandok = 2 eααα t = (µt ,βt)
′
. J́a omodelo linear din̂amico de tend̂encias quadŕaticaspode ser

obtido fazendok = 3 eααα t = (µt ,βt ,γt)
′
.

MODELO ESTRUTURAL B ÁSICO (MEB)

O componente sazonal aparece quando a série apresenta algum tipo de periodicidade que

ocorre regularmente de ano para ano. Portanto, as séries sazonais são caracterizadas por apre-

sentarem correlações altas emlagssazonais.Lagssão ḿultiplos de um peŕıodo, que se denotará

pors, e que pode ser semanal, mensal, trimestral etc.

Há duas maneiras de se ”tratar”a sazonalidade. A primeiraé modelar a sazonalidade por

fatores e, a segunda, por componentes harmônicas ou trigonoḿetricas. A segunda nãoé discu-

tida neste estudo; entretanto o leitor interessado pode consultar os trabalhos de Harvey (1989)

e West & Harrison (1997).

O Modelo Estrutural B́asicoé o modelo de tend̂encia linear local acrescido do componente

sazonal (γt) e est́a definido na forma:
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yt = µt + γt + εt , εt ∼ N(0,σ2
ε ),

µt = µt−1 +βt−1 +ηt , ηt ∼ N(0,σ2
η),

βt = βt−1 +ξt , ξt ∼ N(0,σ2
ξ ),

γt = −γt−1−·· ·− γt−s+1 +ωt , ωt ∼ N(0,σ2
ω),

assumindo quet = 1, . . . ,n e ques refere-se ao ńumero de perı́odos sazonais.εt , ηt , ξt eωt são

distúrbios tipo rúıdo branco mutuamente não-correlacionados.

Para modelar um componente sazonal por fatoresé necesśario a restriç̃ao de que a soma dos

componentes sazonais seja zero, istoé, ∑s−1
j=0γt− j = 0. Obt́em-se uma modelagem estocástica

para o componente sazonal fazendo∑s−1
j=0γt− j = ωt sendoωt ∼ N(0,σ2

ω).

2.2.3 A FORMA DE ESPAÇO DE ESTADOS

A representaç̃ao de espaço de estados de um sistemaé um conceito fundamental na teoria

do controle moderna (Wei, 1990). Modelos de espaço de estados foram originalmente desen-

volvidos por engenheiros de controle, particularmente para aplicaç̃ao em sistemas de navegação,

como, por exemplo, no monitoramento da posição de um foguete espacial. Somente mais tarde

verificou-se que esses modelos eram também valiosos na ańalise de muitos outros tipos de

séries temporais. De fato, a modelagem em espaço de estadosé muito flex́ıvel, aplićavel em

uma grande variedade de problemas.

O objetivo de se escrever os modelos estruturais na forma de espaço de estadośe reduzir

o número de equaç̃oes para apenas duas, facilitando, assim, o processo de estimaç̃ao de tais

modelos. Os parâmetros a serem estimados podem ser as variâncias dos erros associados a

cada componente não-observ́avel, denominados hiperparâmetros, ou coeficientes relacionados

a varíaveis e a componentes não-observ́aveis inclúıdas no modelo.

Como dito anteriormente, na forma de espaço de estados,é posśıvel representar os modelos

estruturais atrav́es de duas equações - a equaç̃ao das observações (ou da medida) e a equação

do estado (ou de transição), dadas respectivamente por (Harvey, 1989; West & Harrison, 1997):

yt = z
′
tααα t +dt + εt , εt ∼ N(0,ht) (2.3)

ααα t = Ttααα t−1 +ct +Rtηηη t , ηηη t ∼ N(0,Qt) (2.4)

ondet = 1,2, ...,n, εt são rúıdos ñao correlacionados,ηηη t é um vetor de rúıdos serialmente ñao-

correlacionados, cuja matriz de covariânciaśe dada porQt eααα t é o vetor de estados. Assume-se



26

tamb́em queεt e ηηη t sejam independentes entre si parat = 1,2, ...,n. As matrizesz
′
t , Tt e Rt

são conhecidas como matrizes do sistema e assumidas determinı́sticas e conhecidas. Os termos

dt e ct são covaríaveis que podem ser inseridas nas equações das observações e de transição,

respectivamente. O modelo de espaço de estadosé dito invariante no tempo quando as matrizes

de sistema ñao mudam ao longo do tempo. O modelo tem as seguintes suposiçõesE(εtηηη j) = 0 e

E(ηηη tααα0) = 0 ∀ j, t = 1, . . . ,n. Considera-se a seguinte notaçãoE(α0) = a0 eCov(ααα0,ααα0) = P0

, ondeααα0 é vetor de estados inicial.

Uma das grandes vantagens dos modelos de espaço de estados decorre de sua natureza

Markoviana, que permite que os cálculos sejam feitos recursivamente, de forma particularmente

convenientèa computaç̃ao. Segundo Durbin & Koopman (2001), essa natureza recursiva dos

modelos e as técnicas computacionais usadas para analisá-los conferem aos modelos de espaço

de estados grande flexibilidade, pois permitem que alterações na estrutura do sistema sejam

feitas com relativa facilidade.

Outro ponto a favor da modelagem em espaço de estadosé que ela permite trabalhar com

observaç̃oes faltantes e agregação temporal (Harvey, 1989, p.10). Além disso, modelos po-

dem ser reformulados para tempo contı́nuo, habilitando-os, por exemplo, a tratar situações com

observaç̃oes irregularmente espaçadas no tempo.

Aqui é apresentada a forma de espaço de estados para séries temporais univariadas, mas

esse modelo contempla também śeries multivariadas. O interessado neste tópico pode consultar

os livros de Harvey (1989) e West & Harrison (1997).

2.2.4 FILTRO DE KALMAN

O vetor de estados (ααα t) é ñao-observ́avel; logo,é necesśario um algoritmo recursivo para

estiḿa-lo. O Filtro de Kalman (FK) (Kalman, 1960)é um algoritmo recursivo que determina a

estimativa do vetor de estados no tempot dado toda a informação dispońıvel at́e o instantet−1

. Outros algoritmos recursivos poderiam ser escolhidos, mas o FKé preferido devido a algumas

propriedades interessantes, que serão vistas a seguir.

Sabendo-se queYYYt−1 é o vetor das observações at́e o instantet−1,E(ααα0)= a0 eCov(ααα0,ααα0)=

P0, supondo-se que as observações t̂em distribuiç̃ao normal e utilizando as propriedades da nor-

mal multivariada, tem-se que:

1. (ααα t |YYYt−1) ∼ N(at|t−1,Pt|t−1) , sendoat|t−1 = E(ααα t |YYYt−1) = Ttat−1 +ccct ,

2. Pt|t−1 = Var(αααt |YYYt−1) = TtPt−1T
′
t +RtQtR

′
t ,
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3. (yt |YYYt−1) ∼ N(ỹt|t−1,Ft) , sendo ˜yt|t−1 = E(yt |YYYt−1) = z
′
tat|t−1 +dt ,

4. Ft = Var(yt |YYYt−1) = z
′
tPt|t−1zt +ht .

Através de recursividade, encontram-se os importantes resultados:

at = at|t−1 +Pt|t−1zzztF
−1
t (yt − ỹt|t−1), (2.5)

Pt = Pt|t−1−Pt|t−1ztF
−1
t z

′
tPt|t−1. (2.6)

As equaç̃oes (2.5-2.6) s̃ao conhecidas como equações de atualização, pois atrav́es delas

é posśıvel atualizar os estimadoresat e Pt do vetor de estado no instantet. Para facilitar o

manuseio das fórmulas, denota-se porνt o erro de previs̃ao um passòa frente ou inovaç̃ao

vt = yt − ỹt|t−1 ⇒ vt = yt −zzz′tat|t−1−dt .

Assim,E(νt) = 0 eVar(νt) = Ft . Ent̃ao, substituindovt em (2.5-2.6) tem-se

at = at|t−1 +T−1
t+1K tvt

e

Pt = Pt|t−1−Pt|t−1T−1
t+1K tz

′
tPt|t−1,

onde

K t = Tt+1Pt|t−1ztF
−1
t

é conhecida como matriz de ganho de Kalman. Para simplificar as equaç̃oes do FK, pode-se

escreverat+1|t ePt+1|t diretamente deat|t−1 ePt|t−1. Logo, tem-se que

at+1|t = TTTt+1at|t−1 +ccct+1 (2.7)

Pt+1|t = TTTt+1Pt|t−1TTT
′
t+1−KKKtFtKKK

′
t +RRRt+1QQQt+1RRR

′
t+1 (2.8)

Para inicializar o filtro de Kalman toma-sea0 = 000 oua0 = E(yt) eP0 como sendo um valor

suficientemente grande (Harvey, 1989).

Como exemplo de aplicação do FK, seŕa considerado o modelo de nı́vel local, descrito nas

equaç̃oes (2.1-2.2). Neste caso, as matrizes de sistemaz
′
t , Tt eRt da forma de espaço de estados

são iguais a um,

z
′
t = Tt = Rt = 1.

Al ém disso,ct = dt = 0 e as varîancias dos resı́duosεt e ηt sãoht = σ2
ε e Qt = σ2

η , respecti-

vamente. O estado do sistema,αt , é referido comoµt . Tomando-se as equações em (2.1-2.2)
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na forma de espaço de estados do MNL e os valores encontradosdas matrizes de sistema,

substituindo-os nas fórmulas do filtro de Kalman e atendendoàs suposiç̃oes, encontram-se,

para o MNL, equaç̃oes mais simples e fáceis de serem usadas, porém com a mesma finalidade:

vt = yt −at|t−1,

at+1|t = at|t−1 +Kt .vt

Ft = Pt|t−1 +σ2
ε ,

Kt = Pt|t−1/Ft ,

Pt+1|t = Pt|t−1−K2
t Ft +σ2

η .

O FK tem outras caracterı́sticas aĺem de prediç̃ao como, por exemplo, a suavização - que

seŕa definida a seguir.

2.2.5 SUAVIZAÇÃO

O FK pode ser utilizado também para estimar o vetor de estado,ααα t , baseado em toda

informaç̃ao da amostra obtida,YYYn . Existem v́arios ḿetodos, que ñao s̃ao apresentados aqui,

para calcular os estimadores suavizados do estadoat|n = E(ααα t |YYYn) e Pt|n = Var(ααα t |YYYn). De

acordo com a definiç̃ao dada em Koopman (1992), esses estimadores são chamados de suavizadores

do estado. Para encontrar esses estimadores, as seguintes equaç̃oes s̃ao utilizadas:

rrrt−1 = zzztF
−1
t +LLL

′
trrrt ,

NNNt−1 = zzztF
−1
t zzz

′
t +LLL

′
tNNNtLLLt ,

at|n = at|t−1 +Pt|t−1rrrt−1,

Pt|n = Pt|t−1−Pt|t−1NNNt−1Pt|t−1,

em queLLLt = TTTt −KKKtzzz
′
t . São necesśarias as quantidadesat|t−1, Pt|t−1, KKKt , Ft eνt obtidas atrav́es

do FK para a execução do algoritmo, o quaĺe iniciado no instantet = n e o suavizador do estado

é obtido na ordem inversa até t = 1. Os valores iniciaisrrrT e NNNT podem ser fixados em zero.

Uma exposiç̃ao mais cuidadosa sobre esse tópico est́a em (Harvey, 1989, p.149).
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2.3 INFERÊNCIA CL ÁSSICA

Sejaψψψ = (ψ1, . . . ,ψp)
′
o vetor de hiperparâmetros. Por exemplo, os vetores paramétricos

dos modelos MNL, MTL, MTP e MEB s̃aoψψψ =(σ2
η ,σ2

ε )
′
, ψψψ =(σ2

η ,σ2
ξ ,σ2

ε )
′
, ψψψ =(diag(QQQt),σ2

ε )
′

e ψψψ = (σ2
η ,σ2

ξ ,σ2
ω ,σ2

ε )
′
, respectivamente. Por se tratar de variâncias, o espaço paramétrico dos

vetoresé o ℜp
+. O método de estimação por ḿaxima verossimilhança será usado para esti-

mar os hiperpar̂ametros de um modelo através da maximizaç̃ao da funç̃ao densidade conjunta

f (y1, . . . ,yn;ψψψ) em relaç̃ao aψψψ. As propriedades assintóticas destes estimadores serão usadas

para a construç̃ao do intervalo de confiança paraψψψ , descritos na Seção 2.3.2.

2.3.1 ESTIMADOR DE MÁXIMA VEROSSIMILHANÇA

A função de verossimilhança pode ser calculada através das quantidades obtidas pelo filtro

de Kalman, supondo que(yt |YYYt−1) ∼ N(ỹt|t−1,Ft), ondeYYYt−1 = (y1, . . . ,yt−1). Neste caso, a

função de densidade preditivaé dada por:

p(yt |Yt−1,ψψψ) = (2π)−1/2|Ft |−1/2exp

{
−1

2

(
yt − ỹt|t−1

)′
F−1

t

(
yt − ỹt|t−1

)}
.

Substituindovt = yt − ỹt|t−1 na equaç̃ao anterior tem-se que:

p(yt |YYYt−1,ψψψ) = (2π)−1/2|Ft |−1/2exp

{
−1

2
v
′
tF

−1
t vt

}
.

Para encontrar o estimador de máxima verossimilhança deψψψ , deve-se maximizar a função de

verossimilhança, que neste casoé o produt́orio das distribuiç̃oes preditivasL(ψψψ;Yn)= p(y1, . . . ,yn|ψψψ)=
n
∏
t=1

p(yt |YYYt−1,ψψψ).

Aplicando-se o logaritmo natural emL(ψψψ;Yn) para simplificar os ćalculos, a funç̃ao de

log-verossimilhançáe obtida:

lnL(ψψψ;Yn) = −n
2

ln(2π)− 1
2

n

∑
t=1

ln |Ft |−
1
2

n

∑
t=1

ν
′
t F

−1
t νt . (2.9)

O vetorψ̂ψψ de hiperpar̂ametros estimadóe obtido maximizando a função de log-verossimilhança

(2.9). Como estáe uma funç̃ao ñao-linear do vetor de hiperparâmetros, a estimação deve ser

realizada numericamente através de algoritmos de otimização. H́a várias maneiras e ḿetodos

para solucionar problemas de otimização. Um dos ḿetodos de maximização mais utilizadośe

o conhecido BFGS (em referência aos seus autores, Broyden-Fletcher-Goldfarb-Shanno), que

seŕa utilizado neste trabalho.
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A vantagem de se considerar o método de ḿaxima verossimilhança para obter estimadores

dos hiperpar̂ametrośe que se pode valer das propriedadesótimas que esses estimadores gozam

sob certas condiç̃oes de regularidade (Migon & Gamerman, 1999; Casella & Berger,2002). Por

exemplo, os EMV s̃ao assintoticamente consistentes e não-viesados. A normalidade assintótica

é outra propriedade importante dos EMV - que será utilizada na pŕoxima subseç̃ao para construir

intervalos de confiança assintóticos para os hiperparâmetros.

2.3.2 INTERVALOS DE CONFIANÇA ASSINT ÓTICOS

Sob certas condiç̃oes de regularidade, o estimador de máxima verossimilhança,̂ψψψ , é assin-

toticamente normal com ḿediaψψψ e matriz de covariância assint́oticaaaaVVVaaarrr(ψ̂ψψ) = n−1IIIAAA−1(ψψψ),

na qualIIIAAA(ψψψ) = lim
n→∞

n−1I(ψψψ) e I(ψψψ) é a matriz de informaç̃ao de Fisher. Aĺem disso, em

amostras finitas,aaaVVVaaarrr(ψ̂ψψ) pode ser considerada como o inverso da matriz de informação, ver

Casella & Berger (2002) e Migon & Gamerman (1999). Usando a distribuição assint́otica dos

estimadores de ḿaxima verossimilhança, intervalos de confiança assintóticos podem ser con-

strúıdos para os hiperparâmetros (Harvey, 1989).

Sejaψi, i = 1, . . . , p, um hiperpar̂ametro qualquer no vetorψψψ . Ent̃ao, um intervalo de

confiança assintótico paraψi de confiança 100.(1−κ)% é dado por:

ψ̂i ±zκ/2

√
aVar(ψ̂i);

em quezκ/2 é o κ/2 percentil de uma distribuição Normal-padr̃ao eaVar(ψ̂i) é obtido dos

elementos da diagonal da matrizaaaVVVaaarrr( ψ̂ψψ). Para que as condições de regularidade sejam satis-

feitas, em modelos mais comportados como MNL, MTL e MEB, bastaque os hiperparâmetros

sejam pontos interiores ao espaço paramétrico (ver Harvey (1989)).

O cálculo das derivadas do erro de previsão e de sua variância com respeito aos hiper-

par̂ametros da matriz de informação ñaoé uma tarefa trivial. Harvey (1989) propõe uma forma

de aproximaç̃ao nuḿerica no ćalculo das derivadas deFt eνt , queé extremamentéutil no cálculo

da matriz informaç̃ao de Fisher cuja forma, em uma expressão simplificada,́e dada por:

III i j (ψψψ) =
1
2∑

t

[
tr

[
F−1

t
∂Ft

∂ψi
F−1

t
∂Ft

∂ψ j

]]
+E

[

∑
t

(
∂vt

∂ψi

)′

F−1
t

∂vt

∂ψ j

]
, i, j = 1, ..., p (2.10)

ondet = 1, · · · ,n. As derivadas deFt e νt podem ser calculadas pelo seguinte procedimento:

1. Façai = 1 e acrescente uma pequena quantidade,δi , ao hiperpar̂ametroψi ;

2. Executa-se o Filtro de Kalman com o novo valor do hiperparâmetro (ψi) e mant́em-se
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constante os valores dos outros hiperparâmetros;

3. Um novo vetor do erro de previsão e sua variância s̃ao obtidos,ν(i)
t eF(i)

t ;

4. As express̃oesδ−1
i [v(i)

t −vt ] e δ−1
i [F(i)

t −Ft ] são, ent̃ao, aproximaç̃oes nuḿericas para as

requeridas derivadas;

5. Façai = i +1 e volte ao passo 1, até i = p.

O primeiro artigo citado na Seção 1.2 (Franco, Santos, Ribeiro & Cruz, 2008) apresenta

um estudo Monte Carlo para a determinação da quantidadeδi . Foi mostrado que, para os ME

analisados nesta dissertação,δi = 0,0001é uma boa escolha.

2.4 INFERÊNCIA BAYESIANA

A inferência Bayesiana sobre os parâmetros de modelos estruturais tem atraı́do um grande

interesse recentemente. Admitindo que uma distribuição de probabilidade pode descrever as in-

certezas coerentemente, tal procedimento de inferência consiste em descrever a incerteza inicial

de um pesquisador sobre um parâmetro atrav́es da distribuiç̃aoa priori π(·) e depois combinar a

informaç̃ao proveniente dos dados, resultando na distribuiçãoa posteriori. Se uma distribuiç̃ao

a priori π(ψψψ) é especificada paraψψψ , ent̃ao a distribuiç̃aoa posteriorideψψψ é dada por:

π(ψψψ|YYYn) =
L(ψψψ;YYYn)π(ψψψ)∫
L(λλλ ;YYYn)π(λλλ )dλλλ

.

DISTRIBUIÇ ÕES A PRIORI

Na maioria das vezes, não é uma tarefa trivial especificarπ(ψψψ) . Uma estrat́egia comum

é a adoç̃ao de distribuiç̃oesa priori vagas (com valores de variância grandes). No entanto,

esta ñao é a estrat́egia mais adequada, uma vez que distribuiçõesa priori vagas podem ser

informativas, segundo Migon & Gamerman (1999). Na ausência de informaç̃ao suficientea

priori , tem sido uma pŕatica comum a especificação de distribuiç̃oesa priori não-informativas

apropriadas, obtidas através de algum ḿetodo formal. A mais comum dessas distribuiçõesa

priori é a de Jeffreys (1961).

Neste trabalho serão utilizadas as seguintes distribuiçõesa priori para os hiperparâmetros:

Uniforme: π(ψψψ) ∝ c, para todos os valores possı́veis deψ, e 0, caso contrário, ondec∈
ℜ+.
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Jeffreys: π(ψψψ) = det(III(ψψψ))1/2, onde III(ψψψ) é matriz de informaç̃ao de Fisher dada em

(2.10). Para o ćalculo deIII(ψψψ) utiliza-se o mesmo procedimento numérico proposto por Harvey

(1989) para aproximação da matriz informaç̃ao, que foi usado para construir o intervalo de

confiança assintótico na Subseç̃ao 2.3.1.

2.4.1 ESTIMADOR DE BAYES

A distribuição a posteriori é toda a informaç̃ao dispońıvel sobreψψψ aṕos os dados serem

observados. Apesar disto, muitas vezesé preciso resumi-la em uḿunico ńumero. Quando este

númeroé obtido minimizando uma função de perda previamente escolhida, torna-se o estimador

de Bayes. SejaG(ψψψ,δδδ ) a funç̃ao de perda segundo a qual se quer ser penalizado, ondeψψψ é o

valor real eδδδ são posśıveis estimativas deψψψ . O estimador de Bayes paraψψψ é o valorδδδ que torna

mı́nima a perda esperadaa posteriori, isto é: ψ̂ψψEB = min
δδδ

E (G(ψψψ,δδδ ) |YYYn) = min
δδδ

∫
G(ψψψ,δδδ ) ·

π (ψψψ|YYYn)dψψψ. Se a funç̃ao de perda quadráticaG(ψψψ,δδδ ) = (ψψψ −δδδ )2 é considerada, o estimador

de Bayeśe a ḿediaa posteriori. Se, por outro lado, escolhem-se as funções de perda 0-1 e

absoluta, a moda e medianaa posteriorisão o estimador de BayeŝψψψEB, respectivamente. Deve-

se ressaltar que diferentes funções de perda geram diferentes estimadores de Bayes e deve-se

frisar que a escolha da função de perdáe completamente subjetiva, ver Migon & Gamerman

(1999).

2.4.2 INTERVALO DE CREDIBILIDADE

Sejaψi, i = 1, . . . , p, um hiperpar̂ametro qualquer no vetorψψψ . Fixado 0< κ < 1, qualquer

intervalo(t1, t2)
′
satisfazendo

t2∫

t1

π(ψi|YYYn)dψi = 1−κ

é um intervalo de credibilidade paraψi de ńıvel 100.(1−κ)%. Esses intervalos são aproximados

pelas correspondentes estatı́sticas de ordem da amostra gerada via MCMC deψi, tomando os

percentis siḿetricos. Para maiores detalhes ver Migon & Gamerman (1999).

A seguir, discutir-se-́a um pouco sobre as técnicas computacionaisbootstrape MCMC.

Essas t́ecnicas ser̃ao extremamentéuteis para se fazer inferências sobre os hiperparâmetros dos

modelos descritos anteriormente.
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2.5 BOOTSTRAP

O bootstrap(Efron, 1979)é um ḿetodo computacional desenvolvido para inferência es-

tat́ıstica. A id́eia central desse ḿetodo consiste em aproximar a distribuição dos dados (F) pela

distribuiç̃ao emṕırica (F̂), baseada nas observações obtidas deF . Um resultado importantée

que a distribuiç̃ao estimada deF converge, em probabilidade, para a distribuição dos dados.

Existem basicamente duas maneiras de se realizar obootstrap: não-paraḿetrica e paraḿetrica.

Na primeira, a reamostrageḿe feita, com reposiç̃ao, na pŕopria amostra e cada observação tem

a chance de 1/n de ser reamostrada, ou seja, a distribuição estimada empı́rica F̂npar é definida

como uma distribuiç̃ao discreta. Na segunda,F̂par é uma estimativa deF (conhecida e derivada

de algum modelo paraḿetrico), istoé, as observações s̃ao reamostradas da distribuição geradora

dos dados cujos parâmetros desconhecidos são substitúıdos por suas respectivas estimativas. O

bootstrapparaḿetricoé útil em problemas onde se tem algum conhecimento sobre a forma da

distribuiç̃ao da populaç̃ao.

Suponha que a estatı́stica de interessée dada porT(XXX), ondeXXX é uma amostra aleatória da

distribuiç̃ao dos dados. Usando o procedimentobootstrap, as B amostrasbootstrapsão obti-

dasXXX∗1,XXX∗2, . . . ,XXX∗B e, conseq̈uentemente, as réplicasbootstrapda estat́ısticaTTT∗(XXX∗b) para

b = 1,2, . . . ,B. Pode-se usarT∗(XXX∗) como uma aproximação verdadeira da estatı́sticaT(XXX) e,

portanto, fazer infer̂encias sobre o parâmetro de interesse. Esse procedimentoé denominado

como prinćıpio plug-in por Efron & Tibshirani (1993, p.31). Segundo os mesmos, a função

ψ = TF(XXX) da distribuiç̃ao deF é estimada pela mesma distribuição emṕırica F̂ , ψ̂ = TF̂(XXX) ,

logo ψ̂ é a estimativa do parâmetroψ.

Efron & Tibshirani (1993) discorrem sobre duas vantagens dométodobootstrapsobre

os ḿetodos tradicionais. A primeira, quando o modo não-paraḿetrico é usado, o analista ou

pesquisador ñao tem que fazer suposições paraḿetricas sobre a população latente. Segunda,

quando o modo paraḿetrico é utilizado, ele obt́em respostas mais acuradas que as fórmulas

tradicionais.

Sabe-se que para fazer inferências usando obootstrapé necesśario que a suposição de

independ̂encia das observações seja v́alida. Levando em consideração que as observações em

séries temporais são correlacionadas, uma das possibilidadesé aplicar obootstrapnos reśıduos

do modelo estrutural ajustado, utilizando uma proposta de Stoffer & Wall (1991). Os autores

fornecem uma justificativa assintótica para a validade do procedimentobootstrapaplicado a

modelos de espaço de estados.

Existem outras alternativas para realizar obootstrapem śeries temporais, como por ex-
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emplo, obootstrap em bloco(Efron & Tibshirani, 1993, p.99) - que permite a reamostragem

diretamente nas observações da śerie. Essa t́ecnica consiste em dividir a série em blocos de

mesmo tamanho e reamostrá-los com reposiç̃ao, obtendo, assim, a nova sériebootstrap. Desta

forma, a estrutura de correlação das observações em um mesmo blocoé preservada.

2.5.1 BOOTSTRAPNÃO-PARAM ÉTRICO NOS RESÍDUOS

Seja o modelo na forma de espaço de estados dado em (2.3-2.4)comdt = 0 eccct= 000. Ini-

cialmente, deve-se estimar os hiperparâmetros do modelo, que, neste estudo, são as varîancias

desconhecidas dos errosεt eηηη t da equaç̃ao da medida e transição, respectivamente. Para tanto,

tem-se que executar o FK para obter os valores das inovações estimadas,̂νt , e sua varîanciaF̂t .

Deve-se observar que essas quantidades são funç̃oes dos hiperparâmetros desconhecidos.

Após a estimaç̃ao dos hiperparâmetros, por ḿaxima verossimilhança, têm-se as inovaç̃oes

estimadas,̂νt , que s̃ao reamostradas para a construção da śerie bootstrap. Antes, poŕem, é

necesśario centrar e padronizar as inovações para garantir que todos os resı́duos possuam, pelo

menos, os dois primeiros momentos iguais (Stoffer & Wall, 1991). Logo,

êt =
ν̂t − ¯̂νt√

F̂t

,

t = 1,2, . . . ,n, onde ¯̂νt =

n
∑
j=1

ν̂ j

n . Agora amostras podem ser tomadas, com reposição, de ˆet ,

t=1,2,...,npara obter as inovaçõesbootstrap, ê∗t .

A série bootstrap, y∗t , é constrúıda, recursivamente, utilizando-se as inovaçõesbootstrap

obtidas acima e os valoreŝFt e K̂KKt calculados pelo FK. Inicialmente, as equações do filtro de

Kalman paraat+1|t eyt são escritas em função das inovaç̃oes. Portanto, tem-se que

at+1|t = TTTtat|t−1 +KKKtνt

yt = zzz
′
tat|t−1 +νt .

A seguir, o vetorSSSt =

[
at+1|t

yt

]
é definido como

SSSt = AAAtSSSt−1 +BBBtet , (2.11)

t = 1,2, ...,n, ondeAAAt =

[
TTTt 0

zt 0

]
eBBBt =

[
KKKt

√
Ft√

Ft

]
.

Portanto, resolvendo a equação (2.11) com ˆe∗t no lugar deet e utilizando os valores estima-
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dosFt eKKKt , obt́em-se a śeriebootstrap y∗t , t = 1,2, ...,n.

2.5.2 BOOTSTRAPPARAM ÉTRICO NOS RESÍDUOS

Diferentemente dobootstrapnão-paraḿetrico, no qual os resı́duos do modelo ajustado

são reamostrados com reposição, o bootstrapparaḿetrico utiliza apenas as estimativas dos

par̂ametros da śerie original. O procedimentóe realizado da seguinte forma: primeiro, os

par̂ametros do modelo são estimados baseados na série original. A seguir, as variâncias dos

erros nas equações das observações e da transição em (2.3-2.4) s̃ao substitúıdas pelas suas

respectivas estimativas. Realizando reamostragens, os termos de errobootstrapε̂∗t e η̂ηη∗
t são

obtidos e a śerie temporalbootstrap y∗t pode ser construı́da atrav́es das equações:

y∗t = z
′
tααα∗

t +dt + ε̂∗t ,

ααα∗
t = TTTtααα∗

t−1 +ccct +RRRt η̂ηη∗
t ,

t = 1,2, . . . ,n.

2.5.3 INTERVALOS DE CONFIANÇA BOOTSTRAP

Um dos principais objetivos da teoriabootstrapé produzir bons intervalos de confiança

automaticamente. ”Bons”significa que os intervalosbootstrapdevem estar estreitamente em

acordo com os intervalos de confiança exatos naquelas situações especiais onde a teoria Es-

tat́ıstica apresenta uma resposta exata, e devem fornecer probabilidades de cobertura acuradas

em todas as situações, ver Efron & Tibshirani (1993).

• INTERVALO DE CONFIANÇA BOOTSTRAPPERCENTÍLICO

Neste estudo, utiliza-se um dos métodos que envolvem a construção de intervalos de confiança

bootstrap, o bootstrappercent́ılico, para os hiperparâmetros em modelos estruturais. Esse

método foi proposto por Efron & Tibshirani (1993).

Na pŕatica, depois de estimar os valores dos hiperparâmetros para cada uma das B séries

bootstrap, ordenam-se esses valores e toma-se o percentil 100.(κ/2)0 como o limite inferior do

intervalo e o percentil 100.(1−κ/2)
o

como o limite superior do intervalo. Pode-se definir o

intervalo 100.(1−κ)% como

[
ψ̂i

∗(κ/2); ψ̂i
∗(1−κ/2)

]
,
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ondeψ̂i
∗, i = 1, . . . , p é o vetor das estimativas ordenadas das B sériesbootstrapde um hiper-

par̂ametro qualquer emψψψ .

• INTERVALO DE CONFIANÇA BOOTSTRAPBC

Esse ḿetodo tamb́em utiliza os percentis da distribuição bootstrap, mas ñao exatamente

o (κ/2)
o

e o (1− κ/2)
o
. Ao invés disso, ele corrige esses valores para possı́veis v́ıcios na

estimaç̃ao deψ, atrav́es de uma quantidade ˆz0 que mede o v́ıcio mediano dêψψψ .

O intervalo BC (Bias-corrected) 100.(1−κ)% é definido por

[
ψ̂i

∗(κ1); ψ̂i
∗(κ2)

]
,

ondeκ1 = Φ(2ẑ0 +z(κ/2)) e κ2 = Φ(2ẑ0 +z(1−κ/2)). A funçãoΦ(·) é a funç̃ao de distribuiç̃ao

acumulada de uma Normal-padrão ez(k/2) seu 100.(κ/2)
o

percentil.

O valor deẑ0 é calculado usando a proporção de amostrasbootstrapque s̃ao menores que

os hiperpar̂ametros estimados usando a série original:

z0 = Φ−1
(

#ψ̂∗
i (b) < ψ̂i

B

)
.

• INTERVALO DE CONFIANÇA BOOTSTRAPBCA

No intervalo BCa (Bias-corrected and accelerated), além do ćalculo da quantidade ˆz0,

tamb́emé necesśario calcular a aceleração dada por

â =

n
∑

i=1
(ψ̂(.)

i − ψ̂( j)
i )3

[
n
∑

i=1
(ψ̂(.)

i − ψ̂( j)
i )2

]3/2
,

ondeψ̂( j)
i é uma estimativa do hiperparâmetro com a j-́esima observação deletada êψ(.)

i =

∑n
j=1 ψ̂( j)

i /n. Ent̃ao, da mesma forma que se calcula o intervalo BC, calcula-se o intervalo BCa

de ńıvel 100.(1−κ)% [
ψ̂i

∗(κ1); ψ̂i
∗(κ2)

]

mas comκ1 = Φ(ẑ0 + ẑ0+z(κ/2)

1−â(ẑ0+z(κ/2))
) e κ2 = Φ(z0 + z0+z(1−κ/2)

1−â(ẑ0+z(1−κ/2))
).
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2.5.4 COMPARAÇÕES ENTRE OS INTERVALOS DE CONFIANÇA
BOOTSTRAP

Uma forma de comparar os intervalos descritos na Seção 2.5.3 consiste em avaliar se a

probabilidade de cobertura dos mesmos converge para o nı́vel nominal ( 1−κ ) quandon→ ∞

(consist̂encia) e qũao ŕapidaé essa convergência (precis̃ao).

Definição 2.Um intervalo de confiançaIn paraψψψ com ńıvel nominal 1−κ é consistente se

P(ψψψ ∈ In) → 1−κ quandon→ ∞.

Os procedimentosbootstrappercent́ılico, BC e BCa s̃ao consistentes, segundo Shao &

Tu (1995). Para intervalos bilaterais, os procedimentosbootstrappercent́ılico, BC e BCa s̃ao

precisos de segunda ordem e também invariantes a transformações (istoé, se os pontos limites

do intervalo s̃ao transformados corretamente quando se muda deψψψ para uma funç̃ao deψψψ).

Diferentemente da noção de acuŕacia, a definiç̃ao de correç̃ao refere-se a quão pŕoximo o ponto

limite do intervalo candidato está do ponto limite do intervalo exato ou ideal. Em situações

onde os limites podem ser definidos, a normal-padrão e a t-Student produzem apenas pontos

limites de primeira ordem corretos, enquanto que alguns métodosbootstrapproduzem pontos

limites de confiança corretos de segunda ordem (Efron & Tibshirani, 1993, p.322).

O número de replicaç̃oesbootstrappode variar de um problema para outro. Por exemplo,

na estimaç̃ao do erro padrão, B = 50 é frequentemente suficiente (Efron & Tibshirani, 1993,

p.52). J́a na construç̃ao intervalos de confiançabootstrap, Efron & Tibshirani (1993) sugerem

um valor deB≥ 500, dependendo da complexidade do problema e também do custo computa-

cional. Hall (1986) aconselha tomar a probabilidade de cobertura nominal como um ḿultiplo

de(B+1)−1. Para intervalos de confiança, na literatura, os valoresB = 500, 1000 e 2000 s̃ao

os mais recorrentes. Davidson & Hinkley (1997) propõem utilizarB ≥ 100, para obter uma

boa aproximaç̃ao, se o objetivo for calcular o nı́vel de signifiĉancia em testes de hipóteses.Às

vezes, a melhora nas estimativas de um determinado parâmetroé muito pequena, passando de

um determinado valor deB para um valor maior. Então, o ńumero de ŕeplicasbootstrapdeve

ser escolhida com cautela.

2.6 MÉTODOS DE SIMULAÇ ÃO MCMC

Os ḿetodos Markov chain Monte Carlo (MCMC) possibilitam a simulação de distribuiç̃oes

de maneira indireta, usando os algoritmos de Amostrador de Gibbs e Metropolis-Hastings. O

MCMC consiste, essencialmente, em integração Monte Carlo usando cadeias de Markov. De
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acordo com Gilks, Richardson & Spiegelhalter (1996), Bayesianos necessitam integrar fora

distribuiç̃oes de probabilidade de alta-dimensão com o objetivo de se fazer inferência sobre

os par̂ametros do modelo ou fazer predições. J́a os frequentistas precisam integrar fora a

distribuiç̃ao das observações, dado os valores dos parâmetros.

A idéia central dos ḿetodos MCMCé construir uma cadeia de Markov da qual seja fácil

gerar uma amostra e que tenha distribuição de equiĺıbrio igualà distribuiç̃ao de interesse, onde

cada estado pode ser atingido a partir de um outro qualquer emum ńumero finito de iteraç̃oes

(ver Gamerman & Lopes (2006) e Gilks, Richardson & Spiegelhalter (1996)). Aṕos um ńumero

suficientemente grande de iterações, a cadeia converge para a distribuição de interesse.

Mesmo aṕos um grande ńumero de iteraç̃oes, a cadeia pode ainda apresentar altas autocorrelações

entre seus valores, algo que nãoé desejado. Porém, o teorema erǵodico (Gamerman & Lopes,

2006) garante que para cadeias de Markov satisfazendo determinadas condiç̃oes e comEπ(t(ψψψ))<

∞

t = Ni−1
Ni

∑
k=1

t(ψψψ(k)) −→ Eπ(t(ψψψ)), (2.12)

quandoNi −→ ∞ com probabilidade 1, ondeNi é o ńumero de valores da cadeia et(ψψψ) é

alguma funç̃ao de interesse deψψψ, por exemplo, no caso da médiaa posteriori, t(ψψψ) = ψψψ . Ele

garante que a ḿedia dos valores da cadeia provê um estimador consistente dos parâmetros da

distribuiç̃ao limiteπ(·), apesar da sua dependência.

Esses ḿetodos s̃ao muito utilizados na estatı́stica Bayesiana para obter amostras de uma

densidadea posterioriπ(ψψψ|YYYn), cuja geraç̃ao diretáe custosa ou complicada.

2.6.1 ALGORITMO DE METROPOLIS-HASTINGS

Esse algoritmo foi proposto por Metropoliset al.(1953), generalizado por Hastings (1970) e

seŕa utilizado neste trabalho para obter as médias, medianas e quantis das diferentes distribuições

de interesse. Dada uma distribuição alvoπ(·), o algoritmo de Metropolis-Hastings (M-H) e

suas variantes fornecem meios para gerar cadeias de Markov ergódicas que tenhamπ(·) como

distribuiç̃ao de equiĺıbrio. Esse algoritmóe utilizado para simular uma distribuiçãoa posteri-

ori, utilizando uma densidade de proposição ou de transiç̃ao de um estadox para umy, q(y|x),
que é uma distribuiç̃ao condicional que governa as transições do estado, tendo as seguintes

propriedades:

• ∫ q(y|x)dy= 1;

• q(y|x) pode ser avaliada para todox ey;
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• para cadax é possivel gerar realizações que tenham distribuiçãoq(.|x).

Sejaψψψ = (ψi , . . . ,ψp)
′

o conjunto de parâmetros de interesse. O algoritmo de Metropolis-

Hastingsé inicializado a partir de um ponto arbitrário ψψψ(0). Ele passa de um pontoψψψ( j−1) a

outroψψψ( j) da cadeia de acordo com as seguintes etapas:

1. Façaj = 1;

2. Simule

ψψψ( j) ∼ q(.|ψψψ( j−1))

3. Avalie a raz̃ao

R=
π(ψψψ( j))q(ψψψ( j−1)|ψψψ( j))

π(ψψψ( j−1))q(ψψψ( j)|ψψψ( j−1))
;

4. o pŕoximo valor da cadeia será ψψψ( j) com probabilidade igualmin(1,R), ficando no ponto

ψψψ( j−1) com probabilidade complementar;

5. Façaj = j +1 e retorne ao passo 2 até a converĝencia ser alcançada.

Às vezes,é muito custoso ou ñao é posśıvel amostrarψψψ = (ψi , . . . ,ψp)
′

conjuntamente.

Uma soluç̃ao, nestes casos,é utilizar uma variaç̃ao do algoritmo de Metropolis conhecida como

M-H hı́brido ou M-H com uma variável por vez.

2.6.2 ALGORITMO DE METROPOLIS-HASTINGS H ÍBRIDO

Neste estudo, adota-se uma versão h́ıbrida do algoritmo de M-H (Gamerman & Lopes,

2006). Nessa versão, osp hiperpar̂ametros deψψψ são atualizados separadamente, com diferentes

densidades de proposição. Os seguintes passos compõem, ent̃ao, o algoritmo:

1. Inicieψψψ0 e faça o contador das iterações j = 1;

2. Faça o contador das componentesi = 1;

3. Gereψ( j)
i ∼ qi(.|ψ( j−1)

i );

4. Calcule a raz̃ao de Hastings,R=
[
πi(ψ

( j)
i )qi(ψ

( j−1)
i |ψ( j)

i )
]
/
[
πi(ψ

( j−1)
i )qi(ψ

( j)
i |ψ( j−1)

i )
]
,

ondeπi(ψi) é a condicional completa deψi. Nota-se que πi(ψ
( j)
i )

πi(ψ
( j−1)
i )

=
π(Ψ( j)

i )

π(Ψ( j−1)
i )

, em que

Ψ( j)
i = (ψ( j)

1 , . . . ,ψ( j)
i−1,ψ

( j)
i ,ψ( j−1)

i+1 , . . . ,ψ( j−1)
p )

′
;

5. Faça a probabilidade de aceitaçãoτi(ψ
( j−1)
i ,ψ( j)

i ) = min{1,R};
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6. O pŕoximo valor da cadeia seráψ( j)
i com probabilidade igualτi(ψ

( j−1)
i ,ψ( j)

i ), ficando no

pontoψ( j−1)
i com probabilidade complementar;

7. Mude o contadori = i +1 e retorne ao passo 2 até i = p. Quandoi = p, vá para o passo

8.

8. Mude o contadorj = j +1 e retorne ao passo 2 até a converĝencia ser alcançada.

A probabilidade de aceitaçãoτi(ψ
( j−1)
i ,ψ( j)

i ) é definida de forma a garantir a reversibilidade da

cadeia e sua convergência para a distribuição de equiĺıbrio π(·).

Há várias possibilidades de densidades de proposição na literatura. Neste trabalho, usa-se a

densidade de proposição sendo um passeio aleatório qi(ψ
( j)
i |ψ( j−1)

i ) = ψ( j)
i = ψ( j−1)

i +ε, onde

ε ∼ N(0,σ2) (Chib & Greenberg, 1995). Densidades de proposição que geram passos curtos

conduzir̃ao a altas taxas de aceitação, poŕem com baixa mistura, posto que a cadeia caminhará

lentamente. Por outro lado, densidades que geram passos muito longos tenderão a ser rejeitadas,

mantendo a cadeia estagnada e levando a baixas taxas de aceitaç̃ao. Por isso, o valor deσ2 é

definido tal que as taxas de aceitação dos hiperparâmetros estejam entre 20% e 50% (Chib &

Greenberg, 1995).

Em alguns casos, quando o espaço paramétrico de um par̂ametro, por exemplo,́e restrito

a semi-reta positiva, valores negativos podem ser obtidos para o mesmo. Neste caso, faz-se

necesśario restringir essa densidade a um intervalo[a,b], mas, para garantir que essa densidade

preserve aquelas propriedades que definiram-se anteriormente, tem-se que fazer uma alteração

na raz̃aoR que passa a ser

R=
[
πi(ψ

( j)
i )qi(ψ

( j−1)
i |ψ( j)

i )
(

Φ((a−ψ( j−1)
i )/σ)−Φ((b−ψ( j−1)

i )/σ))
)]

/

[
πi(ψ

( j−1)
i )qi(ψ

( j)
i |ψ( j−1)

i )
(

Φ((a−ψ( j)
i )/σ)−Φ((b−ψ( j)

i )/σ)
)]

,

ondeΦ(·) denota a funç̃ao de distribuiç̃ao da Normal-padrão.

Outro aspecto importantée a converĝencia do algoritmo que pode ser verificada através do

método de Gelman (1996), no qual múltiplas cadeias com diferentes valores iniciais são usadas.

Esse ḿetodo est́a dispońıvel no R (2005) no pacote Coda (Plummeret al., 2005). O traço

da cadeia geradáe observado, procurando movimentos qualitativamente similares, os quais

são um forte ind́ıcio que a converĝencia da cadeia para distribuição estaciońaria foi atingida.

Al ém disso, a funç̃ao de autocorrelação das cadeias geradas também é analisada, pois uma

distribuiç̃ao estaciońaria ñao apresenta autocorrelações entre as observações. A quest̃ao do

número de cadeias que se deve utilizaré um tanto quanto controversa na literatura, pois alguns
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autores sugerem muitas cadeias pequenas, outros pesquisadores sugerem muitas cadeias longas

ou, at́e mesmo, uma cadeia muita longa, ver Gilks, Richardson & Spiegelhalter (1996). Os

valores iniciais devem ser escolhidos com cuidado, para queo burn-in da cadeia fique muito

longo. Mas, se a cadeiaé irredut́ıvel, os valores iniciais ñao afetar̃ao a distribuiç̃ao estaciońaria.

2.7 PREVISÃO

Como foi dito na Seç̃ao 2.1, um dos objetivos de modelar séries temporaiśe prever valores

futuros. Portanto, o desenvolvimento das funções de previs̃ao torna-se um importante tópico na

ańalise de śeries temporais. A previsão de um valor futuroyn+k baseada em toda informação

YYYn pode ser obtida pela combinação da equaç̃ao (2.3) no tempon+k com a equaç̃ao do estado

k passos̀a frente dada por

αααn+k =

(
k

∏
i=1

TTTn+i

)
αααn +

k

∑
i=1

(
k−i

∏
j=1

TTTn+k− j+1

)
cccn+i +

k

∑
i=1

(
k−i

∏
j=1

TTT
′
n+k− j+1

)
RRR

′
n+iηηηn+i. (2.13)

Para obter a previsãok passos̀a frente, define-se ˜yn+k|n(ψψψ)= E(yn+k|YYYn,ψψψ). Utilizando a

forma de espaço de estados em (2.3-2.4), ˜yn+k|n(ψψψ) é dada por

zzz
′
n+k

((
k

∏
i=1

TTTn+i

)
an +

k

∑
i=1

(
k−i

∏
j=1

TTTn+k− j+1

)
cccn+i

)
+dn+k. (2.14)

A variância de(yn+k|YYYn,ψψψ) é dada por

z
′
n+k

(
k
∏
i=1

TTT
′
n+i

)
Pn

(
k
∏
i=1

TTTn+i

)
zn+k +z

′
n+k

k
∑

i=1

(
k−i
∏
j=1

TTT
′
n+k− j+1

)
RRR

′
n+iQQQn+iRRRn+i

(
k−i
∏
j=1

TTTn+k− j+1

)
zn+k +hn+k

. (2.15)

Como exemplo, a previsãok passos̀a frente para o MNĹe dada por ˜yn+k|n(ψψψ) = an e a sua

variânciaé igual aPn +kσ2
η +σ2

ε .

ABORDAGEM CL ÁSSICA

Neste caso, a função de previs̃aoé dada por ˜yn+k|n(ψ̂ψψ), ou seja, eláe obtida substituindo-se

o vetor de par̂ametrosψψψ pelo seu estimador de máxima verossimilhançâψψψ (Brockwell & Davis,

1996). Da mesma forma, a variância da funç̃ao de previs̃aoé obtida substituindoψψψ por ψ̂ψψ em

(2.15).
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Por exemplo, a funç̃ao de previs̃ao do MNLé dada por ˜yn+k|n(ψ̂ψψ) = an e a sua varîancia por

Var(yn+k|YYYn, ψ̂ψψ) = Pn +kσ̂2
η + σ̂2

ε .

Um intervalo de confiançabootstrappercent́ılico de ńıvel (1−κ)100% parayn+k é dado

por [
ỹ∗(κ/2)

n+k ; ỹ∗(1−κ/2)
n+k

]
,

onde ỹ∗(κ)
n+k é o B.(κ)-ésimo valor ordenado da replicação bootstrappara a previs̃ao. Neste

trabalho, a previs̃aobootstrapé calculada baseada no trabalho de Thombs & Schuncany (1990).

ABORDAGEM BAYESIANA

A função de previs̃ao é dada pela ḿedia da distribuiç̃ao preditiva deyn+k|YYYn e é denotada

por ỹ(b)
n+k. É obtida resolvendo a seguinte integral

ỹ(b)
n+k =

∫
ỹn+k(ψψψ)π(ψψψ |YYYn)dψψψ

e um intervalo de credibilidade de(1−κ)100% parayn+k é dado por

ls∫

li

p(yn+k|YYYn)dYYYn = 1−κ.

Os limitesli e ls podem ser obtidos aproximadamente por MCMC e os passos do algoritmo

são descritos abaixo, uma vez que uma amostra deψψψ(1), . . . ,ψψψ(m) é obtida deπ(ψψψ|YYYn) para

cadaj com j = 1, . . . ,m.

1. ααα( j)
n é gerado da distribuição p(αααn|ψψψ( j),YYYn), obtido atrav́es do filtro de Kalman;

2. ααα( j)
n é gerado da distribuição dep(αααn|ααα( j)

n ,ψψψ( j),YYYn), obtido pela equação (2.13);

3. Ent̃ao, y( j)
n+k = zzz

′
n+kααα( j)

n+k + ε( j)
n+k , ondeε( j)

n+k é gerado de uma distribuição Normal com

média zero e variânciaσ2( j)
ε .

Finalmente, os valores dey(1)
n+k, . . . ,y

(m)
n+k são ordenados e os percentisκ/2 e 1−κ/2 s̃ao tomados

como os limites inferior e superior do intervalo, respectivamente.
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3 COMPARAÇÃO DE M ÉTODOS
CLÁSSICOS E BAYESIANOS
PARA INFER ÊNCIA SOBRE OS
HIPERPARÂMETROS EM
MODELOS ESTRUTURAIS

Nesta seç̃ao os resultados obtidos dos experimentos Monte Carlo (MC), implementados na

linguagem Ox (Doornik, 1999), são apresentados. Os desempenhos dos estimadores de máxima

verossimilhança (EMV),bootstrap(BOOT) e dos estimadores de Bayes (EB) foram avaliados

para o MNL, MTL e MEB. Neste trabalho, são mostrados os resultados para os valores dos

hiperpar̂ametros fixados emσ2
η = 0.50,σ2

ε = 1.00,σ2
ξ = 0.10 eσ2

ω = 0.03. Outras combinações

de valores foram utilizadas, mas como os resultados foram similares aos apresentados aqui, não

são mostradas. Śeries de tamanhon= 60 e 200 foram geradas com umburn-in igual a 100. Para

os EB, 10.300 amostras foram geradas das quais as 300 primeiras foram exclúıdas. O ńumero

de MC ebootstrapforam fixados em 500. O nı́vel e a probabilidade dos intervalos de confiança

e de credibilidade, respectivamente, foram fixados em 0.95.As estimativas dos parâmetros s̃ao

comparadas através do v́ıcio e do erro quadrático ḿedio (EQM). Todas as tabelas deste capı́tulo

foram retiradas de Santos & Franco (2008).

3.1 COMPARANDO OS PROCEDIMENTOS DE ESTIMAÇ ÃO

As Tabelas 3.1 a 3.3 mostram, respectivamente, os resultados da estimaç̃ao dos hiper-

par̂ametros nos modelos MNL, MTL e MEB.

Da Tabela 3.1, pode ser visto que os estimadores Bayesianos apresentam, para o compo-

nente de ńıvel (σ2
η ), um v́ıcio maior que o EMV. As estimativas Bayesianas tendem a superes-

timar o valor real deste hiperparâmetro, mesmo para séries de tamanhon = 200. Entretanto,
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Tabela 3.1: Resultados da estimação no MNL segundo os ḿetodos de Ḿaxima
verossimilhança,bootstrape estimaç̃ao Bayesiana.
EMV BOOT EB-Mediana EB-Media EB-Mediana EB-Media

n ψψψ Priori Uniforme Priori Jeffreys
60 σ2

η = 0.5 0.483 0.517 0.654 0.725 0.513 0.580
(-0.017) (0.017) (0.154) (0.225) (0.013) (0.080)
0.063 0.072 0.093 0.124 0.057 0.066

σ2
ε = 1.0 1.017 1.002 1.020 1.055 1.055 1.088

(0.017) (0.002) (0.020) (0.055) (0.055) (0.087)
0.081 0.086 0.084 0.089 0.101 0.108

200 σ2
η = 0.5 0.500 0.503 0.540 0.560 0.510 {0.529}

(0.000) (0.003) (0.040) (0.060) (0.010) (0.029)
0.017 0.017 0.026 0.026 0.016 0.017

σ2
ε = 1.0 1.000 1.001 1.020 1.004 1.020 1.013

(0.000) (0.001) (0.020) (0.004) (0.020) (0.013)
0.016 0.017 0.024 0.024 0.025 0.025

Obs.: Os ńumeros entre parêntesis s̃ao o v́ıcio e, em negrito, s̃ao o erro quadrático ḿedio.

o EQM tem a mesma magnitude para todos os estimadores. Com respeito ao componente de

erro ,σ2
ε , não h́a muita diferença entre os métodos. Tamb́em nota-se que obootstrapimita o

comportamento do EMV, o que permite a essa técnica ser usada como ferramenta para construir

intervalos de confiança neste caso. Comparando os estimadores Bayesianos, a distribuição a

priori de Jeffreys parece levar a estimativas mais próximas do valor real dos hiperparâmetros

do que a distribuiç̃aoa priori uniforme. Como esperado, o EQM decresce quando o tamanho

da amostra aumenta.

Os resultados para o MTL são apresentados na Tabela 3.2. As mesmas conclusões obti-

das para os hiperparâmetrosσ2
η e σ2

ε no modelo MNL com respeito ao vı́cio e ao EQM po-

dem ser conseguidas aqui. Quanto ao componente de tendência,σ2
ξ , parece ñao existir muita

diferença entre os procedimentos, sendo todas estimativas muito pŕoximas do valor real do

hiperpar̂ametro.

Simulaç̃oes para o MEB s̃ao apresentadas na Tabela 3.3. Parece que a introdução do com-

ponente sazonal no modelo traz algumas mudanças nos métodos de estimação com respeitòas

conclus̃oes retiradas para os outros dois modelos. Por exemplo, o vı́cio aindaé maior para os es-

timadores Bayesianos no caso do componente de nı́vel, σ2
η , mas agora o EB com a distribuição

a priori uniforme apresenta o menor EQM. Para a tendência,σ2
ξ , o EB com a distribuiç̃ao a

priori uniforme possui maior v́ıcio que os outros procedimentos, entretanto o EQMé muito

similar para todos eles. O componente de erro,σ2
ε , tem um menor v́ıcio que para o EB com

distribuiç̃aoa priori de Jeffreys, mas o menor EQM para os EB com distribuiçãoa priori uni-

forme, entretanto os resultados são muito parecidos para tamanho de amostran = 200. Com
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Tabela 3.2: Resultados da estimação no MTL segundo os ḿetodos de Ḿaxima
verossimilhança,bootstrape estimaç̃ao Bayesiana.
MLE BOOT EB-Mediana EB-Media EB-Mediana EB-Media

n ψψψ Priori Uniforme Priori Jeffreys
60 σ2

η = 0.5 0.562 0.670 0.681 0.758 0.688 0.740
(0.062) (0.170) (0.181) (0.258) (0.188) (0.240)
0.364 0.287 0.160 0.201 0.199 0.215

σ2
ξ = 0.1 0.097 0.100 0.199 0.233 0.070 0.076

(-0.003) (0.000) (0.099) (0.133) (-0.030) (-0.024)
0.005 0.004 0.236 0.252 0.004 0.004

σ2
ε = 1.0 0.963 0.912 0.943 0.952 0.907 0.916

(-0.037) (-0.088) (-0.057) (-0.048) (-0.093) (-0.084)
0.153 0.132 0.098 0.095 0.085 0.082

200 σ2
η = 0.5 0.522 0.530 0.553 0.554 0.575 0.573

(0.022) (0.030) (0.053) (0.054) (0.075) (0.073)
0.120 0.112 0.091 0.090 0.098 0.097

σ2
ξ = 0.1 0.099 0.099 0.107 0.092 0.110 0.097

(-0.001) (-0.001) (0.007) (-0.008) (0.010) (-0.003)
0.001 0.001 0.001 0.001 0.001 0.001

σ2
ε = 1.0 0.982 0.979 0.991 0.955 0.993 0.956

(-0.018) (-0.022) (-0.009) (-0.045) (-0.007) (-0.044)
0.045 0.044 0.038 0.038 0.043 0.042

Obs.: Os ńumeros entre parêntesis s̃ao o v́ıcio e, em negrito, s̃ao o erro quadrático ḿedio.

respeito ao componente sazonal, o EMVé muito similar ao EB com distribuiçãoa priori de Jef-

freys, apresentando vı́cio e EQM menores. Novamente, obootstrapmostrou um desempenho

próximo dos resultados do EMV. Comparando os estimadores Bayesianos, a mediana apresenta

menores valores do vı́cio e do EQM, independente da distribuiçãoa priori utilizada, exceto para

σ2
ε , onde a ḿedia parece ter um desempenho melhor.

3.2 INTERVALOS DE CONFIANÇA E DE CREDIBILIDADE

É bem conhecido que a probabilidade de credibilidade e o nı́vel de confiança têm diferentes

significados e interpretações. Citando Casella e Berger (2002), ”A primeira reflete a crenc¸a sub-

jetiva do pesquisador, enquanto aúltima reflete a incerteza no procedimento amostral”. Assim,

neste trabalho, uma tentativa de comparar os resultados obtidos usando esses dois procedimen-

tos seŕa feita. A porcentagem de vezes que os intervalos construı́dos cont̂em o valor verdadeiro

dos hiperpar̂ametrośe obtida baseada em um número grande de simulações Monte Carlo. Os

resultados, junto com a amplitude dos intervalos, são mostrados nas Tabelas 3.4 a 3.6, para o

MNL, MTL e MEB, respectivamente.

Da Tabela 3.4 pode ser visto que, para o MNL, todos intervalosapresentam, em geral,
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Tabela 3.3: Resultados da estimação no MEB segundo os ḿetodos de Ḿaxima
verossimilhança,bootstrape estimaç̃ao Bayesiana.
MLE BOOT EB-Mediana EB-Media EB-Mediana EB-Media

n ψψψ Priori Uniforme Priori Jeffreys
60 σ2

η = 0.5 0.550 0.507 0.614 0.663 0.616 0.677
(0.050) (0.007) (0.114) (0.163) (0.116) (0.177)
0.223 0.143 0.110 0.124 0.172 0.188

σ2
ξ = 0.03 0.026 0.036 0.049 0.056 0.023 0.038

(-0.004) (0.006) (0.019) (0.026) (-0.007) (0.008)
0.001 0.002 0.001 0.002 0.001 0.001

σ2
ω = 0.1 0.105 0.097 0.152 0.166 0.103 0.124

(0.005) (0.004) (0.052) (0.066) (0.003) (0.024)
0.007 0.006 0.011 0.013 0.007 0.008

σ2
ε = 1.0 0.973 1.109 0.914 0.932 0.991 1.009

(-0.027) (0.109) (-0.086) (-0.068) (0.009) (0.009)
0.197 0.218 0.140 0.132 0.175 0.167

200 σ2
η = 0.5 0.523 0.500 0.539 0.551 0.521 0.536

(0.023) (0.000) (0.039) (0.051) (0.021) (0.036)
0.072 0.080 0.055 0.058 0.075 0.073

σ2
ξ = 0.03 0.029 0.030 0.034 0.036 0.029 0.033

(-0.001) (0.000) (0.004) (0.006) (0.001) (0.003)
0.000 0.000 0.000 0.000 0.000 0.000

σ2
ω = 0.1 0.100 0.100 0.112 0.115 0.096 0.102

(0.000) (0.000) (0.012) (0.015) (0.004) (0.002)
0.001 0.001 0.002 0.002 0.001 0.001

σ2
ε = 1.0 0.996 1.053 0.989 0.994 1.004 1.008

(-0.004) (0.053) (-0.011) (0.006) (0.004) (0.008)
0.054 0.071 0.057 0.054 0.058 0.057

Obs.: Os ńumeros entre parêntesis s̃ao o v́ıcio e, em negrito, s̃ao o erro quadrático ḿedio.
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Tabela 3.4: Intervalos de confiança e de credibilidade de 95% para o MNL.
n ψψψ Assint. Cred.Unif Cred.Jeff Perc BC BCa
60 σ2

η = 0.5 [0.03; 0.94] [0.25;1.61] [ 0.19;1.36] [0.11;1.13] [0.16;1.26] [0.16;1.26]
(0.91) (1.36) (1.17) (1.02) (1.10) (1.10)
0.88 0.95 0.98 0.90 0.92 0.92

σ2
ε = 1.0 [0.45;1.58] [ 0.22;1.83] [0.51;1.85] [0.44;1.62] [0.47;1.65] [0.43;1.61]

(1.13) (1.61) (1.34) (1.18) (1.18) (1.18)
0.95 0.97 0.94 0.94 0.94 0.95

200 σ2
η = 0.5 [0.24;0.76] [ 0.32;0.92] [ 0.30;0.87] [0.27;0.79] [0.28;0.81] [0.28; 0.82]

(0.52) (0.60) (0.57) (0.52) (0.53) (0.54)
0.93 0.94 0.97 0.94 0.94 0.94

σ2
ε = 1.0 [0.69;1.31] [0.72;1.38] [0.71; 1.36] [0.70;1.33] [0.71;1.34] [0.70; 1.33]

(0.62) (0.66) (0.65) (0.63) (0.63) (0.63)
0.97 0.96 0.95 0.93 0.97 0.97

Obs.: Os ńumeros em colchetes são os limites ḿedios dos intervalos, em parêntesis a amplitude e, em
negrito, a taxa de cobertura dos intervalos.

taxas de cobertura próximas do ńıvel nominal assumido de 0.95, aúnica exceç̃ao sendo o in-

tervalo assint́otico paran = 60 eσ2
η = 0.5. No entanto, os intervalos de confiançabootstrape

assint́otico devem ser preferidos, porque possuem menores amplitudes.

Na Tabela 3.5 estão os resultados para o MTL. Para o componente de nı́vel, σ2
η , os in-

tervalos de credibilidade, em geral, fornecem a melhor combinaç̃ao de taxa de cobertura mais

próxima do ńıvel nominal de 0.95 e menores amplitudes. Para o componentede tend̂encia,σ2
ξ ,

os intervalosbootstrap, especialmente o BC e o BCa, mostram um melhor desempenho. Fi-

nalmente, para o componente do erro, os intervalosbootstrapparaσ2
ε têm a taxa de cobertura

próxima de 0.95, entretanto a amplitude desses intervalosé ligeiramente maior do que dos in-

tervalos de credibilidade. Pode ser notado também que, muitas vezes, os intervalos assintóticos

apresentam valores negativos para o limite inferior dos intervalos, e isso ñao é desej́avel, uma

vez que os hiperparâmetros s̃ao varîancias.

Para o MEB, mostrado na Tabela 3.6, os intervalos de credibilidade apresentam, em geral,

a melhor combinaç̃ao de menor amplitude para os intervalos e taxa de cobertura mais pŕoxima

de 0.95. Em alguns casos os intervalos BC e BCa estão mais pŕoximos do ponto 0.95, com

amplitude aceit́avel, como por exemplo emn = 200 comσ2
ω e σ2

ε . Novamente, para o limite

inferior do intervalo assintótico, todos os limites s̃ao negativos, exceto paraσ2
ε .
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Tabela 3.5: Intervalos de confiança e de credibilidade de 95% para o MTL.
n ψψψ Assint. Cred.Unif Cred.Jeff Perc BC BCa
60 σ2

η = 0.5 [-0.67; 1.79] [0.07;1.89] [ 0.14;1.65] [0.01;2.15] [0.01;2.62] [0.01;2.55]
(2.46) (1.82) (1.51) (2.15) (2.61) (2.54)
0.97 0.99 0.93 0.99 0.99 0.99

σ2
ξ = 0.1 [-0.04;0.23] [0.04; 0.84] [0.02;0.17] [0.01; 0.25] [0.01;0.33] [0.01;0.32]

(0.27) (0.80) (0.15) (0.24) (0.32) (0.31)
0.88 0.89 0.71 0.86 0.97 0.95

σ2
ε = 1.0 [0.22;1.71] [0.41;1.52] [0.44;1.43] [0.19;1.64] [0.15;1.64] [0.16;1.65]

(1.49) (1.11) (0.99) (1.45) (1.49) (1.49)
0.92 0.93 0.90 0.94 0.96 0.96

200 σ2
η = 0.5 [-0.16; 1.20] [0.14;1.14] [ 0.16;1.09] [0.05;1.30] [0.05;1.46] [0.05;1.43]

(1.36) (1.00) (0.93) (1.25) (1.41) (1.38)
0.97 0.93 0.90 0.98 0.99 0.99

σ2
ξ = 0.1 [ 0.02;0.18] [0.06; 0.18] [0.05; 0.15] [0.04; 0.19] [0.04;0.19] [0.04;0.19]

(0.16) (0.13) (0.10) (0.15) (0.15) (0.15)
0.90 0.90 0.87 0.94 0.95 0.95

σ2
ε = 1.0 [0.57;1.40] [0.68;1.31] [0.66;1.26] [0.55;1.39] [0.54;1.38] [0.54;1.40]

(0.83) (0.63) (0.60) (0.84) (0.84) (0.86)
0.96 0.92 0.88 0.96 0.95 0.95

Obs.: Os ńumeros em colchetes são os limites ḿedios dos intervalos, em parêntesis a amplitude e em
negrito a taxa de cobertura dos intervalos.

3.3 APLICAÇ ÃO À SÉRIE DA PRECIPITAÇ ÃO DE SO4

EM NOVA YORK

Nesta seç̃ao, as metodologias descritas nas seções anteriores são aplicadas a uma série

temporal real da precipitação do sulfato (SO4) em Nova York, EUA. Os dados são coletados

peloNational Atmospheric Deposition Program1 com o objetivo de monitoramento geográfico

e temporal das precipitações qúımicas. Os dados são a ḿedia (mg/L) da precipitaç̃ao deSO4 de

vários lugares na cidade de Nova York. A série deSO4 é composta de 271 observações mensais

no peŕıodo de Janeiro de 1985 a Julho de 2007. Uma transformação logaŕıtmica foi feita na

série, para estabilizar a variância da mesma.

Pode ser visto na Figura 3.1 que os componentes de nı́vel e sazonalidade estão presentes na

série, entretanto pode existir alguma dúvida quanto ao componente de inclinação, que parece

apresentar um comportamento descendente suave. Então, o MEB seŕa ajustado e os intervalos

de confiança e de credibilidade serão constrúıdos para os hiperparâmetros, a fim de checar se o

MEB é adequado neste caso.

1O programa Nacional Atmosférico é um programa cooperativo de suporteà pesquisa das estações de exper-
imentos dos estados agrı́colas, aĝencias do Estado, Federal e organizações ñao-governamentais de pesquisa nos
EUA. Os dados estão dispońıveis emhtt p : //nadp.sws.uiuc.edu/.
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Tabela 3.6: Intervalos de confiança e de credibilidade de 95% para o MEB.
n ψψψ Assint. Cred.Unif Cred.Jeff Perc BC BCa
60 σ2

η = 0.50 [-0.34;1.43] [0.10;1.51] [0.13;1.58] [0.00;1.71] [0.00;2.25] [ 0.00; 2.19]
(1.77) (1.41) (1.45) (1.71) (2.25) (2.19)
0.96 0.97 0.92 0.96 0.99 0.99

σ2
ξ = 0.03 [-0.02;0.08] [0.01;0.15] [0.01;0.21] [0.00;0.14] [0.00;0.40] [0.00;0.38]

(0.10) (0.14) (0.20) (0.14) (0.40) (0.38)
0.75 0.91 0.96 0.91 0.96 0.96

σ2
ω = 0.10 [-0.05;0.27] [0.04;0.38] [0.03;0.36] [0.01;0.28] [0.01;0.43] [ 0.00; 0.44]

(0.32) (0.34) (0.33) (0.27) (0.43) (0.44)
0.82 0.88 0.92 0.86 0.99 0.99

σ2
ε = 1.00 [0.12;1.78] [0.31;1.64] [0.40;1.71] [0.14; 2.11] [0.11;2.11] [0.11; 2.09]

(1.66) (1.33) (1.31) (1.97) (2.00) (1.98)
0.90 0.91 0.88 0.99 0.98 0.98

200 σ2
η = 0.50 [-0.17;1.20] [0.13;1.22] [0.15;1.28] [0.02;1.45] [0.04;1.77] [ 0.04; 1.75]

(1.37) (1.09) (1.13) (1.43) (1.73) (1.71)
0.93 0.95 0.89 0.96 0.99 0.99

σ2
ξ = 0.03 [-0.01;0.07] [0.01;0.09] [0.01;0.12] [0.00;0.08] [0.00;0.10] [0.00;0.10]

(0.08) (0.08) (0.11) (0.08) (0.09) (0.10)
0.82 0.91 0.96 0.89 0.98 0.98

σ2
ω = 0.10 [-0.01;0.21] [0.05;0.26] [0.03;0.25] [0.01;0.23] [0.02;0.26] [ 0.02; 0.27]

(0.22) (0.21) (0.22) (0.22) (0.24) (0.25)
0.87 0.87 0.89 0.89 0.95 0.95

σ2
ε = 1.00 [0.32;1.60] [0.46;1.51] [0.53;1.61] [0.28; 1.82] [0.24;1.81] [0.23; 1.77]

(1.28) (1.05) (1.08) (1.54) (1.57) (1.54)
0.91 0.92 0.88 0.96 0.96 0.96

Obs.: Os ńumeros em colchetes são os limites ḿedios dos intervalos, em parêntesis, a amplitude e, em
negrito, a taxa de cobertura dos intervalos.
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Figura 3.1: Logaŕıtmo Precipitaç̃ao de SO4 em Nova York.

A Tabela 3.7 mostra o ajuste do MEB para a série. Pode ser observado queσ2
ξ , a varîancia

relacionada ao componente de inclinação, foi estimada como zero (considerando até sexta casa

decimal) em todos os ḿetodos utilizados. Os intervalos de confiança e de credibilidade, mostra-

dos na Tabela 3.8, confirmam esse fato, já que todos os intervalos têm os limites inferior e su-

perior iguais a zero, exceto o intervalo assintótico que inclui o zero. Como esse hiperparâmetro

est́a na fronteira do espaço paramétrico, a distribuiç̃ao assint́otica deψ̂ψψ é modificada para levar

em conta a fronteira, mas a distribuição univariada dos hiperparâmetros ñao é afetada. Então,

o intervalo de confiança assintótico paraσ2
ξ neste caso ñao é confíavel, justificando o uso dos

intervalosbootstrape de credibilidade. Os outros hiperparâmetros ñao est̃ao pŕoximos de zero.

Note que os limites dos intervalosbootstrappercent́ılico, BC e BCa para os hiperparâmetros

est̃ao pŕoximos. A mesma observação pode ser feita para os intervalos de credibilidade entre si.

A análise dos reśıduos ñao mostrou nenhuma violação das suposiç̃oes do modelo.
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Tabela 3.7: Estimativas de Ḿaxima verossimilhança,bootstrape estimaç̃ao Bayesiana para os
hiperpar̂ametros da śerie deSO4.

ψψψ EMV BOOT EB-Mediana EB-Media EB-Mediana EB-Media
Priori Uniforme Priori Jeffreys

σ2
η 0.13 0.13 0.24 0.26 0.12 0.14

σ2
ξ 0.00 0.00 0.00 0.00 0.00 0.00

σ2
ω 0.24 0.28 0.52 0.56 0.41 0.47

σ2
ε 68.20 67.96 67.52 67.54 67.45 67.68

Obs.: Os valores desta tabela estão multiplicados por 1000.

Tabela 3.8: Intervalos de confiança e de credibilidade paraos hiperpar̂ametros da śerie deSO4.
Intervalos σ2

η σ2
ξ σ2

ω σ2
ε

Assint. [-0.41;0.67] [-0.05;0.05] [-0.56;1.04] [54.03;82.37]
Cred.Unif [0.02;0.66] [0.00;0.00] [0.04;1.34] [58.63;76.64]
Cred.Jeff [0.01;0.44] [0.00;0.00] [0.02;1.36] [58.96;76.80]
Perc [0.00;0.63] [0.00;0.00] [0.00;1.13] [53.45; 81.42]
BC [0.00;0.78] [0.00;0.00] [0.00;1.22] [52.27;80.89]
BCa [0.00;0.77] [0.00;0.00] [0.00;1.22] [52.35;80.93]

Obs.: Os valores desta tabela estão multiplicados por 1000.
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4 FUNÇÃO DE TRANSFERÊNCIA

Séries temporais são frequentemente afetadas por eventos externos, conhecidos como intervenç̃oes,

que podem mudar a estrutura da série (tais como quebras, mudanças polı́ticas, etc.). H́a evid̂encias

na literatura que as primeiras propostas de análise de intervenç̃ao surgiram nas Ciências Sociais

com o trabalho de Campbell & Stanley (1968). Embora o termo intervenç̃ao tenha sido intro-

duzido pela primeira vez por Glass (1972), foi apenas em 1975que Box e Tiao desenvolveram

a teoria de ańalise de intervenç̃ao para estudar mudanças estruturais em séries temporais (Box

& Tiao, 1975).

Ao mesmo tempo, Box & Jenkins (1976) introduziram os modelos de funç̃ao de trans-

ferência (FT) no contexto dos processos Autoregressivos Integrados de Ḿedia Mov́eis (ARIMA).

Os modelos de função de transferência foram criados para mensurar a relação entre uma śerie

resposta e uma ou mais séries explicativas. Por exemplo, no caso de uma série respostayt e uma

sériext explicativa, a funç̃ao de transferência relaciona as variáveis atrav́es de um filtro linear

da forma

yt = ϑ(B)xt + εt

ondeϑ(B) = ∑∞
j=−∞ ϑ jB j eB é o operador de retardo,Bkyt = yt−k.

Se a śerie explicativaxt é uma funç̃ao determińıstica que descreve as mudanças estruturais

emyt , a FT pode ser usada para modelar quebras estruturais seguindo a mesma id́eia de Box &

Tiao (1975).

Devido ao fato que os modelos ARIMA podem ser escritos na formade espaço de esta-

dos, a introduç̃ao da id́eia das funç̃oes de transferência nos modelos estruturaisé quase natural

(Harvey, 1989; West & Harrison, 1997). A flexibilidade da representaç̃ao de espaço de estados

permite a inserç̃ao de covaríaveis nas equações das observações e de transição. Alguns trabal-

hos sobre esse assunto incluem Penzer (2007), de Jong & Penzer (1998), Harvey & Koopman

(1992), Salvador & Gargallo (2004), Ravines, Schmidt & Migon(2008) e Alves, Gamerman &

Ferreira (2009).
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Neste trabalho, dois tipos de procedimentos de intervenção s̃ao descritos: as funções pulso e

degrau. O par̂ametro do modelo associado com a intervenção assume duas formas: na primeira,

ele é fixo no tempo e, na segunda, ele varia no tempo. Inferências sobre os parâmetros da FT

e varîancias dos erros nas equações da observação e transiç̃ao s̃ao feitas usando as abordagens

clássica e Bayesiana. Trabalhos utilizando inferência cĺassica para modelar os parâmetros as-

sociados̀a intervenç̃ao variando no tempo não s̃ao de conhecimento dos autores. Intervalos

de confiança sob o paradigma clássico s̃ao constrúıdos usando obootstrapsob a abordagem

paraḿetrica. Na abordagem Bayesiana, os métodos de Markov Chain Monte Carlo (MCMC)

são utilizados para obter as estimativas pontuais e os intervalos de credibilidade.

4.1 ANÁLISE DE INTERVENÇ ÃO EM MODELOS ES-
TRUTURAIS

Se uma mudança de nı́vel é observada na série, seu efeito pode ser modelado inserindo um

componenteEt na equaç̃ao do estado. Esse componenteEt é escrito como o filtro da função de

transfer̂encia de Box, Jenkins & Reinsel (1994),

Et =
β (B)Bb

ρ(B)
xt = ϑ(B)xt =

∞

∑
j=0

ϑ jB
jxt (4.1)

ondext é uma varíavel ex́ogena,β (B) = β0−β1B− ...−βsBs, ρ(B) = ρ0−ρ1B− ...−ρrBr e

b é o par̂ametro de atraso. Os coeficientesϑ j no modelo de funç̃ao de transferência, denotado

aqui por FT(r,b,s), s̃ao denominados função-resposta impulso. Mais detalhes podem ser vistos

em Wei (1990).

Neste caṕıtulo, a varíavel ex́ogenaxt em (4.1) representará a intervenç̃ao. Na pŕatica, h́a

muitas possibilidades para a ocorrência de intervenç̃ao. Por exemplo, o impacto de um evento

externo pode ser sentidob peŕıodos aṕos a intervenç̃ao, com um efeito apenas no momento da

ocorr̂encia. Neste caso, o modelo de função de transferênciaé um FT(0,0,b):

Et = β0Bbxt = β0xt−b.

Ou pode acontecer que o impactoé sentido no momento da intervenção, mas a respostáe

gradual. Ent̃ao, um modelo apropriadóe um FT(1,0,0),

Et =
β0B0

ρ0−ρ1B
xt ⇒ (ρ0−ρ1B)Et = β0xt ⇒ Et = ρEt−1 +βxt , (4.2)

ondeρ = ρ1/ρ0 e β = β0/ρ0.



54

Box & Tiao (1975) definem dois tipos comuns de variáveis de intervenç̃ao, funç̃ao pulso e

degrau, que podem ser representadas pelas seguintes variáveisdummy:

(1) Funç̃ao degrau: Se a intervenção ocorre em algum tempoT fixado e o efeito persiste após a

intervenç̃ao:

ST
t =





0, t < T

1, t ≥ T
;

(2) Funç̃ao pulso: Se a intervenção ocorre em algum tempoT fixado e tem efeito apenas neste

instante:

IT
t =





1, t = T

0, t 6= T

A Figura 4.1 apresenta o comportamento do bloco esruturalEt para śeries de tamanho

n = 100 com uma mudança de nı́vel no tempoT = 50, sob o Modelo FT(1,0,0), para funções

pulso e degrau. Para a função pulso nota-se que, quando aumenta-se o valor deρ, a śerie tem

um retorno muito lento para o seu nı́vel médio anterior̀a intervenç̃ao. Para a funç̃ao degrau, se

ρ aumenta, a śerie leva mais tempo para atingir um novo nı́vel médio.
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Figura 4.1: Efeito da intervenção das funç̃oes pulso e degrau.

Neste trabalho, FT(1,0,0) será considerada com dois tipos de função-resposta impulso. Na

primeira (Modelo 1) o fator de ganhoβ na equaç̃ao (4.2)é fixado no tempo, enquanto que

o Modelo 2 permiteβ variar no tempo, ou seja,βt . Esseúltimo modeloé conhecido como

um modelo de funç̃ao de transferência com fator de ganho dinâmico, ver Alves, Gamerman &
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Ferreira (2009).

O modelo estrutural mais simples - o modelo de nı́vel local (MNL), descrito no Caṕıtulo

2 - é considerado com um componente de intervenção. As estruturas dos Modelos 1 e 2 sob a

abordagem de nı́vel local s̃ao descritas abaixo, com exemplos de séries geradas desses modelos.

4.1.1 MODELO 1

O MNL com um componente de intervenção, assumindo o coeficienteβ fixo no tempo tem

a seguinte estrutura:





yt = µt +Et + εt ; εt ∼ N(0,σ2
ε )

µt = µt−1 +ηt ; ηt ∼ N(0,σ2
η)

Et = ρEt−1 +βxt

(4.3)

ondet = 1,2, . . . ,n, εt e ηt são independentes e 0≤ ρ ≤ 1. ρ é definido entre 0 e 1 para que o

comportamento da função-resposta impulso tenha um decaimento geométrico. Por essa razão,

ρ é normalmente chamado de persistência ou meḿoria do efeito. A resposta ḿedia da śerie é

dada porαt = µt +Et .

O modelo em (4.3) pode ser escrito na forma de espaço de estados com matrizes dadas por

ZZZ
′
t = [ 1 1 ] , RRRt =

[
1 0

0 1

]
, TTTt =

[
1 0

0 ρ

]
, ηηη t =

[
ηt

0

]
, ht =

[
σ2

ε
]
, QQQt =

[
σ2

η 0

0 0

]
,

dt = 0, ccct =

[
0

βxt

]
e ααα t =

[
µt

Et

]
.

A Figura 4.2 mostra algumas séries simuladas sob o Modelo 1. Como esperado, o compor-

tamento da śerie é muito similar ao comportamento do blocoEt mostrado na Figura 4.1. Para

a funç̃ao pulso, pode-se notar que pequenos valores deρ causam na śerie um efeito similar̀a

presença de umoutlier no ponto da intervenção. Para grandes valores deρ, a śerie apresenta

um salto no ponto da intervenção, mas com um retorno gradual ao valor médio. Para a funç̃ao

degrau, quandoρ = 0.00 ou 0.50, h́a um salto repentino no tempo da intervenção, com uma

mudança de ńıvel, e o restante da série permanece no novo nı́vel. Quandoρ = 0.99, h́a uma

gradual mudança de nı́vel, e a śerie leva mais tempo para atingir um novo nı́vel.
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Figura 4.2: Exemplos das funções pulso e degrau para o Modelo 1, comn = 100,β = 4 eρ =
0, 0.50 e 0.99. A linha vertical indica o instante da intervenção,T = 50, a linha cont́ınua indica

a śerie temporal,yt , e linha tracejada indicada a resposta médiaαt .

4.1.2 MODELO 2

O modelo de ńıvel local com um fator de ganho dinâmico (Alves, Gamerman & Ferreira,

2009) sendo dado por




yt = µt +Et + εt ; εt ∼ N(0,σ2
ε )

µt = µt−1 +ηt ; ηt ∼ N(0,σ2
η)

Et = ρEt−1 +βt−1xt

βt = βt−1 +ξt ; ξt ∼ N(0,σ2
ξ )

;

ondet = 1,2, . . . ,n, εt , ηt e ξt são conjuntamente independentes.

Ao contŕario do Modelo 1, no Modelo 2 o parâmetroβt é estoćastico eé obtido dinamica-

mente atrav́es do tempo por alguma lei estocástica (aqui um passeio aleatório).

O Modelo 2 pode ser escrito na forma de espaço de estados com matrizes dadas por

Z
′
t = [ 1 1 0 ], RRRt =




1 0 0

0 1 0

0 0 1


, TTTt =




1 0 0

0 ρ xt

0 0 1


, ηηη t =




ηt

0

ξt


 , ht =

[
σ2

ε
]
, QQQt =




σ2
η 0 0

0 0 0

0 0 σ2
ξ


, dt = 0, ccct =




0

0

0


 e ααα t =




µt

Et

βt


.
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A Figura 4.3 apresenta algumas séries simuladas sob o Modelo 2. O comportamentoé

muito similar ao do Modelo 1, mas neste caso, oβ dinâmico causa mais ruı́do na śerie. Se uma

função pulsóe usada, o Modelo 2 nãoé adequado. Por essa razão, apenas a função degrau será

usada no Modelo 2.
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Figura 4.3: Exemplos da função degrau para o Modelo 2, comn = 100 eρ = 0.00, 0.50 e 0.99.
A linha vertical indica o instante da intervenção,T = 50, a linha cont́ınua indica a śerie,yt , e a

linha tracejada indica a resposta médiaαt .

4.1.3 ESTIMAÇÃO

A estimaç̃ao dos par̂ametros dos Modelos 1 e 2 pode ser feita usando métodos cĺassicos e/ou

métodos Bayesianos. Em ambos casos, o algoritmo do filtro de Kalman (Kalman, 1960) será

utilizado para estimar os componentes do vetor de espaço deestados,ααα t , dadas as observações

YYYt = {y1, ...,yt}. Na Seç̃ao 2.2.4 foi visto que o estimador linear deααα t e sua matriz de variância

são dados respectivamente por

at = E(ααα t |YYYt) e Pt = Var(ααα t |YYYt).

O filtro de Kalman pode ser usado para calcular o erro de previsão,νt , e sua varîancia

νt = yt −E(yt |YYYt−1) = yt − ỹt|t−1 e Ft = ZZZtPt|t−1ZZZ
′
t +ht ,

ondePt|t−1 = Var(ααα t |YYYt−1).

Assumindo que os errosεt e ηηη t são normalmente distribuı́dos e o vetor paraḿetricoé dado

porϕϕϕ = (ϕ1, ...,ϕp)
′
- que inclui os hiperparâmetros (ou seja, as variâncias dos termos de erros)

e tamb́em par̂ametros associados com variáveis ex́ogenas ou componentes não-observ́aveis tais

como oρ e o β , a funç̃ao de verossimilhançaL(ϕϕϕ;YYYn) pode ser calculada depois de integrar

fora as varíaveis do vetor de estado. Para uma série univariada de tamanhon, o logaritmo da
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função de verossimilhança (como definido em 2.9)é dado por

lnL(ϕϕϕ;Yn) = ln
n

∏
t=1

p(yt |YYYt−1,ϕϕϕ) = −n
2

ln(2π)− 1
2

n

∑
t=1

ln|Ft |−
1
2

n

∑
t=1

ν ′
t F

−1
t νt (4.4)

ondep = 4 seϕϕϕ = (σ2
ε ,σ2

η ,ρ,β )
′
para o Modelo 1 ouϕϕϕ = (σ2

ε ,σ2
η ,σ2

ξ ,ρ)
′
para o Modelo 2.

Para obter estimadores paraϕϕϕ usando infer̂encia cĺassica, deve-se maximizar o logaritmo

da funç̃ao de verossimilhança, dado na equação (4.4), com respeito aϕϕϕ . Como visto na Seç̃ao

2.3.1, a funç̃ao de verossimilhançáe uma funç̃ao ñao-linear deϕϕϕ , portanto o algoritmo de

otimizaç̃ao BFGS seŕa empregado (ver Franco, Santos, Ribeiro & Cruz (2008) para maiores de-

talhes). Infer̂encias para os parâmetros sob a abordagem clássica ser̃ao feitas usando obootstrap

paraḿetrico (Efron, 1979), descrito na Seção 2.5.2.

Neste caṕıtulo, a distribuiç̃aoa priori uniforme, dada porπ(ϕϕϕ) ∝ c, ondec ∈ ℜ, é usada

para permitir uma comparação justa com a abordagem clássica. Como, neste caso, a distribuição

a posteriorinão tem uma forma fechada, métodos Markov chain Monte Carlo (MCMC) são us-

ado para obter estimativas pontuais e intervalares para os par̂ametros, ver Gamerman & Lopes

(2006) para detalhes. Neste capı́tulo, uma vers̃ao h́ıbrida do algoritmo de Metropolis-Hastings

é adotada na qual os componentes deϕϕϕ são atualizados separadamente, com diferentes densi-

dades de proposição. Reis, Salazar & Gamerman (2006) obtêm evid̂encias emṕıricas substan-

ciais em favor deste esquema de amostragem frente a outros esquemas.

4.2 RESULTADOS DE SIMULAÇ ÃO

Os procedimentos descritos na Seção 4.1 s̃ao agora investigados através de experimentos

Monte Carlo (MC), implementados na linguagem Ox (Doornik, 1999). Śeries com intervenç̃oes

pulso e degrau para o modelo de nı́vel local foram simuladas, baseadas no Modelo 1 e Modelo

2 (śo intervenç̃ao do tipo degrau). Os desempenhos do estimador de máxima verossimilhança

(EMV), bootstrap(BOOT) e estimadores de Bayes - média (Média), mediana (Med) e moda

(Moda) - foram avaliadas para séries de tamanhon = 100 eρ = 0, 0.50 and 0.99. Em todos os

casos,σ2
ε = 1.00, σ2

η = 0.10, σ2
ξ = 0.50 (para o Modelo 2) eβ = 4 (para o Modelo 1). Para

os estimadores de Bayes, duas cadeias com 2000 amostras foramgeradas das quais as 1000

primeiras foram exclúıdas. O ńumero de MC ebootstrapforam fixados em 500. O nı́vel e a

probabilidade dos intervalos de confiança e de credibilidade, respectivamente, foram fixados

em 0.95.
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4.2.1 MODELO 1

As Figuras 4.4 a 4.9 apresentam o vı́cio e o EQM das 500 replicações MC para o Modelo 1

com funç̃oes pulso e degrau.

Para a funç̃ao pulso (Figuras 4.4, 4.5 e 4.6), a primeira conclusão que pode ser obtidáe

que ρ é sempre subestimado, exceto no casoρ = 0. Seρ é grande (ρ = 0.99), o melhor

estimadoŕe a Moda, com v́ıcio e EQM pequenos, mas paraρ = 0.50 os melhores estimadores

são a Mediana e Ḿedia e paraρ = 0 o melhoré o EMV. Os outros parâmetros apresentam

desempenhos muito satisfatórias para todos os ḿetodos. Os melhores estimadores paraσ2
η são

a Média e a Moda, independente do valor deρ. Paraσ2
ε , todos os procedimentos apresentam

o mesmo comportamento. No caso do parâmetroβ , seρ é grande, todos os procedimentos

mostram aproximadamente o mesmo desempenho, mas a Média e Mediana s̃ao ligeiramente

melhor paraρ = 0.50 and 0.00. Com respeito aobootstrap, pode-se ver que ele imita bem o

comportamento do EMV, o que permite a essa técnica ser usada na abordagem clássica para

construir os intervalos de confiança para os parâmetros.

Para a funç̃ao degrau (Figuras 4.7, 4.8 e 4.9),ρ é subestimado nos casos queρ = 0.99

e ρ = 0.50 pelos estimadores Bayesianos. Todos os procedimentos mostram um excelente

desempenho para estimarρ quando esse parâmetro assume um valor grande, mas paraρ = 0.50

e 0.00, o EMV e a Modaa posteriorisão um pouco melhores. Os desempenhos dos métodos

para estimar os outros parâmetros com a função degrau s̃ao muito similares̀a funç̃ao pulso,

exceto no casoρ = 0.99. Parece que, neste caso, o EMV não é capaz de estimarσ2
η , σ2

ε

e β muito precisamente, apresentando vı́cio e EQM maiores que os estimadores Bayesianos.

Novamente, o comportamento dobootstrapé muito similar ao do EMV.

As Tabelas 4.1 e 4.2 apresentam os intervalos de confiançabootstrape de credibilidade

para o Modelo 1 com funções pulso e degrau, respectivamente. Nessas tabelas, além dos es-

timadores, a previs̃ao um passòa frenteé tamb́em inclúıda. Quandoρ = 0.99, para todos os

par̂ametros considerados, ambos intervalos têm taxas de cobertura bem próximas do ńıvel nom-

inal 0.95, exceto o intervalo de confiançabootstrapparaρ. Por outro lado, o desempenho

do intervalo de credibilidade para função degraúe bem melhor que o intervalobootstrap, ex-

ceto para previs̃ao um passòa frente, onde ambos estão longe do ńıvel de 0.95 assumido. Se

ρ = 0.50 ou 0.00, para funções pulso e degrau, ambos intervalos mostram aproxidamenteo

mesmo comportamento para todos parâmetros, com taxa de cobertura próxima de 0.95. As

únicas exceç̃oes s̃ao o intervalobootstrapparaσ2
η , o qualé ligeiramente pior do que o intervalo

de credibilidade, e os intervalos paraρ na funç̃ao degrau, onde ambos métodos apresentam

taxas de cobertura abaixo de 0.90. Deve-se ressaltar que os intervalos paraρ = 0 não s̃ao con-
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Figura 4.4: Ḿaxima verossimilhança, bootstrap e estimação Bayesiana para o Modelo 1 com
função pulso eρ = 0.99. As linhas horizontal e vertical (o comprimento da linha)indicam o

vı́cio e a raiz quadrada do EQM, respectivamente.
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Figura 4.5: Ḿaxima verossimilhança, bootstrap e estimação Bayesiana para o Modelo 1 com
função pulso eρ = 0.50. As linhas horizontal e vertical (o comprimento da linha)indicam o

vı́cio e a raiz quadrada do EQM, respectivamente.
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Figura 4.6: Ḿaxima verossimilhança, bootstrap e estimação Bayesiana para o Modelo 1 com
função pulso eρ = 0.00. As linhas horizontal e vertical indicam o vı́cio e a raiz quadrada do

EQM, respectivamente.
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Figura 4.7: Ḿaxima verossimilhança, bootstrap e estimação Bayesiana para o Modelo 1 com
função degrau eρ = 0.99. As linhas horizontal e vertical indicam o vı́cio e a raiz quadrada do

EQM, respectivamente.
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Figura 4.8: Ḿaxima verossimilhança, bootstrap e estimação Bayesiana para o Modelo 1 com
função degrau eρ = 0.50. As linhas horizontal e vertical (o comprimento da linha)indicam o

vı́cio e a raiz quadrada do EQM, respectivamente.
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Figura 4.9: Ḿaxima verossimilhança, bootstrap e estimação Bayesiana para o Modelo 1 com
função degrau eρ = 0. As linhas horizontal e vertical (o comprimento da linha) indicam o

vı́cio e a raiz quadrada do EQM, respectivamente.
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strúıdos, pois os intervalos não cobrem o valor verdadeiro deste parâmetro, estando no limite

do espaço paraḿetrico.

Tabela 4.1: Intervalos de confiança e de credibildiade parao Modelo 1 com funç̃ao pulso.

valor Intervalo de Confiança Intervalo de Credibilidade
verdadeiro limites médios amplitude cobertura limites médios amplitude cobertura

ρ 0.99 [0.177; 0.983] 0.806 0.87 [0.536; 0.994] 0.458 0.95
β 4.00 [2.167; 5.681] 3.514 0.91 [1.921; 5.845] 3.924 0.97
σ2

ε 1.00 [0.687; 1.371] 0.684 0.94 [0.683; 1.427] 0.744 0.95
σ2

η 0.10 [0.007; 0.256] 0.249 0.93 [0.043; 0.449] 0.406 0.93
yn+1 [0.221; 4.590] 4.369 0.93 [0.013; 4.275] 4.262 0.93

ρ 0.50 [0.011; 0.757] 0.746 0.91 [0.040; 0.724] 0.684 0.89
β 4.00 [1.985; 6.144] 4.159 0.92 [1.724; 6.197] 4.473 0.96
σ2

ε 1.00 [0.668; 1.328] 0.660 0.93 [0.700; 1.445] 0.745 0.95
σ2

η 0.10 [0.011; 0.213] 0.202 0.87 [0.046; 0.390] 0.344 0.94
yn+1 [-2.179; 1.960] 4.139 0.92 [-2.427; 2.024] 4.451 0.95

ρ 0.00 - - - - - -
β 4.00 [1.944; 6.148] 4.204 0.94 [1.802; 6.231] 4.429 0.96
σ2

ε 1.00 [0.663; 1.326] 0.663 0.93 [0.702; 1.441] 0.739 0.95
σ2

η 0.10 [0.015; 0.221] 0.206 0.90 [0.046; 0.377] 0.331 0.94
yn+1 [-2.149; 1.944] 4.093 0.92 [-2.424; 2.025] 4.449 0.95
Obs.: Ñao h́a umúnico valor verdadeiro parayn+1, já que cada śerie tem o seu próprio valoryn+1.

4.2.2 MODELO 2

As Figuras 4.10, 4.11 e 4.12 apresentam o vı́cio e o EQM sobre as 500 replicações MC para

o Modelo 2. Como foi explicado na Seção 4.1.2, neste caso o modelo nãoé capaz de estimar a

influência da funç̃ao pulso. Portanto, apenas os resultados para função degrau s̃ao apresentados

abaixo.

Pode-se notar que, em geral, o EMV e Modaa posteriorisão ligeiramente melhores que

os outros procedimentos para estimar todos parâmetros, com v́ıcio e EQM menores. Mais uma

vez,ρ é subestimado, exceto paraρ = 0.

Na Tabela 4.3 estão os resultados para os intervalosbootstrape de credibilididade com

função degrau. Como no Modelo 1 com função degrau, o desempenho do intervalo de credi-

bilidadeé novamente melhor do que a do intervalobootstrap, no casoρ = 0.99. Seρ = 0.50

ou 0, o intervalo de credibilidade mostra, em geral, taxas decobertura mais próximas de 0.95,

exceto paraσ2
ξ , onde o intervalobootstrapé melhor. Novamente, os intervalos paraρ = 0 não

são constrúıdos.



64

MLE Boot Med Mean Mode

−0
.04

0.0
0

0.0
4

0.0
8

ρ = 0.99

MLE Boot Med Mean Mode

0.0
0.2

0.4
0.6

0.8

σξ
2 = 0.5

MLE Boot Med Mean Mode

−0
.05

0.0
5

0.1
5

0.2
5

σε
2 = 1.0

MLE Boot Med Mean Mode
−0

.1
0.0

0.1
0.2

0.3
0.4

ση
2 = 0.1

Figura 4.10: Ḿaxima verossimilhança, bootstrap e estimação Bayesiana para o Modelo 2 com
função degrau eρ = 0.99. As linhas horizontal e vertical (o comprimento da linha)indicam o

vı́cio e a raiz quadrada do EQM, respectivamente.
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Figura 4.11: Ḿaxima verossimilhança, bootstrap e estimação Bayesiana para o Modelo 2 com
função degrau eρ = 0.50. As linhas horizontal e vertical (o comprimento da linha)indicam o

vı́cio e a raiz quadrada do EQM, respectivamente.
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Tabela 4.2: Intervalos de confiança e de credibildiade parao Modelo 1 com funç̃ao degrau.

valor Intervalo de Confiança Intervalo de Credibilidade
verdadeiro limites médios amplitude cobertura limites médios amplitude cobertura

ρ 0.99 [0.988; 0.998] 0.010 0.75 [0.987; 0.992] 0.005 0.88
β 4.00 [3.165; 4.169] 1.004 0.78 [3.726; 4.257] 0.531 0.90
σ2

ε 1.00 [0.027; 1.255] 1.228 0.79 [0.688; 1.434] 0.746 0.94
σ2

η 0.10 [0.201; 2.238] 2.037 0.81 [0.035; 0.443] 0.407 0.95
yn+1 [155.64; 160.35] 4.71 0.51 [155.45; 159.83] 4.38 0.38

ρ 0.50 [0.139; 0.655] 0.516 0.89 [0.090; 0.601] 0.511 0.81
β 4.00 [2.839; 6.330] 3.491 0.92 [2.964; 6.634] 3.670 0.91
σ2

ε 1.00 [0.695; 1.365] 0.670 0.94 [0.692; 1.441] 0.749 0.96
σ2

η 0.10 [0.005; 0.187] 0.182 0.80 [0.046; 0.436] 0.390 0.94
yn+1 [5.761; 10.052] 4.291 0.93 [5.536; 9.819] 4.283 0.94

ρ 0.00 - - - - - -
β 4.00 [2.135; 5.329] 3.194 0.94 [0.729; 5.465] 4.736 0.95
σ2

ε 1.00 [0.686; 1.360] 0.674 0.93 [0.697; 1.434] 0.737 0.95
σ2

η 0.10 [0.007; 0.201] 0.194 0.84 [0.046; 0.395] 0.349 0.93
yn+1 [1.792; 5.977] 4.185 0.92 [1.543; 5.816] 4.273 0.94
Obs.: Ñao h́a umúnico valor verdadeiro parayn+1, já que cada śerie tem o seu próprio valoryn+1.

4.3 APLICAÇ ÃO À SÉRIES REAIS

Nesta seç̃ao, a metodologia anteriormente descritaé aplicada a duas séries temporais reais.

A primeiraé o Índice de Preço ao Consumidor Amplo (IPCA) na cidade de Belo Horizonte do

peŕıodo de julho de 1997 a junho de 2008. Essa série parece ter uma intervenção pulso pŕoximo

de Outubro de 2002. A segunda série é o retorno da BOVESPA (mercado de ações de S̃ao

Paulo), no perı́odo de janeiro de 1991 a agosto de 2008. Para essa série, a intervenç̃ao tem a

forma de funç̃ao degrau, apresentando um salto em torno da metade de 1994.

4.3.1 ŚERIE IPCA

Os dados dóIndice de Preço ao Consumidor Amplo são coletados pelo IPEAD -Fundaç̃ao

Instituto de Pesquisas Econômicas, Administrativas e Contábeis de Minas Gerais. Esséındice

mede a evoluç̃ao das rendas em famı́lias que gastam de 1 a 40 salários ḿınimos por m̂es. A

série IPCAé composta de 132 observações mensais do perı́odo de julho, 1997 a junho, 2008.

Da Figura 4.13, a śerie IPCA parece apresentar um comportamento de um Modelo de Nı́vel

Local (MNL), com uma intervenç̃ao em torno de outubro, 2002.É importante ressaltar que, no

ano de 2002, iniciou o primeiro mandato do presidente Luı́s Inácio Lula da Silva. Portanto, o

MNL foi ajustado com e sem o componente de intervenção, para avaliar a relevância do mesmo.

Como foi visto na Seç̃ao 4.1.2, o Modelo 2 ñaoé apropriado neste caso, quando a intervenção
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Tabela 4.3: Intervalos de confiança e de credibilidade parao Modelo 2.

valor Intervalos de Confiança Intervalos de Credibilidade
verdadeiro limites médios amplitude cobertura limites médios amplitude cobertura

ρ 0.99 [0.671; 0.998] 0.327 0.98 [0.887;0.997] 0.110 0.96
σ2

ξ 0.50 [0.128; 1.243] 1.115 0.99 [0.255; 1.815] 1.125 0.93
σ2

ε 1.00 [0.656; 1.407] 0.751 0.96 [0.604; 1.436] 0.832 0.97
σ2

η 0.10 [0.001; 0.280] 0.279 0.74 [0.032; 0.722] 0.690 0.95
yn+1 [-27.19; -22.71] 4.48 0.27 [-29.49; -20.53] 6.956 0.81

ρ 0.50 [0.001; 0.608] 0.607 0.67 [0.103; 0.613] 0.510 0.81
σ2

ξ 0.50 [0.169; 2.058] 1.889 0.93 [0.240; 2.174] 1.934 0.90
σ2

ε 1.00 [0.562; 1.343] 0.781 0.90 [0.559; 1.420] 0.861 0.95
σ2

η 0.10 [0.003; 0.309] 0.306 0.85 [0.041; 0.762] 0.721 0.92
yn+1 [-3.434; 0.855] 4.289 0.77 [-3.258; 2.660] 5.920 0.84

ρ 0.00 - - - - - -
σ2

ξ 0.50 [0.052; 1.141] 1.089 0.92 [0.102; 1.526] 1.424 0.97
σ2

ε 1.00 [0.636; 1.417] 0.781 0.93 [0.623; 1.471] 0.848 0.97
σ2

η 0.10 [0.003; 0.270] 0.267 0.85 [0.037; 0.588] 0.551 0.93
yn+1 [-2.759; 1.368] 4.127 0.79 [-2.662; 3.329] 5.991 0.87
Obs.: Ñao h́a umúnico valor verdadeiro parayn+1, já que cada śerie tem o seu próprio valoryn+1.

é da forma pulso.

Da Tabela 4.4,́e verificado que o Modelo 1, em ambas estimações cĺassica e Bayesiana,

apresentam menor AIC do que o MNL, confirmando, então, que a intervenção pulso deve ser

inclúıda no modelo. A previs̃ao um passòa frente foi calculada para julho de 2008. O valor

verdadeiroé 0.35, e pode ser visto que a predição Bayesianáe mais pŕoxima do valor ver-

dadeiro que a clássica, com menor amplitude do intervalo. Estimativas paraos par̂ametros s̃ao

mostradas na Tabela 4.5. Parece que o termo de nı́vel µt é constante no tempo, já que o intervalo

de credibilidade paraσ2
η é bem concentrado em torno de zero. O valor mais provável deρ é

0,80. A estimativa da modaa posteriorideβ é 1.968, que correspondeà magnitude do salto da

intervenç̃ao, compat́ıvel com uma inspeç̃ao visual.

Tabela 4.4: AIC e a previsão um passòa frente para a série IPCA.
Modelos AIC Previs̃ao (valor verdadeiro=0.350) Int. Previsão

MNL Cl ássico 212.650 0.320 [-0.508; 1.456]
MNL Bayesiano 212.600 0.330 [-0.302; 0.962]

Modelo 1 Cĺassico 198.050 0.419 [-0.407; 1.442]
Modelo 1 Bayesiano 198.101 0.349 [-0.443; 1.430]
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Figura 4.12: Ḿaxima verossimilhança, bootstrap e estimação Bayesiana para o Modelo 2 com
função degrau eρ = 0. As linhas horizontal e vertical (o comprimento da linha) indicam o

vı́cio e a raiz quadrada do EQM, respectivamente.
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Figura 4.13: A linha contı́nua indica a śerie do IPCA,yt , e as linhas pontilhada e tracejada
indicam as estimativas da resposta média do Modelo 1, segundo as abordagens Bayesiana e

clássica, respectivamente.
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Tabela 4.5: Ajuste do Modelo 1̀a śerie IPCA.
Infer ência Clássica Infer̂encia Bayesiana

EMV Intervalo Moda Intervalo
ρ 0.797 [0.030; 0.883] 0.801 [0.558; 0.884]
β 1.975 [1.411; 2.888] 1.968 [0.851; 2.685]
σ2

ε 0.225 [0.167; 0.277] 0.222 [0.168; 0.298]
σ2

η 5.88×10−12 [2.13×10−18; 1.63×10−3] 3.52×10−5 [2.88×10−5; 2.52×10−2]

4.3.2 ŚERIE IBOVESPA

A série IBOVESPAé uma śerie mensal do retorno do mercado de ações de S̃ao Paulo,

no peŕıodo de janeiro de 1991 a agosto de 2008. Essa série é composta de 212 observações

mensais. Da Figura 4.14, parece que a IBOVESPA segue um MNL comum componente de

intervenç̃ao da forma degrau. A série possui valores acima de zero até a metade de 1994 e

próximos de zero aṕos esse perı́odo. Uma raz̃ao para tal comportamentóe a introduç̃ao do

Plano Real que mudou a moeda no Brasil, implementado em julho de1994. A fim de comparar

os procedimentos, o MNL e os Modelos 1 e 2 com uma intervenção da forma degrau foram

ajustados̀a śerie IBOVESPA.
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Figura 4.14: A linha contı́nua indica a śerie do retorno do IBOVESPA,yt , e as linhas
pontilhada e tracejada indicam as respostas médias do Modelo 2 Clássico e do Modelo 2

Bayesiano, respectivamente.

A Tabela 4.6 mostra o AIC e a previsão um passòa frente usando os três modelos men-

cionados acima. Pode-se ver que o Modelo 2, em ambas abordagens cĺassica e Bayesiana,

apresenta um menor AIC do que o MNL e o Modelo 1, mas o procedimento Bayesiano fornece

uma previs̃ao mais pŕoxima do valor real -0.064 que os outros procedimentos clássicos. As
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Tabela 4.6: AIC e a previsão um passòa frente para a série IBOVESPA.
Modelos AIC previs̃ao (valor verdadeiro=-0.064) Intervalo previsão

MNL Cl ássico -174.389 -0.020 [-0.291; 0.229]
MNL Bayesiano -174.042 -0.009 [-0.314; 0.294]

Modelo 1 Cĺassico -212.488 0.020 [-0.255; 0.296]
Modelo 1 Bayesiano -212.050 0.003 [-0.229; 0.348]
Modelo 2 Cĺassico -255.019 0.010 [-0.291; 0.306]

Modelo 2 Bayesiano -255.009 -0.016 [-0.195; 1.001]

Tabela 4.7: Ajuste do Modelo 2̀a śerie IBOVESPA.
Infer ência Clássica Infer̂encia Bayesiana

EMV Intervalo Moda Intervalo
ρ 0 [0; 0.022] 0.002 [0.001; 0.184]
σ2

ξ 0.079 [0.042; 0.123] 0.090 [0.046; 0.164]
σ2

ε 0.010 [0.010; 0.012] 0.010 [0.008; 0.013]
σ2

η 2.30×10−13 [3.69×10−21; 3.23×10−5] 1.086×10−6 [1.815×10−7; 2.427×10−4]

estimativas dos parâmetros s̃ao mostrados na Tabela 4.7. Mais uma vez, parece que o termo de

ńıvel µt é constante no tempo, como pode ser verificado pelo intervalode credibildiade para

σ2
η . O valor deρ é muito pequeno, que siginifica que o modelo não guarda uma meḿoria dos

instantes anteriores.
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5 MODELOS ESTRUTURAIS
NÃO-GAUSSIANOS

Na literatura, h́a vários modelos que são constrúıdos baseados nas suposições de normal-

idade, homocedasticidade e independência dos erros, porém nem semprée posśıvel satisfazer

essas suposições.

Uma proposta inovadora foi apresentada por Nelder & Wedderburn (1972), que propuseram

os modelos lineares generalizados(MLGs). A idéia b́asica desses modelos consiste em abrir

o leque de opç̃oes para a distribuição da varíavel-resposta, permitindo que a mesma pertençaà

faḿılia exponencial de distribuiç̃oes, o que inclusive traz um ganho na questão de interpretaç̃ao

do modelo. A funç̃ao de ligaç̃ao dos dados faz o papel de relacionar a média dos dados ao

preditor linear, segundo Nelder & Wedderburn (1972) e Dobson (2002).

Neste trabalho, afaḿılia gama (FG) de distribuiç̃oesé proposta. De uma maneira geral,

define-se que uma variável aleat́oria Y possui uma distribuiç̃ao na FG, se a sua distribuição é

escrita na forma:

p(y|µ,ϕ) = a(y,ϕϕϕ)µb(y,ϕϕϕ) exp(−µc(y,ϕϕϕ)), (5.1)

ondey ∈ H(ϕϕϕ) ⊂ ℜ e 0, caso contrário. O termoµ = g(x
′β ) é conhecido funç̃ao de ligaç̃ao,

ondex
′
é um vetor de covariáveis eβ os par̂ametros associadosàs mesmas. As funçõesa(·, ·),

b(·, ·), c(·, ·) e H(·) são tais quep(y|µ,ϕϕϕ) ≥ 0 e que a integral de Lebesgue
∫

p(y|µ,ϕϕϕ)dy= 1.

Casob(y,ϕϕϕ) = b(ϕϕϕ) ou c(y,ϕϕϕ) = c(ϕϕϕ) e H(ϕϕϕ) seja uma funç̃ao constante (que não dependa

de ϕϕϕ), a faḿılia gama de distribuiç̃oes torna-se um caso especial da famı́lia exponencial de

distribuiç̃oes.

No contexto de śeries temporais, a estrutura de correlação das observações ñao pode ser

desprezada. Portanto, várias metodologias foram propostas, levando em conta essa estrutura.

Há vários trabalhos na literatura propondo modelos que levam emconsideraç̃ao a correlaç̃ao

das observaç̃oes e o fato da série temporal ser ñao-gaussiana. Trabalhos abordando esse tópico

incluem Cox (1981), Kaufmann (1987), Kitagawa (1987), Shephard & Pitt (1997), Smith &
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Miller (1986), Harvey & Fernandes (1989) e Durbin & Koopman (2000), entre outros. Uma

estrutura mais geral, denominada porModelos Lineares Din̂amicos Generalizados(MLDG), foi

proposta por West, Harrison & Migon (1985), despertando um imenso interesse devidoà grande

aplicabilidade dos mesmos em diversasáreas do conhecimento. Prova dissoé o grande ńumero

de trabalhos publicados sobre esses modelos. Citam-se aindaos trabalhos de Gamerman & West

(1987), Grunwald, Raftery & Guttorp (1993), Fahrmeir (1987), Fruhwirth-Schnatter (1994),

Lindsey & Lambert (1995), Gamerman (1991, 1998), Chiogna & Gaetan (2002), Hemming &

Shaw (2002) e Godolphin & Triantafyllopoulos (2006).

O objetivo principal deste capı́tulo é propor umaFaḿılia Gama de Modelos Din̂amicos

(FGMD), generalizando um resultado apresentado por Smith &Miller (1986) - que propuseram

um modelo din̂amico para śerie temporal exponencial e para séries que sejam transformações

um-a-um da mesma, considerando uma equação de evoluç̃ao exata - para qualquer série tempo-

ral com distribuiç̃ao pertencente a essa famı́lia.

Nos modelos pertencentesà FGMD, faz-se necessário fazer infer̂encias sobre os parâmetros.

Neste estudo, a abordagem clássica, utilizando o estimador de máxima verossimilhança (EMV),

e a abordagem Bayesiana, utilizando métodos MCMC para obter os estimadores Bayesianos

(EB), s̃ao consideradas no processo de inferência. Aĺem disso, os intervalos de confiança

assint́otico e de credibilidade são constrúıdos para os parâmetros. Assim, um segundo objetivo

é comparar a eficiência dos ḿetodos cĺassicos e Bayesianos para se fazer inferência sobre os

par̂ametros de um caso particular da FGMD, a saber, série temporal com distribuição Poisson.

Tamb́em, como ilustraç̃ao da metodologia apresentada, modelos na FGMD são ajustados̀a

series temporais reais.

5.1 FAMÍLIA GAMA DE MODELOS DIN ÂMICOS

Smith & Miller (1986) e Harvey & Fernandes (1989) apresentaram casos particulares de

modelos din̂amicos de resposta não-gaussiana. Neste trabalho, a partir desses casosé feita uma

generalizaç̃ao, istoé, uma faḿılia mais ampla - que os engloba -é introduzida, denominada

faḿılia gama de modelos dinâmicos. Uma vantagem desses modelos frente aos MLDGé que a

equaç̃ao de evoluç̃aoé exata e ñao aproximada. Por outro lado, uma desvantagemé queé com-

plicado inserir outros componentes estocásticos no mesmo, como por exemplo, os componentes

de tend̂encia e sazonalidade. Entretanto, o efeito desses componentes determińısticos podem

ser captados no modelo através de covaríaveis.
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5.1.1 DEFINIÇÃO

De uma maneira geral, define-se que a série temporal{yt} possui uma distribuiç̃ao na

faḿılia gama de modelos dinâmicos, se a sua distribuiçãoé escrita na forma:

p(yt |µt ,ϕϕϕ) = a(yt ,ϕϕϕ)µb(yt ,ϕϕϕ)
t exp(−µtc(yt ,ϕϕϕ)), (5.2)

seyt ∈ H(ϕϕϕ) ⊂ ℜ e p(yt |µt ,ϕϕϕ) = 0, caso contŕario.

As funç̃oesa(·), b(·), c(·) eH(·) são tais quep(yt |µt ,ϕϕϕ) ≥ 0 e
∫

p(yt |µt ,ϕϕϕ)dyt = 1.

O modeloé definido da seguinte forma:

1. a funç̃ao de ligaç̃ao é µt = λtg(x
′
tβ ), ondeg(·) é uma funç̃ao do preditor linear,x

′
t é um

vetor de covaríaveis,β é seu coeficiente de regressão (um dos componentes deϕϕϕ) e λt é

dado pela equação de evoluç̃ao logo abaixo;

2. A equaç̃ao de evoluç̃aoé dada por:λt = w−1λt−1ςt , ondeςt ∼ Beta(wat−1,(1−w)at−1);

3. λ0|Y0∼Gama(a0,b0), logo, usando a propriedade de escala da distribuição Gama,µ0|Y0∼
Gama(a0,b0[g(x

′
tβ )]−1).

É importante destacar que se o logaritmo da equação de evoluç̃aoé tomado,́e obtida a seguinte

equaç̃ao ln(λt) = ln(λt−1)+ ln( ςt
w), onde ln( ςt

w) ∈ ℜ. Essa equaç̃ao é similarà usual equaç̃ao

de evoluç̃ao dada por um passeio aleatório. w varia entre 0 e 1 e também comp̃oe ϕϕϕ. Em

geral, deseja-se modelar a variância ou a ḿedia dessa distribuição, que seŕa funç̃ao de alguns

par̂ametros invariantes no tempo e do parâmetro de escalaµt , isto é,E(yt |µt ,ϕϕϕ) = f (µt ,ϕϕϕ).

Teorema 1. Se o modelo está definido na forma descrita na Equação (5.2), os seguintes

resultados podem ser obtidos:

1. a distribuiç̃aoa priori λt |YYYt−1 segue uma distribuição Gama(at|t−1, bt|t−1) tais que

at|t−1 = wat−1, (5.3)

bt|t−1 = wbt−1, (5.4)

e 0< w≤ 1 .

2. µt = λtg(x
′
tβ )|Yt−1, queé Gama(a∗t|t−1, b∗t|t−1), onde

a∗t|t−1 = wat−1, (5.5)

b∗t|t−1 = wbt−1[g(x
′
tβ )]−1. (5.6)
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3. A distribuiç̃aoa posteriorideµt |YYYt é Gama (a∗t ,b∗t ), onde

a∗t = a∗t|t−1 +b(yt ,ϕϕϕ), (5.7)

b∗t = b∗t|t−1 +c(yt ,ϕϕϕ). (5.8)

4. λt = µt [g(x
′
tβ )]−1)|Yt tem tamb́em distribuiç̃ao Gama(at ,bt) (atualizaç̃ao) em que

at = at|t−1 +b(yt ,ϕϕϕ), (5.9)

bt = bt|t−1 +c(yt ,ϕϕϕ)g(x
′
tβ ). (5.10)

5. A funç̃ao de densidade preditivaé dada por

p(yt |YYYt−1,ϕϕϕ) =
Γ(b(yt ,ϕϕϕ)+a∗t|t−1)a(yt ,ϕϕϕ)(b∗t|t−1)

a∗t|t−1

Γ(a∗t|t−1)[c(yt ,ϕϕϕ)+b∗t|t−1]
b(yt ,ϕϕϕ)+a∗t|t−1

, yt ∈ H(ϕϕϕ). (5.11)

∀t ∈ N; t ≤ n onden é o tamanho da série temporal.

As respectivas provas dos resultados do Teorema 1 são encontradas no Apêndice.

Exemplo. Considerando a função de ligaç̃ao logaritmica, tem-seg(x
′
tβ ) = exp(x

′
tβ ) e os

resultados do Teorema 1 podem ser obtidos para esse caso.

5.1.2 PROCEDIMENTO DE INFERÊNCIA

Uma das formas de se fazer inferência cĺassica sobre o vetor de parâmetrosϕϕϕ é atrav́es da

função de log-verossimilhança cuja formaé dada por

lnL(ϕϕϕ ;YYYn) = ln∏n
t=τ+1 p(yt |YYYt−1,ϕϕϕ) =

n
∑

t=τ+1
lnΓ(a∗t|t−1 +b(yt ,ϕϕϕ))− lnΓ(a∗t|t−1)+

a∗t|t−1 lnb∗t|t−1 + ln(a(yt ,ϕϕϕ))− (b(yt ,ϕϕϕ)+a∗t|t−1) ln(c(yt ,ϕϕϕ)+b∗t|t−1),
(5.12)

ondeτ é o instante da primeira observação diferente de zero,ϕϕϕ é composto porω, β e por

par̂ametros especı́ficos do modelo eYn = (y1, . . . ,yn)
′
. Na Equaç̃ao (5.12), a definiç̃ao de

τ, como apresentada acima, se deve ao seguinte fato: a distribuição a priori Gama, istoé, a

distribuiç̃ao deµt inicial tende a se tornar não-informativa quandoa0,b0 → 0 , entretanto ela

é impŕopria quandoa0 = b0 = 0 . Nota-se que sea0,b0 → 0 ey1 = 0, a distribuiç̃aoa poste-

riori p(µt |YYYt) pode ser impŕopria, logo as funç̃oes de densidades preditivas podem não estar
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definidas. Observa-se que

p(µ1|Y1) ∝ p(Y1|µ1)p(µ1|Y0) =
exp(−µ1c(y1,ϕ))

[a(y1,ϕ)µb(y1,ϕ )

1 ]−1

(
exp
{
−wb0exp(−x

′
tβ )µ1

}
µwa0

1

Γ(a0)
(

wb0exp(−x
′
tβ
)−wa0

)
∝

∝ exp
{
−µ1(c(y1,ϕ)+wb0exp(−x

′
tβ ))

}
µ(b(y1,ϕ)+wa0)

1

sea0,b0 → 0 e 0< w≤ 1, ent̃ao p(µ1|Y1) ∼ Gama((b(y1,ϕ),c(y1,ϕ)). Portanto, sey1 = 0

a distribuiç̃ao a posterioripode ser impŕopria. Logo, as funç̃oes de densidade preditivas não

est̃ao definidas e, consequentemente, a função de log-verossimilhança também pode ñao estar

definida at́e a primeira observaçãoyt 6= 0. Uma distribuiç̃ao pŕopria paraµt pode ser obtida no

tempot = τ, em queτ é oı́ndice da primeira observação diferente de zero.

O intervalo de confiança assintótico paraϕϕϕ é constrúıdo baseado em uma aproximação

numérica para a matriz de informação de Fisher obtida do próprio método de maximizaç̃ao

numérica BFGS, utilizado para maximizar a função de log-verossimilhança com respeito aϕϕϕ.

Já para se fazer inferência Bayesiana sobre os parâmetros do modelo,́e usado o ḿetodo

MCMC, algoritmo de Metropolis-Hastings (Gamerman & Lopes, 2006) - a fim de se obter uma

amostra da distribuiç̃aoa posteriorido vetor de par̂ametrosϕϕϕ cuja formaé dada por:

π(ϕϕϕ |YYYn) ∝ L(ϕϕϕ;Yn)π(ϕϕϕ), (5.13)

ondeL(ϕϕϕ;YYYn) é a funç̃ao de verossimilhança obtida em (5.12) eπ(ϕϕϕ) é a distribuiç̃aoa priori

paraϕϕϕ. Neste trabalho, uma distribuiçãoa priori uniforme, dada porπ(ϕϕϕ) ∝ c para todos os

valores posśıveis deϕϕϕ e 0, caso contrário, é usada.

Intervalos de credibilidade paraϕi, i = 1, ..., p são constrúıdos como se segue. Dado um

valor 0< κ < 1, todo intervalo(t1, t2)
′
satisfazendo

t2∫

t1

π(ϕi |YYYn) dϕi = 1−κ

é um intervalo de credibilidade paraϕi com ńıvel 100(1−κ)%.

5.2 CASOS PARTICULARES DA FAM ÍLIA GAMA DE MOD-
ELOS DINÂMICOS

Nas pŕoximas subseç̃oes, ser̃ao discutidos alguns casos particulares da famı́lia Gama de

modelos din̂amicos tais como os modelos Poisson, Gama, Weibull, Beta e Normal com ḿedia

conhecida.
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5.2.1 MODELO POISSON

Suponha que uma observação no tempot é retirada de uma distribuição de Poisson com

médiaµt ,

p(yt |µt ,ϕϕϕ) = µyt
t exp(−µt)/yt !, (5.14)

ondeyt = 0,1, . . ., µt = λt exp(x
′
tβ ), funç̃ao de ligaç̃ao logaŕıtmica. Esse modelo pertenceà

faḿılia Gama de modelos dinâmicos em quea(yt ,ϕϕϕ) = (yt !)−1, b(yt ,ϕϕϕ) = yt e c(yt ,ϕ) = 1.

Logo,ϕϕϕ = (w,β )
′

A distribuição a priori é a mesma do Teorema 1. Com as as funçõesb(·, ·) e c(·, ·) iden-

tificadas, utilizando o Teorema 1, a distribuiçãoa posterioride µt |YYYt é dada pela distribuição

Gama com par̂ametros

a∗t = a∗t|t−1 +yt ,

b∗t = b∗t|t−1 +1.

Logo, segue-se queλt = µt [g(x
′
tβ )]−1|YYYt tem tamb́em distribuiç̃ao Gama com parâmetros

(equaç̃oes de atualização)

at = wat−1 +yt ,

bt = wbt−1 +g(x
′
tβ ).

Substituindo as funç̃oesa(·, ·), b(·, ·), c(·, ·) e usando o Teorema 1, obtém-se a distribuiç̃ao

preditiva, quée Binomial negativa, dada por

p(yt |YYYt−1,ϕϕϕ) =

(
a∗t|t−1 +yt +1

yt

)
(b∗t|t−1)

a∗t|t−1(1+b∗t|t−1)
−(a∗t|t−1+yt) ,

em que yt = 0,1,2, . . .

e (
a∗t|t−1 +yt +1

yt

)
=

Γ(a∗t|t−1 +yt)

Γ(yt +1)Γ(a∗t|t−1)
.
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A função de log-verossimilhançáe obtida cuja formáe dada por

lnL(ϕϕϕ;YYYn) =
n
∑

t=τ+1
lnΓ(a∗t|t−1 +yt)− lnyt !− lnΓ(a∗t|t−1)+

a∗t|t−1 lnb∗t|t−1− (a∗|t−1 +yt) ln(1+b∗t|t−1),
(5.15)

ondeτ é o instante da primeira observação diferente de zero eϕϕϕ = (ω,β )
′
.

Ent̃ao, segue das propriedades da distribuição binomial negativa, que a média e varîancia

da distribuiç̃ao preditiva deyn+1|Yn,ϕϕϕ são, respectivamente,

yn+1 = E(yn+1|Yn,ϕϕϕ) = a∗n+1|n/b∗n+1|n

e

var(yn+1|Yn,ϕϕϕ) = a∗n+1|n(1+b∗n+1|n)/(b∗n+1|n)
2.

5.2.2 MODELO GAMA

Suponha que a série temporal{yt} é gerada de uma distribuição Gama com o parâmetro de

formaχ desconhecido e o parâmetro de escalaχµt , logo:

p(yt |µt ,ϕϕϕ) =
yχ−1

t exp(−µt χyt)

Γ(χ)(µt χ)−χ , (5.16)

ondeyt > 0, µt = λt exp(x
′
tβ ) eyt > 0; ∀t ≤ n. O valor esperado de(yt |µt ,ϕϕϕ) é 1/µt . Seχ = 1,

(yt |µt ,ϕϕϕ) tem distribuiç̃ao exponencial com ḿedia 1/µt .

O modelo Gama pode ser escrito na forma da famı́lia Gama de modelos dinâmicos em que

a(yt ,ϕϕϕ) = yχ−1
t χχ

Γ(χ) , b(yt ,ϕϕϕ) = χ ec(yt ,ϕϕϕ) = χyt .

Pelo Teorema 1, dado a t-ésima observação e as funç̃oesb(·, ·) e c(·, ·) devidamente dis-

criminadas, a distribuiç̃aoa posteriorideµt |Yt é Gama com parâmetros

a∗t = a∗t|t−1 + χ

b∗t = b∗t|t−1 + χyt .

Logo, tem-se queλt = µt [g(x
′
tβ )]−1|Yt ∼ Gama(at ,bt) e as equaç̃oes de atualização s̃ao dadas

por:

at = at|t−1 + χ



77

bt = bt|t−1 + χytg(x
′
tβ ).

Substituindo as funç̃oesa(·, ·), b(·, ·) e c(·, ·) em (5.11), a funç̃ao de densidade preditiva

yt |YYYt−1,ϕϕϕ ∼ Gama−gama(a∗t|t−1,b
∗
t|t−1/χ,χ) cuja formaé dada por:

p(yt |Yt−1,ϕϕϕ) =
Γ(χ +a∗t|t−1)y

χ−1
t

Γ(a∗t|t−1)Γ(χ)(b∗t|t−1/χ)
−a∗t|t−1(yt +b∗t|t−1/χ)

χ+a∗t|t−1
,

seyt > 0 e 0, caso contrário.

A função de verossimilhançáe o produto das funç̃oes de densidade preditivas dada por:

lnL(ϕϕϕ;YYYn) = ln∏n
t=τ+1 p(yt |YYYt−1,ϕϕϕ) = ∑n

t=τ+1 ln p(yt |YYYt−1,ϕϕϕ) = lnΓ(χ +a∗t|t−1)−
lnΓ(χ)Γ(a∗t|t−1)+a∗t|t−1 ln(b∗t|t−1/χ)+ lny(χ−1)

t − (χ +a∗t|t−1) ln(yt +b∗t|t−1/χ),

ondeτ é definido como em (5.15) eϕϕϕ = (ω,β ,χ)
′
.

Das propriedades da distribuição Gama-gama, a ḿedia e a varîancia deyn+1 condicionada

a informaç̃ao at́e o tempon são

yn+1|n = E(yn+1|YYYn,ϕϕϕ) =
b∗t|t−1

a∗t|t−1−1

e

var(yn+1|YYYn,ϕϕϕ) =
(b∗t|t−1)

2[χ2 + χ(a∗t|t−1−1)]

(a∗t|t−1−1)2(a∗t|t−1−2)
.

5.2.3 MODELO WEIBULL

Se as observações no tempot são geradas de uma distribuição Weibull triparaḿetrica (ver

Ross (2002)) e os parâmetrosνt = ν eρt = ρ são invariantes no tempo e desconhecidos, então:

p(yt |µt ,ϕϕϕ) = νµt(yt −ρ)ν−1exp[−µt(yt −ρ)ν ], (5.17)

ondeyt > ρ, µt , ν > 0 eµt = λtg(x
′
tβ ).

O modelo Weibull pode ser escrito na forma da famı́lia gama de modelos dinâmicos onde

a(yt ,ϕϕϕ) = ν(yt −ρ)ν−1, b(yt ,ϕϕϕ) = 1 ec(yt ,ϕ) = (yt −ρ)ν .
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Pelo Teorema 1, a distribuiçãoa posteriorideµt |Yt é Gama com parâmetros

a∗t = a∗t|t−1 +1,

b∗t = b∗t|t−1 +(yt −ρ)ν .

Ent̃ao, segundo o Teorema 1, tem-se queλt = µt [g(x
′
tβ )]−1|Yt ∼ Gama(at ,bt) e as equaç̃oes de

atualizaç̃ao s̃ao dadas por:

at = at|t−1 +1,

bt = bt|t−1 +(yt −ρ)νg(x
′
tβ ).

Em dados de ańalise de sobreviv̂encia, pode-se assumirat = at|t−1+δt , ondeδt é um indicador

de censuràa direita.

Conhecendo as funçõesa(·, ·), b(·, ·) ec(·, ·) e utilizando o Teorema 1, função de densidade

preditivayt |YYYt−1,ϕ é dada por:

Γ(1+a∗t|t−1)ν(yt −ρ)ν−1

Γ(a∗t|t−1)(b
∗
t|t−1)

−a∗t|t−1[(yt −ρ)ν +b∗t|t−1]
1+a∗t|t−1

;

ondeyt > ρ, a∗t|t−1 eb∗t|t−1 são dadas pelo Teorema 1.

A função de verossimilhança, queé o produto das funç̃oes de densidade preditivas,é dada

por:

lnL(ϕϕϕ;YYYn) = ln∏n
t=τ+1 p(yt |YYYt−1,ϕϕϕ) = ∑n

t=τ+1 lnΓ(1+a∗t|t−1)+ lnν(yt +κ)ν−1

− lnΓ(a∗t|t−1)+a∗t|t−1 lnb∗t|t−1− (1+a∗t|t−1) ln[(yt −κ)ν +b∗t|t−1],

em queϕϕϕ = (ω,β ,ν ,ρ)
′
e τ é definido como em (5.15).

5.2.4 MODELO PARETO

A distribuição de Paretóe uma distribuiç̃ao que possui muitas aplicações em problemas

econ̂omicos, sociais e geofı́sicos. Se as observações no tempot são geradas de uma distribuição

Pareto com parâmetrosρ > 0, desconhecido e invariante no tempo, eµt > 0, ent̃ao:

p(yt |µt ,ϕϕϕ) = µtρµt y−µt−1
t , (5.18)

ondeyt > ρ e µt = λtg(x
′
tβ ).

O modelo Pareto pode ser escrito na forma da famı́lia gama de modelos dinâmicos em que
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a(yt ,ϕϕϕ) = y−1
t , b(yt ,ϕϕϕ) = 1, c(yt ,ϕϕϕ) = lnyt − lnρ.

As distribuiç̃oesa priori são as mesmas da famı́lia gama de modelos dinâmicos. Quando a

t-ésima observaçãoé obtida e com as funçõesb(·, ·) ec(·, ·) a distribuiç̃aoa posteriorideµt |Yt ,

pelo Teorema 1,́e Gama com parâmetros

a∗t = a∗t|t−1 +1,

b∗t = b∗t|t−1− lnρ + lnyt .

Logo, fazendo a transformação inversa, tem-se queλt = µt [g(x
′
tβ )]−1|YYYt−1 ∼ Gama(at ,bt)

onde as equações de atualização s̃ao dadas por:

at = at|t−1 +1,

bt = bt|t−1 +(− lnρ + lnyt)g(x
′
tβ ).

Pelo Teorema 1, de posse das funçõesa(·, ·), b(·, ·) ec(·, ·), a funç̃ao de densidade preditiva

yt |Yt−1,ϕϕϕ tem a seguinte forma:

a∗t|t−1y−1
t [b∗t|t−1]

a∗t|t−1

[b∗t|t−1− lnρ + lnyt ]
a∗t|t−1+1

,

ondeyt > ρ.

Com as funç̃oes de densidade preditivas,é posśıvel determinar a funç̃ao de verossimilhança,

queé dada por:

lnL(ϕϕϕ ;YYYn) = ln∏n
t=τ+1 p(yt |Yt−1,ϕϕϕ) = ∑n

t=τ+1 ln p(yt |Yt−1,ϕϕϕ) =

∑n
t=τ+1 ln(a∗t|t−1y−1

t (b∗t|t−1)
a∗t|t−1)− (a∗t|t−1 +1) ln[b∗t|t−1− lnρ + lnyt ],

ondeϕϕϕ = (ω,β ,ρ)
′
.

5.2.5 MODELO BETA

Quando um parâmetro da distribuiç̃ao Betaé igual a 1, pode-se escrever esse modelo na

forma de FGMD. Esse modelóe muitoútil para modelar śeries temporais que são proporç̃oes

e probabilidades. Suponha que a série temporal{yt} é gerada de uma distribuição Beta com

par̂ametrosµt e 1 cuja funç̃ao de densidadée dada por

p(yt |µt ,ϕ) = µty
µt−1
t , (5.19)



80

onde 0< yt < 1.

Esse modelo também pertencèa FGMD no quala(yt ,ϕϕϕ) = y−1
t , b(yt ,ϕϕϕ) = 1 ec(yt ,ϕϕϕ) =

− ln(yt). As equaç̃oes de atualização e a funç̃ao de densidade preditiva podem ser encontradas

similarmente aos modelos anteriores, usando o Teorema 1. Neste caso,ϕϕϕ = (ω,β )
′
.

5.2.6 MODELO NORMAL COM M ÉDIA CONHECIDA

Essa metodologia pode ser aplicada também em modelos gaussianos. Se as observações

no tempot são geradas de uma distribuição Normal com ḿedia zero e parâmetro de precis̃ao

µt > 0, ent̃ao:

p(yt |µt ,ϕϕϕ) =
µ1/2

t√
2π

exp

(−µty2
t

2

)
, (5.20)

onde−∞ < yt < ∞ e µt = λtg(x
′
tβ ).

O modelo Normal pode ser escrito na forma da famı́lia Gama de modelos dinâmicos em

quea(yt ,ϕϕϕ) = (2π)−1/2, b(yt ,ϕϕϕ) = 1/2 ec(yt ,ϕϕϕ) = y2
t /2.

A distribuiçãoa priori deλt |YYYt−1 é dada pelo item 2 do Teorema 1. Segundo o Teorema 1,

a distribuiç̃aoa posteriorideµt |YYYt tamb́em pode ser obtida, sendo Gama com parâmetros

a∗t = a∗t|t−1 +1/2,

b∗t = b∗t|t−1 +y2
t /2.

Logo, usando novamente a propriedade de escala da distribuição Gama, tem-se queλt =

µt [g(x
′
tβ )]−1|YYYt ∼ Gama(at ,bt) onde as equações de atualização s̃ao dadas por:

at = at|t−1 +1/2,

bt = bt|t−1 +(y2
t /2)g(x

′
tβ ).

A função de densidade preditivayt |YYYt−1,ϕϕϕ, pelo Teorema 1, tem a seguinte forma:

Γ(a∗t|t−1 +1/2)(2π)−1/2(b∗t|t−1)
a∗t|t−1

Γ(a∗t|t−1)[y
2
t /2+b∗t|t−1]

a∗t|t−1+1/2
,

onde−∞ < yt < ∞.

Com as funç̃oes de densidade preditivas,é posśıvel determinar a funç̃ao de verossimilhança,
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queé dada por:

lnL(ϕϕϕ;YYYn) = ln∏n
t=τ+1 p(yt |Yt−1,ϕϕϕ) = ∑n

t=τ+1 ln p(yt |Yt−1,ϕϕϕ) =

∑n
t=τ+1 lnΓ(a∗t|t−1 +1/2)(2π)−1/2(b∗t|t−1)

a∗t|t−1 − lnΓ(a∗t|t−1)[y
2
t /2+b∗t|t−1]

a∗t|t−1+1/2
,

em queϕϕϕ = (ω,β )
′
.

Da mesma forma que o modelo Normal com média conhecida e evolução na varîancia foi

constrúıdo, os modelos Log-normal e Normal Inversa podem ser desenvolvidos. O modelo

Valor extremo tamb́em pode ser construı́do, uma vez que a distribuição do Valor extremóe uma

transformaç̃ao um-a-um de uma distribuição Exponencial (Smith & Miller, 1986).

5.3 APLICAÇ ÕES A MODELOS ESTRUTURAIS DE POIS-
SON

Neste caṕıtulo, simulaç̃oes Monte Carlo s̃ao realizadas para o modelo de Poisson. O EMV e

os estimadores Bayesianos são comparados quanto ao vı́cio e ao EQM, assim como os intervalos

de credibilidade e de confiança são comparados com respeitoà amplitude e taxa de cobertura.

Adicionalmente, para ilustração da metodologia apresentada no capı́tulo anterior, um modelo

de Poissońe ajustadòa śerie temporal do ńumero de gols marcados pelo Brasil em confrontos

com a Argentina.

5.3.1 MODELO DE POISSON

Através de simulaç̃oes Monte Carlo, os desempenhos do estimador de máxima verossimilhança

(EMV) e dos estimadores Bayesianos - EB-média, EB-mediana e EB-moda - foram investigadas

para śeries temporais de tamanhon = 100, geradas sob o modelo Poisson com uma covariável

xt = cos(2πt/12) e par̂ametrosw= 0.90 eβ = 1. Duas cadeias de 2000 amostras foram geradas

das quais as 1000 primeiras foram excluı́das. O ńumero de replicaç̃oes Monte Carlo foi fixado

em 500. O ńıvel de confiança e a probabilidade de credibilidade dos intervalos de confiança e

de credibilidade, respectivamente, foram fixados em 0,95.

Na Figura 5.1, está uma śerie simulada sob o modelo Poisson com os mesmos valores

dos par̂ametros descritos anteriormente. Observa-se que a série oscila em torno de um nı́vel

médio igual a 3, aproximadamente. Nota-se também que a linha tracejada referenteà média

da distribuiç̃ao preditiva do modelo Poisson acompanha bem o comportamento da śerie (linha

cont́ınua).
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Na Tabela 5.1, o EMV e os estimadores Bayesianos são comparados quanto ao vı́cio e ao

EQM. Paraw, todos os estimadores possuem valores de vı́cio e EQM muito pŕoximos. J́a para

β , o EMV e o EB-moda apresentam valores do EQM menores que os outros ḿetodos.

Na Tabela 5.2, os intervalos de confiança e de credibilidadesão comparados através da taxa

de cobertura e amplitude. A taxa de cobertura do intervalo decredibilidade est́a mais pŕoxima

do ńıvel nominal 0.95 assumido que o intervalo assintótico paraw. Paraβ ambos t̂em taxas de

cobertura pŕoximas. A amplitude do intervalo de credibilidadeé ligeiramente menor que a do

intervalo de confiança. Nota-se que o limite superior do intervalo de confiança do parâmetroω
ultrapassou o limite do espaço paramétrico. Isso pode ter ocorrido por se tratar de um intervalo

de confiança assintótico.

Tabela 5.1: EMV e EB para o modelo Poisson.
EMV Mediana Media Moda

estimativa estimativa estimativa estimativa
Vı́cio Vı́cio Vı́cio Vı́cio

ϕ (EQM) (EQM) (EQM) (EQM)
w = 0.90 0.912 0.889 0.883 0.910

0.012 -0.011 -0.017 0.010
(0.003) (0.003) (0.003) (0.004)

β = 1.00 0.990 1.038 1.039 1.005
-0.010 0.038 0.039 0.005
(0.068) (0.148) (0.150) (0.017)

Tabela 5.2: Intervalos de confiança e de credibilidade parao modelo Poisson.
Int. Cred. Int. Assint.

limites limites
amplitude amplitude

ϕ (cobertura) (cobertura)
w = 0.90 [0.771; 0.962] [0.816; 1.013]

0.191 0.197
(0.962) (0.922)

β = 1.00 [0.787; 1.308] [0.812; 1.207]
0.521 0.395

(0.956) (0.944)

5.3.2 APLICAÇÃO À SÉRIE TEMPORAL HIST ÓRICA DO CONFRONTO
ENTRE BRASIL E ARGENTINA

Nesta seç̃ao, como ilustraç̃ao da metodologia dos modelos de resposta não-gaussiana apre-

sentada, o modelo Poissoné ajustadòa śerie do ńumero de gols marcados pelo Brasil contra a
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Figura 5.1: Śerie temporal simulada sob o modelo Poisson. A linha contı́nua representa a série
temporal e a linha tracejada a média da distribuiç̃ao preditiva do ajuste clássico.

Argentina. No site da FIFA, foram obtidos os placares1 de 93 jogos entre Brasil e Argentina

no peŕıodo de 1914 a 2008. Como em alguns anos não houve jogos, tem-se dados faltantes que

ter̃ao que ser tratados. Também houve anos em que ocorreram mais de um jogo no mesmo ano.

Para contornar esse problema, alterações nas equações de evoluç̃ao e atualizaç̃ao do algoritmo

recursivo foram realizadas. Da Figura 5.2, percebe-se que amédia de gols marcados pelo Brasil

est́a em torno de 2, salvo alguns anos nos quais o número de gols foi superior a 2. Como os

dados referem-se a jogos no Brasil e também fora do Brasil, o modelo Poissoné ajustado com

uma covaríavelxt que recebe 1 se o jogo foi realizado no Brasil e 0 fora. Tem-se interesse em

saber se realmente faz diferença jogar contra Argentina emcasa.

Na Tabela 5.3, o EMV, os estimadores pontuais Bayesianos, intervalos de confiança e de

credibilidade paraϕ são apresentados do ajuste do modelo Poissonà śerie real. Nota-se que os

valores do EMV e do EB-Moda ficaram bem próximos tanto para o parâmetrow quanto para

β . Os limites do intervalo de credibilidade paraβ são similares aos do intervalo de confiança

assint́otico, poŕem isso ñao acontece paraw. Percebe-se que o limite superior do intervalo

assint́otico est́a fora do espaço paramétrico dew. Isso pode acontecer por se tratar de um

intervalo aproximado. Observa-se queβ̂ = 0,485 (maior que zero), indicando que jogar em

casa confere ao Brasil uma certa vantagem, como esperado. Tomando exp(β̂ ), obt́em-se 1,624,

isto é, o ńumero esperado de gols marcados pelo Brasil aumenta 62,40%, quando o Brasil

joga em casa contra Argentina. Esse valoré significativo ao ńıvel de 0,95 de confiança e de

1Os dados estão dispońıveis em http://es.fifa.com
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Tabela 5.3: Ajuste do modelo Poissonà śerie do ńumero de gols marcados pelo Brasil no
confronto com a Argentina.

Métodos w β
EMV 1,000 0,485

Mediana 0,956 0,461
Media 0,949 0,475
Moda 0,999 0,506

Int. Cred. [0,856; 0,997] [0,125; 0,817]
Int. Assint. [0,721; 1,190] [0,153; 0,812]

credibilidade, pois o valor zero não est́a contido tanto no intervalo de confiança quanto no

intervalo de credibilidade. Os resı́duos de Pearson padronizados foram avaliados e a variância

amostral dos mesmos foi igual a 1,042. Através da ańalise dos gŕaficos dos reśıduos, ñao

observou-se nenhuma violação das suposiç̃oes do modelo.
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Figura 5.2: Śerie temporal do ńumero de gols marcados pelo Brasil no confronto com a
Argentina. Os pontos representam a série temporal e as linhas tracejada e pontilhada

representam as ḿedias da distribuiç̃ao preditiva dos ajustes clássico e Bayesiano,
respectivamente.

A Tabela 5.4 apresenta as probabilidades do Brasil marcar 0,1,2,3,4 ou mais gols contra

Argentina no pŕoximo jogo em casa ou fora de casa. Nota-se que a probabilidade do Brasil

fazer nenhum gol jogando fora de casaé maior do que jogando em casa. O ajuste do modelo

pode ser melhorado, pois há inúmeros fatores que influenciaram essa série temporal hist́orica

que poderiam ser discutidos e incluı́dos no modelo, porém, este estudo não entraŕa nesse ḿerito.

O intuito desta aplicaç̃aoé mostrar a pontencialidade e aplicabilidade dos modelos deresposta

não-gaussiana nos mais diversos tipos de problemas.
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Tabela 5.4: Distribuiç̃ao de probabilidade preditiva do número de gols do Brasil na próxima
partida contra a Argentina.

Lugar
Número de gols Em casa Fora de casa

0 0,125 0,277
1 0,257 0,353
2 0,267 0,227
3 0,187 0,099
4 0,099 0,033

>4 0,065 0,011
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6 CONCLUSÕES E TRABALHOS
FUTUROS

A tônica deste trabalho foi a comparação de ḿetodos cĺassicos e Bayesianos na estimação

dos hiperpar̂ametros e parâmetros em modelos estruturais especı́ficos, bem como em modelos

de funç̃ao de transferência e em modelos estruturais com resposta não-gaussiana. Do ponto de

vista cĺassico, o ḿetodo de ḿaxima verossimilhança foi utilizado no processo de inferência.

Por outro lado, sob o enfoque Bayesiano, a estimação foi feita atrav́es de estimadores de Bayes,

utilizando-se ḿetodos MCMC devido ao fato da distribuiçãoa posteriorinão ser analiticamente

trat́avel. Usaram-se distribuiçõesa priori não-informativas (uniforme e de Jeffreys) e foram

escolhidas a ḿedia, a mediana e a modaa posterioricomo estimadores Bayesianos.

Intervalos de confiança assintóticos ebootstrape intervalos de credibilidade para os hiper-

par̂ametros em modelos estruturais especı́ficos (MNL, MTL e MEB) foram constrúıdos e com-

parados com respeitòa amplitude èa porcentagem de cobertura. Os intervalos de confiança

bootstrapconsiderados foram o percentı́lico, o BC (Bias Corrected) e o BCa (Bias Corrected

and accelerated).

Os resultados obtidos ao longo deste trabalho foram transformados em artigos que estão

submetidos, em fase de preparação ou j́a publicados.

No primeiro artigo que foi a base deste trabalho, publicado no períodicoCommunications

in Statistics, foi feita uma comparaç̃ao entre os intervalos de confiança assintóticos ebootstrap.

Os resultados mostraram que a porcentagem de cobertura dos intervalosbootstrapficou mais

próxima do ńıvel nominal. Foi ressaltado que os intervalos assintóticos possúıam problemas de

fronteira, o que reforçou o uso de intervalosbootstrap. Além das simulaç̃oes, foi feita tamb́em

uma aplicaç̃ao à śerie IPCA (́Indice de Preço ao Consumidor Amplo) de Belo Horizonte. Um

modelo de tend̂encia linear local foi ajustadòa mesma e intervalos de confiança assintótico e

bootstrapforam constrúıdos. Concluiu-se que o modelo de nı́vel local é o mais indicado para

descrever o comportamento da série.
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No segundo artigo, submetidoà revistaComputational Statistics, foi realizada uma comparação

entre os intervalos de confiança assintóticos ebootstrape os intervalos de credibilidade e uma

comparaç̃ao entre o EMV e os estimadores Bayesianos. Através de simulaç̃oes Monte Carlo,

o v́ıcio e o EQM dos estimadores foram calculados. Os resultadosmostraram que, em geral,

o EMV é menos viesado, embora, em alguns casos, os estimadores Bayesianos possuem um

menor EQM. Foi aplicado obootstrapnão-paraḿetrico nos reśıduos do modelo e foi verificado

que as estimativasbootstrapacompanham bem o comportamento das EMV nas replicações

Monte Carlo. Os intervalos de credibilidade mostraram, em geral, um melhor desempenho

com uma amplitude menor e uma porcentagem de cobertura mais próxima do ńıvel nominal

assumido. Aĺem disso, a metodologia foi aplicadaà śerie da precipitaç̃ao deSO4 (sulfato) e

concluiu-se que a série segue um modelo estrutural básico, sem o componente estocástico de

tend̂encia. Nenhuma das suposições do modelo estrutural gaussiano foi violada.

No terceiro artigo, submetidòa revistaInternational Statistical Review, foi abordado o

tópico de ańalise de intervenç̃ao em modelos estruturais, sob as perspectivas clássica e Bayesiana.

Intervenç̃oes foram consideradas para o nı́vel médio das śeries em duas formas canônicas:

funções pulso e degrau. Esses funções tratam de quebras nas formas abruptas e graduais, respec-

tivamente. Atrav́es de simulaç̃oes Monte Carlo, percebeu-se que o EMV e a modaa posteriori

apresentaram um melhor desempenho com menores vı́cio e EQM, em geral. Os intervalos de

credibilidade obtiveram resultados melhores que os intervalos de confiança (I.C.) com função

degrau e resultados similares aos dos I.C. com função pulso, em geral. Essa metodologia foi

aplicada a duas séries econ̂omicas reais déındices brasileiros e os resultados mostraram se

satisfat́orios para os modelos de intervenção considerados.

O quarto artigo trata de modelos estruturais com resposta não-gaussiana e está em fase de

elaboraç̃ao. Uma faḿılia gama de modelos dinâmicos foi apresentada bem como alguns estudos

de simulaç̃ao para um caso particular dessa famı́lia, o modelo Poisson. Comparações entre os

estimadores pontuais Bayesianos e clássicos foram realizadas, assim como entre os intervalos

de confiança e de credibilidade para os parâmetros do modelo. Os resultados mostraram que

as taxas de cobertura dos intervalos de credibilidade e confiança ficaram bem próximos do

ńıvel nominal. O EMV e o EB-Moda apresentam valores do EQM ligeiramente menores para

todos os par̂ametros do modelo considerados se comparados aos outros estimadores. A t́ıulo

de ilustraç̃ao da metodologia desenvolvida, o modelo Poisson foi ajustado à śerie temporal do

número de gols marcados pelo Brasil contra a Argentina em confrontos de 1914 a 2008 e os

resultados foram satisfatórios.

Deve-se ressaltar que as técnicasbootstrape MCMC demandam um tempo computacional
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muito elevado. Para se ter uma idéia, em um modelo simples como MNL, a execução do

método MCMC leva em torno de meio minuto para uma replicação Monte Carlo de uma série

temporal de tamanhon = 100, enquanto que obootstrapgasta aproximadamente um minuto.

Já as estimativas de ḿaxima verossimilhança e do intervalo de confiança assintótico s̃ao obtidas

instantaneamente.

Alguns t́opicos podem ser desenvolvidos futuramente. Outros modelos, aĺem dos modelos

de ńıvel local, de tend̂encia linear local e estrutural básico, que incluem outros componentes

podem ser estudados como, por exemplo, o componente de ciclo.

Há um ńumero de outras questões relacionadas aos modelos de função de transferência

que ñao foram abordadas aqui. Este trabalho foi focado na estimac¸ão dos hiperparâmetros e

prediç̃ao de valores. A distribuiç̃ao suavizada para os parâmetros do vetor de espaço de esta-

dos pode ser obtida facilmente, mas não foi abordada. Outros componentes não-observ́aveis

podem ser inclúıdos facilmente como o de sazonalidade. Os resultados podemser estendidos

aos modelos de função de transferência na faḿılia exponencial, ver Alves, Gamerman & Fer-

reira (2009), mas a verossimilhança exata não é obtida analiticamente. Uma discussão mais

completa sobre previsão com a incorporação da incerteza sobre os hiperparâmetros poderia ser

feita. Um outro t́opico que poderia ser melhor explorado e discutidoé a aplicaç̃ao dobootstrap

não-paraḿetrico em modelos estruturais de FT bem como a construção de uma aproximação

melhor para varîancia assint́otica do vetor paraḿetrico desses modelos que incluem parâmetros

e hiperpar̂ametros.

Com respeito aos modelos de resposta não-gaussiana, vários trabalhos podem ser desen-

volvidos. Casos especı́ficos de interesse da famı́lia gama de modelos dinâmicos podem ser en-

contrados. Um t́opico interessante seria trabalhar com suavização nesses modelos - que ainda

est́a em aberto. O modelo exponencial por partesé muito utilizado e de interesse principal-

mente em estudos de confiabilidade e se encaixa nos moldes dosmodelos de resposta não-

gaussiana, embora a dependência das observações ñao é considerada no modelo exponencial

por partes, mas equivalentemente aplicável a modelos que levem em conta a autocorrelação das

observaç̃oes. Um outro trabalho interessante que poderia se desenvolvido é a comparaç̃ao do

modelo de resposta não-gaussiana com os modelos lineares dinâmicos generalizados (West &

Harrison, 1997) seja via experimentos Monte Carlo seja utilizando śeries reais.

Em todos os artigos que compõem esta dissertação, os intervalos de confiança e de cred-

ibilidade foram abordados. Embora eles sejam também um tipo de teste de hipóteses, seria

importante construir testes de hipóteses especı́ficos para os hiperparâmetros e, consequente-

mente, verificar a presença ou não de determinados componentes estocásticos ñao-observ́aveis.
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Testes assintóticos,bootstrap(Francoet al., 1999) e Bayesianos poderiam ser construı́dos e

comparados quanto ao nı́vel de signifiĉancia e poder para vários modelos estruturais, seguindo

a mesma linha que foi adotada neste trabalho.

Alguma atenç̃ao foi dadàa parte de previs̃ao nos modelos de função transfer̂encia, poŕem

esse t́opico deve ser melhor explorado em todos os modelos citados anteriormente, pois um

dos objetivos de se modelar séries temporaiśe fazer previs̃oes para valores futuros da mesma.

As previs̃oes cĺassica e Bayesiana podem ser comparadas em um trabalho especı́fico tratando

somente desse assunto.
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APÊNDICE

Demonstraç̃ao do Teorema 1.

Assumindo a definiç̃ao do modelo da Seção 5.1.1, podem-se obter as equações de atualização:

Por induç̃ao, sup̃oe-se queλt−1|YYYt−1 ∼ Gama(at−1,bt−1) é válido parat e, consequente-

mente,µt−1|YYYt−1 ∼ Gama(a∗t−1,b
∗
t−1):

• Set = 1, λ0|Y0 ∼ Gama(a0,b0) e µ0|Y0 ∼ Gama(a0,b0) - queé verdade pela Suposição

4 do modelo;

• Agora, basta provar que essa suposição vale parat + 1. As distribuiç̃oes deλt−1|YYYt−1 e

λt |λt−1,YYYt−1 são conhecidas. A primeira por suposição e aúltima pela demostração feita

na Prova 1a abaixo.

Integrando fora emλt−1, conclue-se queλt |YYYt−1∼Gama
(
at|t−1 = wat−1,bt|t−1 = wbt−1

)

(ver demostraç̃ao na Prova 1a abaixo). Portanto,

µt = λtg(x
′
tβ )|Yt−1 ∼ Gama

(
a∗t|t−1 = at|t−1,b

∗
t|t−1 = bt|t−1g(x

′
tβ )−1

)
;

Pelo Teorema de Bayes,

p(µt |YYYt) ∝ p(yt |µt)p(µt |YYYt−1) ∝µ
(a∗t|t−1+b(yt ,ϕϕϕ))−1
t exp[−µt(b∗t|t−1 +c(yt ,ϕϕϕ))].

Ent̃ao, segue-se queµt |YYYt ∼ Gama
(

a∗t = a∗t|t−1 +b(yt ,ϕϕϕ),b∗t = b∗t|t−1 +c(yt ,ϕϕϕ)
)

. Logo,

λt = µtg(x
′
tβ )−1|YYYt ∼ Gama

(
at = at|t−1 +b(yt ,ϕϕϕ),bt = bt|t−1 +c(yt ,ϕϕϕ)g(x

′
tβ )
)

, ∀t ∈
N; t ≤ n onden é o tamanho da série temporal. A hiṕotese indutiváe verificada.

Prova 1a:

Deseja-se encontrar a distribuição deλt = w−1λt−1ςt , ondeςt ∼ B(wat−1,(1−w)at−1).

Ent̃ao, usando o Jacobiano, tem-se que

pλt |λt−1,Yt−1
(λ ⋆

t )=





w
λt−1

(
wλ ⋆

t

λt−1
)wat−1−1(1− wλ ⋆

t

λt−1
)(1−w)at−1−1; se 0 < λ ⋆

t < w−1λt−1

0; c.c.
.
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Deseja-se encontrar a distribuição deλt |YYYt−1. Para tanto, integra-se fora emλt−1 e utiliza-

se o resultado obtido na Prova 1a.

p(λt |YYYt−1) =
∫

p(λt−1|YYYt−1)p(λt |λt−1,YYYt−1)dλt−1 =

∫ ∞

wλt

[
λ at−1−1

t−1 exp(−bt−1λt−1)

Γ(at−1)b
−at−1
t−1

]


wλ−1
t−1(

wλt
λt−1

)wat−1−1(1− wλt
λt−1

)(1−w)at−1−1

B(wat−1,(1−w)at−1)


dλt−1

Sejac =
w(wλt)

wat−1−1

Γ(at−1)b
−at−1
t−1 B(wat−1,(1−w)at−1)

, logo,

p(λt |Yt−1) = c
∫ ∞

wλt

[
λ at−1−1−wat−1+1−1

t−1 exp(−bt−1λt−1)
][

(1− wλt

λt−1
)(1−w)at−1−1

]
dλt−1

=

c
∫ ∞

wλt

[
λ (1−w)at−1−1

t−1 exp(−bt−1λt−1)
][

(1− wλt

λt−1
)(1−w)at−1−1

]
dλt−1

=

c
∫ ∞

wλt

exp(−bt−1λt−1)(λt−1−wλt)
(1−w)at−1−1dλt−1

Considerez= λt−1−wλt , ent̃ao

p(λt |YYYt−1) = c
∫ ∞

0
exp[−bt−1(z+wλt)]z

(1−w)at−1−1dz=

cexp(−wbt−1λt)
∫ ∞

0
exp(−bt−1z)z(1−w)at−1−1dz=

w(wλt)
wat−1−1

Γ(at−1)b
−at−1
t−1 B(wat−1,(1−w)at−1)

Γ((1−w)at−1)

b(1−w)at−1
t−1

exp(−wbt−1λt) =

wwat−1−1+1(λt)
wat−1−1Γ((1−w)at−1)

Γ(at−1)b
−wat−1
t−1 Γ(wat−1)Γ((1−w)at−1) [Γ(at−1)]−1

exp(−wbt−1λt)=
λ wat−1−1

t exp(−wbt−1λt)

(wbt−1)−wat−1Γ(wat−1)
;

λt > 0.

Prova 1b:

Demonstraç̃ao da distribuiç̃ao preditiva da FGMD:

p(yt |YYYt−1,ϕϕϕ) =

∞∫

0

p(yt |µt ,ϕϕϕ)p(µt |YYYt−1)dµt =
∫ ∞

0

[
a(yt ,ϕϕϕ)µb(yt ,ϕϕϕ)

t exp(−µtc(yt ,ϕϕϕ))
]
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
µ

a∗t|t−1−1

t exp(−b∗t|t−1µt)

Γ(a∗t|t−1)(b
∗
t|t−1)

−a∗
t|t−1


dµt = a(yt ,ϕϕϕ)

Γ(a∗t|t−1)(b
∗
t|t−1)

−a∗
t|t−1

∫ ∞

0

[
µ

b(yt ,ϕϕϕ)+a∗t|t−1−1
t exp

(
−µt(c(yt ,ϕϕϕ)+b∗t|t−1)

)]
dµt =

Γ
(

b(yt ,ϕϕϕ)+a∗t|t−1

)
a(yt ,ϕϕϕ)(b∗t|t−1)

a∗t|t−1

Γ(a∗t|t−1)
(

c(yt ,ϕϕϕ)+b∗t|t−1

)a∗t|t−1+b(yt ,ϕϕϕ)
;

ondea∗t|t−1 = wat−1, b∗t|t−1 = wbt−1g(x
′
tβ )−1 eyt ∈ H(ϕϕϕ).
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