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Aos meus pais, minha irma e meus

amigos.




“Um novo mandamento vos dou:
que VOs ameis uns aos outros;
assim como Eu vos amei; que
dessa mesma maneira tenhais

amor uns para com os outros.”

Biblia Sagrada, Jo 13:34

“Mas, se ergues da justica a clava
forte,

Veras que um filho teu néo foge a
luta,

Nem teme, quem te adora, a

propria morte!”

Joaquim O. Duque-Estrada

Hino Nacional Brasileiro



RESUMO

Na literatura sobre dados relacionais, uma das abordagens mais populares atualmente é a Ana-
lise de Redes Complexas. Consequentemente, andlises estatisticas sobre redes sociais buscaram
acompanhar este crescimento para atender a esta demanda. Para modelar estatisticamente os
fendmenos estudados em redes socais, buscou-se aproveitar modelos probabilisticos introduzi-
dos para a modelagem em grafos. Entretanto, observou-se que redes sociais possuem caracte-
risticas que sao diferentes dos modelos de grafos aleatorios que possuem arestas independentes.
Uma alternativa proposta na literatura aos grafos de arestas independentes é o modelo de gra-
fos aleatdrios de intersecdo (RIG). Neste, os atores da rede estdo associados a um conjunto
finito de caracteristicas e sdo conectados toda vez que compartilham pelo menos uma destas

caracteristicas.

A proposta deste trabalho € apresentar e estudar uma generalizacdo ao modelo de grafos ale-
atérios de intersecdo, a qual denominamos de modelo de redes de afinidades. Estendendo as
suposi¢des assumidas no RIG, obtemos uma vasta familia de modelos, onde as conexdes sao
valoradas segundo uma func¢ido que mensura a afinidade entre os atores da rede. Além disso,
as conexdes sao realizadas a partir de um determinado nivel desta funcao afinidade, e nao mais
através do simples compartilhamento de uma caracteristica. Para exemplificar o estudo do
comportamento do modelo de redes de afinidades, elaboramos um estudo simulado baseado em
simulagcdes de Monte Carlo em uma das fun¢des de afinidade, realizando tuning nos parametros
geradores do modelo, analisando suas medidas topoldgicas e comparando as mesmas com as
medidas topoldgicas encontradas em grafos com a mesma distribuicdo de afinidade, mas com

arestas sorteadas independentemente.

Palavras-chave: Afinidade, Redes sociais, Intersecao, Grafo aleatorio



ABSTRACT

In the literature on relational data, one of the most popular approaches is Complex Network
Analysis. Consequently, the statistical analysis of social networks sought to accompany this
growth to meet this demand. To statistically model the phenomena studied in social networks,
we sought to seize probabilistic models introduced for graph modeling. However, we observed
that social networks possess characteristics that are different from random graph models that
hold independent edges. An alternative proposed in the literature to independent edge graphs is
the random intersection graph model (RIG). In this, network actors are associated with a finite

set of features and are connected every time they share at least one of these features.

The purpose of this study is to present and study a generalization to the random intersection
graph model, which we call Affinity Network Model. Extending the assumptions made in the
RIG, we get a wide family of models, where connections are valued according to a function
that measures the affinity between the actors in the network. Beside, connections are made
from a certain level of this affinity function, and no longer by simply sharing a characteristic.
To illustrate the study of the behavior of the network of affinities model, we have prepared a
simulated study based on Monte Carlo simulations in one of the affinity functions: tuning the
generating parameters of the model, analyzing its topological measurements and comparing
them with the topological measurements found in graphs with the same affinity distribution, but

with edges drawn independently.

Keywords: Affinity, Social networks, Intersection, Random graph
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vasta familia de func¢des que serd responsavel tanto por valorar as conexdes sob algum critério
como permitird ser mais rigoroso em especificar a partir de qual limiar consideramos que ha

afinidade suficiente para formar uma aresta no grafo aleatorio.
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OBJETIVOS

Os objetivos propostos para este trabalho sao

. Introduzir o modelo de redes de afinidade, definindo seus parametros, apresentando suas

principais caracteristicas e criando um método para gerar grafos aleatorios para este mo-
delo;

. Mostrar a relacdo entre o modelo de redes de afinidade e outros modelos de grafos na

literatura;

. Através de simulagdes via método de Monte Carlo, realizar tuning em um dos modelos
de redes de afinidade, analisando o comportamento das principais medidas topoldgicas
resultantes e observando a fun¢@o que cada parametro exerce no perfil destas medidas

topologicas;

. Encontrar e explorar diferengas entre as topologias dos modelos de redes de afinidade e

modelos cujas arestas sdo geradas independentemente.
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Considere a matriz de transi¢do de probabilidades condicionais também a matriz de transi¢des
iniciais 7o(U; j, = 1|U; j,)
=1 J2=2 J2=3 =4 J2=5 J2=6 =1

ji=1 [ 0,000 0,091 0,045 0,230 0,003 0,631 0,000 ]
=2 | 0,263 0,000 0,309 0,000 0,004 0,156 0,268
=3 | 0,002 0,341 0,000 0,000 0,053 0,528 0,076

To(Uij, =1|Uij,) = =4 | 0,139 0,781 0,000 0,000 0,000 0,080 0,000 (4.32)
=5 | 0,075 0,159 0,000 0,011 0,000 0,754 0,000
=6 | 0,221 0,102 0,000 0,001 0,450 0,000 0,225
=7 | 0,002 0,768 0,000 0,002 0,228 0,000 0,000

Para comecar o processo, basta entdo sortear aleatoriamente um valor para j; considerando as

probabilidades de S(U; j, = 1). Probabilisticamente, temos que para b € {1,...,m} e s(U;} =
1)) sendo o elemento de S da posi¢do b,

m

PUj, =1) Hs

b=1

iy = 1)1=7) (4.33)

de forma que U; j, segue a distribui¢do multinomial com pardmetros .# (1,s(U;; = 1)). Va-
mos supor que sorteamos j; = 4, de forma que u; 4 = 1. Logo a matriz de transicao deve ser
atualizada. Neste modelo, removemos a probabilidade de transi¢do para u; > € normalizamos a

probabilidade por linha, isto €,

(o € {j1s-- - Jv-1}) - to-1(Uij, = Huij, ;)
m—1l(q ¢ {jl?"'ujb—l}) 'tb—l(Ui,q = 1|”i,jb71)

tp(Uij, = Hui j, ) = (4.34)

Desta forma, temos que 77 (u; j, = 1) = To(U; j, = 1|u; j,) escrita como

Ja=1 J2=2 J2=3 Ja=4 J2=5 J2=6 =T
j1=1 [ 0,000 0,118 0,059 0,000 0,004 0,819 0,000 |

a=2 1 0,263 0,000 0,309 0,000 0,004 0,156 0,268

ia=3 | 0,002 0,341 0,000 0,000 0,053 0,528 0,076
Ti(uijy=1)= j=4+ | 0,139 0,781 0,000 0,000 0,000 0,080 0,000 (4.35)
ia=5 | 0,076 0,161 0,000 0,000 0,000 0,763 0,000
=6 | 0,221 0,103 0,000 0,000 0,451 0,000 0,225

=7 | 0,002 0,769 0,000 0,000 0,228 0,000 0,000

Prosseguindo, basta entdo sortear aleatoriamente um valor para j, considerando as probabili-
dades da linha j; =4 em T1(u; j, = 1). Probabilisticamente, temos que para t; (U, = 1|u; j,)

sendo o elemento de 77 da linha j; e coluna b

P(Uij, = uij,) = [T 61 (Uip = uij, ) 0= (4.36)
b# ji

de forma que U; j, condicionado a u; 4 segue a distribuicdo . (1,#;(U; , = 1|u; 4)). Vamos supor

que sorteamos j, = 2, de forma que ;> = 1. Logo a matriz de transi¢do deve ser atualizada.
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Desta forma, temos que 7> (u;» = 1) = To(U; j, = 1|u; j,,u; j,) escrita como

;=1 ;3=2 J3=3 J3=4 J3=5 J3=6 ;3=
ja=1 [ 0,000 0,000 0,067 0,000 0,004 0,929 0,000 |
=21 0,263 0,000 0,309 0,000 0,004 0,156 0,268
=3 | 0,003 0,000 0,000 0,000 0,080 0,802 0,115
Tr(uij, =1)= j=4 | 0,635 0,000 0,000 0,000 0,000 0,365 0,000 4.37)
=5 | 0,091 0,000 0,000 0,000 0,000 0,909 0,000
=6 | 0,246 0,000 0,000 0,000 0,503 0,000 0,251

=7 | 0,009 0,000 0,002 0,000 0,990 0,000 0,000

Por fim, basta entdo sortear aleatoriamente um valor para j3 considerando as probabilidades da

linha j, =2 em T>(u;» = 1). Probabilisticamente, temos que

P(Usjy = Huijiuip) =[] 0Uip=1uip) = (4.38)

be{j1,j2}
de forma que U; j, condicionado a u; 4,u; > segue a distribuicdo .# (1,t2(U;p, = 1|u;2)). Vamos
supor que sorteamos j3 = 7, de forma que u; 7 = 1. Assim, obtemos o vetor u; = [0,1,0,1,0,0, 1]

equivalente a {Park, Doutorado, Idioma}. De modo geral,
PWUij,=1,....U;j,=1)=P(mj=b)-PU;j =1)----- P(Uij, = uijy,. - uij, ) (4.39)
Agora, podemos definir a fun¢do u de forma que para x;, € {0, 1}, temos
U~u=PUj =xi,....,Uij, =xn) (4.40)

Vale destacar que podemos facilmente utilizar essa fungao para gerar dados ordenados, bastando
usar o nimero do passo em que a palavra foi escolhida como seu respectivo posto. Este exemplo
resultaria em u; = [0,2,0,1,0,0,3] e consequentemente em D; = {Doutorado, Park, Idioma}.
Na préxima subsecdo, vamos apresentar uma maneira de criar dados ordenados quando as es-

colhas s@o independentes.

4.2.1.3 Um exemplo de u para U; com postos

Vamos apresentar agora um exemplo simples de uma funcao de distribui¢do composta
para gerar dados ordenados. Assim como o modelo anterior, este modelo serd baseado em uma
matriz de transi¢do de probabilidades que serd atualizada em cada etapa do processo. Vamos
definir g € {1,...,m} um conjunto de indices para enumerar qual é a etapa atual do processo.
Considere D = {Faculdade, Park, Estatistica, Doutorado, Ingl€s, Luara, Idioma}, bem como o

conjunto de caracteristicas atribuidas ao i-ésimo individuo D; e U;* o vetor de escolhas bin4-

*.
l:]q.
queremos encontrar U; = R(U;*). Vamos supor a priori que, em uma determinada populagio ,

rias associadas a D;. Vamos definir R(u} jq> a varidvel aleatdria para o posto de u Logo,
)
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Basta agora sortear o par ordenado (xs,js) considerando as probabilidades contidas na ma-
triz T5(R(u; ;) = x). Em termos probabilisticos, temos para b € {1,...,m}, y € {0,...,m;} e
ts(R(u;;,) =) sendo o elemento de 75 da linha b e coluna y

P(R(u?:js) = x5|r(uzj1), . ,r(u;"ﬂ)) =Teg(ji,joy [hggn,a} 5 (R(u:-:b) = y)l(y:x5’b:j5) (4.46)

de forma que R(u; ;) condicionado a r(u; ; ),...,r(u; ;) segue a distribui¢do multinomial com
parametros . (1, V’Ed (R(uj ;;) = xs)). Prosseguindo, suponha que sorteamos (x5 = 2, js = 5)
observando consequentemente r(u 1*5) = 2. Uma nova atualizacdo deve ser realizada. Faca

P(R(uj j) = x) = P(R(uj ;) = x|r(uz )., (uj

ijo ij )). Obtemos a matriz

L,Js

xe=1 xXe=2 x6=3 xe=4 xX6=5 X6=06 x6=7
js=1 | 0,000 0,000 0,000 0,000 0,000 0,000 0,000 |

js=2 | 0,384 0,000 0,000 0,000 0,000 0,000 0,000

js=3 | 0,000 0,000 0,000 0,000 0,000 0,000 0,000
To(R(uj ;) =%6) = js=4 | 0,000 0,000 0,000 0,000 0,000 0,000 0,000 (4.47)
js=s | 0,000 0,000 0,000 0,000 0,000 0,000 0,000
js=6 | 0,000 0,000 0,616 0,000 0,000 0,000 0,000

je=7 | 0,000 0,000 0,000 0,000 0,000 0,000 0,000

de onde podemos escrever uma forma reduzida como

xe=1 X6=3

=2 | 0,384 0,000
7% (R —xg)= ’ ’ 4.48
(R(u7 ) = o) je=6 | 0,000 0,616 (44%)
e a forma vetorial reduzida
x6=1,j6=2 x6=3,j6=2 x6=1,j6=6 x6=3,j6=0
Ve (R(u ;) = x6) = [ 0,384 0,000 0,000 0,616 } (4.49)

Em termos probabilisticos, temos

P(R(u; jo) = x|r(ui ), or(ui)) = 1 [T t6(RGuiy) =) 0mreb=e (4.50)

b@{ji,..js} y&{xi,...xs}t
De forma que R(u; ;) condicionado a r(u;; ),...,r(u; ;) segue . (1, ’Ed(R(u;-'"Jb) =Xg)). Su-
ponha agora que sorteamos (xg = 3, jo = 6) observando consequentemente r(u; ) = 3. Pode-
riamos re-atualizar a matriz, mas existe apenas uma op¢do restante: sortear (x; = 2, j7 = 1)
observando consequentemente r(u},) = 1. Assim, obtemos o vetor u; = [0,1,0,0,2,3,0] equi-

valente a [Park, Inglés, Luara]. De modo geral,
P(R(u; ;) = xplr(u ;). r(af, ) = POROu; ;) = xp) -1y & {r(uif ), oor(uf, )}) -1 > 0) +1(ufj, = 0)-1(x, =0)  (4.51)
de forma que

P(WUij, =x1,...,Uij, =xm) =P(R(uj ; ) =x1)----- P(R(ui ), ) = Xm|r(u;j,), o r(ui; ). (4.52)

LJ1 LJm—1









Capitulo 4. Modelo de redes de afinidade 35

em particular ocorrer em G(n,m,d), entdo é necessario o > 6 para que G(n,m,0) e G(n, p)
possuam os mesmos limiares para todas as propriedades, isto €, é necessario que o > 6 para
que um grafo gerado via RIG se comporte como um grafo gerado via modelo Erd6s-Rényi.
Tal resultado significa que o nimero de caracteristicas a disposicdo de dois individuos deveria
ser extremamente maior para que a conexao entre os individuos tivessem o mesmo comporta-
mento de uma conexdo gerada de forma independente daquelas caracteristicas. Uma vez que,
de acordo com este estudo, uma rede de ordem 10 j4 implicaria na necessidade de mais de 1
milhdo de caracteristicas em um grafo RIG a disposi¢do para gerar um grafo ER, devido a li-
mitacdes do tamanho de D em casos reais, seria altamente improvével redes de afinidades ao
serem utilizados com finalidade de, por exemplo, representacdes sociais se comportarem como
grafos ER.
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5 ESTUDO SIMULADO NO MODELO
DE REDES DE AFINIDADE

Um dos objetivos deste trabalho € analisar como os grafos gerados pelos modelos de rede
de afinidade se comportam. Dado o conhecimento de f, u e ¥, podemos tragar o perfil do com-
portamento de qualquer modelo de redes de afinidade. No entanto, existem algumas limitacdes
sobre a forma de obter estes resultados. Como dito anteriormente, os modelos de redes de afi-
nidade compdem uma vasta familia de modelos. H4 inimeras combinagdes possiveis de f, u
e U disponiveis para se construir um modelo de redes de afinidade. Podemos, por exemplo,
escolher a distribuicdo p com diversas estruturas (independentes, dependentes, identicamente
distribuidas ou nao), com varios tipos de resultados alocados em U (bindrios, ordinais, etc.);
podemos escolher o vetor de pesos z balanceado ou desbalanceado; podemos particionar U,
de forma que exista uma distribuicdo u distinta para cada particdo; podemos escolher inime-
ras funcdes afinidade, bem como podemos eleger inimeros pontos de corte. Neste sentido, ha
enorme flexibilidade nos modelo. Infelizmente, a dificuldade de obter resultados analiticos se
torna tao grande quanto ou maior que o nivel de flexibilidade do modelo. Desta forma, pre-
cisamos recorrer a simulagdes para reproduzir o comportamento de um modelo de redes de
afinidade.

Neste capitulo, vamos construir uma estrutura de simulac¢io para observar medidas to-
poldgicas empiricamente através do método de Monte Carlo para um modelo de redes de afi-
nidade. Escolhemos para este estudo u independente em vérios niveis de desbalanceamento,
inclusive u identicamente distribuida. Escolhemos a funcdo afinidade cardinal para este estudo
devido a simplicidade da fun¢do. J4 que imagem da fun¢do cardinal é o nimero de caracteris-
ticas compartilhadas pelos individuos, isto simplifica a escolha dos cendrios a serem avaliados,
pois sua imagem € discreta. Dai, a configuracdo de um grafo de interse¢do apenas se altera
em pontos de corte inteiros. Logo, podemos simplesmente observar o comportamento de cada
medida topoldgica para qualquer conjunto discreto dos valores de y entre 1 até o maior valor ob-
servado para a afinidade em toda a amostra de Monte Carlo inclusive, isto é, y € {1,2,...., Jnax }>
onde Pnax = max{f(U;,Uy)}, ao invés de avaliar e escolher valores de ¥ € (0, fnqx] como seria
necessdrio se a imagem de f fosse continua. Além de comparar as medidas topoldgicas obser-
vadas entre os cendrios da fun¢do afinidade, ainda vamos comparar o comportamento da funcdo
afinidade cardinal com o comportamento de grafos gerados com aresta independentemente dis-
tribuidas cuja distribui¢do de probabilidade conserve a distribuicdo dos pesos das arestas do
grafo G(1).
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para V; ~ gamma(a, 3) temos

a—1, _Yv
f(v,a,ﬁ)zv ﬁaé?(i)ﬁ},v>0,a>0,l3>0 (5.2)
€
Ey,(V;) = o B eVary,(V;) = a- B> (5.3)

Para um maior controle deste processo, propomos g(6) de forma que Ey(v) = f(k), isto é, a
esperanga de V é uma fungdo de k, onde k é uma constante arbitraria, e f(k) ndo depende de 6.

Definindo (o, ) = g(0) = (%,%), isto &,

1
— 54
0 ), (5.4)

V; ~ gamma(

| @

onde

1 0
EV_]- (Vj) = % € Vaer(Vj) = - (5.5)

k%
Para evitar problemas computacionais, € necessdria uma pequena alteragao: fazemos V; ~ 1 +c
com ¢ > 0 constante. Utilizamos este artificio para evitar que V; se aproxime demasiadamente
de 0, o que pode fazer com os softwares arredondem o valor para 0, que ndo é um parametro
valido para a distribui¢do Dirichlet. O algoritmo a seguir resume 0s passos necessarios para
gerar vetores A de comprimento m para um nivel de desbalanceamento 6 utilizando o método

sugerido.

e Passo 0: Verificar se & = 0. Se afirmativo, entdo faga o vetor de pesos z ser tal que

Zj= % V j e entdo ir diretamente para o Passo 4. Caso contrario, ir para o Passo 1.

e Passo 1: Gerar ¢ amostras do vetor 11 +c¢. Vamos denotar a k-ésima amostra de 11 +c¢
por n[k}. A constante ¢ garante que, por maior que seja Varx(1n;), 1, serd inferiormente

limitado por c.

e Passo 2: Para cada amostra n K, gerar e ordenar

ZW ~ Dirichler(n™). (5.6)

e Passo 3: Calcular o vetor de pesos ordenados z como

t
Z(V‘J), Vji={1,....m}, k={1,...,1}. (5.7)
=1

1
=7

J
k

e Passo 4: Calcular o vetor de probabilidades de escolha A como

3(]) = \/1 —exp{z(j) -log(l —p)}. (5.8)
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(b) Cendrios: 0 =4,y=1,p € {0.1,...,09} e m =80
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—0—16-1-0,6-20=0—16-1-0,7 - 20 =0—16-1-0,8 - 20—0—16-1-0,9- 20

(c) Cendrios: 6 =16,y=1,p € {0.1,...,09} e m =20

Figura 4 - Perfil da distribuicao quantilica dos graus para o modelo de afinidade cardinal
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=O=0-1-0,9-320 =—0=0-2-0,9-320 =—O0=—0-3-0,9-320 0-4-0,9-320 =O==0-5-0,9-320 =O=0-6-0,9-320

(a) Cendrios: 0 =0, y€ {1,...,6}, p=0,9e m =320
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=O==16-1-0,9-20 =O=16-2-0,9-20 =0==16-3-0,9-20 16-4-09-20 ==O=16-5-0,9-20 ==O=16-6-0,9-20

(c) Cendrios: 6 =16,y {1,...,6},p=0,9em =20

Figura 6 - Perfil da distribuicao quantilica dos graus para o modelo de afinidade cardinal dado y
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estamos comparando um grafo de afinidade com ponto de corte Y com o grafo que possui Y+ 1.

Um padrio constante nesta comparacdo € o fato das diferengas entre as distribuicdes de grau
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Figura 7 — Estatistica D de Kolmogorov-Smirnov para distancia entre as distribuicoes de graus
dos modelos de afinidade cardinal dado y

de G(n,m,u, f,y) e G(n,m,u, f,y+ 1) diminui a medida que y cresce. Em outras palavras, o

impacto que Y exerce sobre a distribui¢do de graus G(A) vai diminuindo enquanto o mesmo

cresce. Além disso, hd uma tendéncia a diferengca como um todo ser reduzida a medida que

0 cresce. O tnico cendrio que foge a este padrdo é o cendrio (16,20), onde a diferenga é

maior que nos demais valores de 6. Isto indica que aliar m pequenos com 6 grande garante

muitas conexdes formado por um grupo pequeno de caracteristicas, mas estas conexoes estao

basicamente relacionadas a estas tais caracteristicas. Caso ndo ocorra uma conexao neste grupo,
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Figura 9 — Perfil da esperanca de Monte Carlo para o grau maximo para a funcfo afinidade

cardinal
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Figura 10 — Perfil da diferenca entre as esperancas do grau maximo do modelo de afinidade
cardinal e 0o modelo de aresta independentes
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Figura 11 — Perfil da esperanca de Monte Carlo para a forca maxima para a funcio afinidade
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Figura 12 — Perfil da diferenca entre as esperancas da forca maxima do modelo de afinidade
cardinal e o modelo de aresta independentes
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Figura 13 — Perfil da esperanca de Monte Carlo para a transitividade da funcao afinidade
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(c) Cendrios: 6 = 16, m € {20,80,320} e y=1

Figura 14 — Perfil da diferenca entre as esperancas da transitividade do modelo de afinidade
cardinal e 0o modelo de aresta independentes
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Figura 15 — Perfil da esperanca de Monte Carlo para o coeficiente de clustering da funcao

afinidade cardinal



