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Resumo

A estimacao de densidades multivariadas através do método Nucleo Es-
timador tem muitos campos de aplicacao como, por exemplo, andlise de
regressao nao-paramétrica, analise de discriminante, etc. No entanto, ela
tem recebido pouca atencao na literatura devido a grande dificuldade para
selecionar a matriz de suavizacao H em um espaco p-dimensional. O fato é
que as dificuldades computacionais crescem com aumento de p. Para superar
estas dificuldades propomos neste trabalho uma abordagem Bayesiana para
selecao da matriz H. Nesta abordagem, a escolha de H é realizada através da
minimizacao de uma funcao de perda para H. Estudos empiricos mostraram
resultados bastante satisfatorios para estimacao de misturas de densidades
multivariadas com componentes correlacionadas. Observou-se ainda a in-
fluéncia das especificagoes a priori para H nas estimativas das densidades.
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1 Introducao

O método Nicleo Estimador é uma ferramenta muito 1til para estimacao
de densidades devido a uma boa visualizacao dos dados que ele nos fornece
(Scot, 1992). Em um espago p-dimensional (com p > 2) o método depende da
especificagao (ou estimagao) de uma matriz de suavizagao, denotado por H.
Para grandes valores de p, a escolha de H é muito dificil, pois requer procedi-
mentos computacionais intensivos e avaliacao (ou estimacao) de derivas de
altas ordens (Duong and Hazelton, 2003). Devido a essas dificuldades este
método tem recebido pouca atengao na literatura (Zhang at all, 2006). Por
isso, apresentamos um procedimento bayesiano muito simples para selecao
de H. Este procedimento pode ser aplicado com facilidade para escolha de
H em qualquer dimensao.

Seja X = (X4, Xy, ..., X,,)’ um vetor aleatdrio com funcdo de densidade
fy) = f(y1,...,yp). Dada uma amostra x de tamanho n da distribuigao de
X e, uma matriz H, de dimensao p X p, definida positiva, temos que um
estimador nao-paramétrico para f(y) é dado por,

fyH) = . Ku(y — x)dF,(x) (1)
onde, (y —x) = (y1 — Ti1, .-, Yp — Tip)', 0 = 1,2,...,n, H é uma matriz de
suavizacdo, Kg(u) = [H|72K{H""/2(u)} é uma funcio niicleo p—variada,
em geral simétrica, tal que [, Kg(u)du =1 e F,(x) é um estimador para
funcao de distribuicao F(x). Se Fn(x) ¢ funcao de distribuicdo empirica,
entao dizemos que a densidade f possui ntcleo-estimador (Wand and Jones,
1995),

FyIH) = = S0 R ERAH 2y - x) @)

Em altas dimensoes, existem vérias opgoes para a escolha de H (Wand
and Jones, 1993). por exemplo, a matrix H pode ser restrita a classe das
matrizes diagonais, essa classe pode ser adequada se o vetor X é composto
por componentes nao correlacionados. No entanto, se os componentes sao
correlacionados, o uso de elementos nao nulos fora da diagonal de H pode ser
usado para corrigir esse efeito de correlacao entre os componentes de X. Isto
porque uma matriz de suavizagao completa permite uma orientagao arbitraria
a funcao ntucleo. Quando os componentes de X sao correlacionados, duas
abordagens sdo bastante comuns na literatura: 1) os dados sao reescalados
tal que as variancias amostrais sejam iguais em cada dimensao e entao, a
classe usada para H é Hy = {hD : h > 0}, onde D = diag(C) e C é a matriz

de covariancia amostral; 2) toma-se uma transformacao linear nos dados tal

3



que a matriz de covariancia amostral é a matriz identidade e Hy = {hC :
h > 0}. Wand and Jones (1994) demostram que essas abordagens podem
ser inadequadas. No entanto, o método proposto nesse trabalho nao requer
a reescala ou transformagao dos dados.

E conhecido na literatura que o desempenho do nicleo estimador depende
primariamente da escolha de H e nao da fungao nucleo (Scott, 1992). Por
isso, ao longo dos anos estudos tém sido realizados em busca de metodolo-
gias que estimem de forma automaética o valor 6timo de H. estes estudos
foram iniciados por Cacoullos (1966), que utilizou uma matriz diagonal de
janelas H = hl para a estimacao, em que h é o parametro de suavidade
univariado, constante para todas as variaveis e I é uma matriz identidade
p X p. Epanechnikov (1969) investigou a utilizacdo de uma matriz diagonal
com diferentes janelas para cada varidvel, isto é, H = diag(hy, ..., h,). Fuku-
naga (1972) propos utilizar transformagoes nos dados, de modo que nao seja
necessario trabalhar com a matriz completa de janelas; a mesma idéia foi
abordada por Silverman (1986). Deheuvels (1977) foi o primeiro a discutir
0 caso em que a matriz de janelas é completa. Wand e Jones (1994) desen-
volvem o método plug-in para selcionar uma matriz H completa em dados
multivariados. Duong and Hazelton (2003) apresentam alguns casos onde o
método proposto por Wand e Jones (1994) falha. Em resposta a esse prob-
lema, esses autores propoem um Plug-in alternativo, este tem a vantagem de
sempre produzir uma H finita. Zhang et al.(2006) propuseram o primeiro
procedimento bayesiano para a estimacao de H completa. Eles combinam o
método de validagao cruzada por verossimilhanga (Habbema et al,1974) com
métodos de Monte Carlo via Cadeias de Markov-MCMC.

Em geral, a escolha de H visa otimizar alguma medida de distancia en-
tre a densidade estimada e a densidade verdadeira. Usualmente, adota-se
o erro médio quadrético integrado. Entretanto, nés propomos uma abor-
dagem bayesiana para estimagao de H baseada em uma funcao de perda
para H. Nossa abordagem é uma extensao das idéias de Gangopadhyay e
Cheung (2002) que propuseram uma abordagem bayesiana para a estimacao
do parametro h, no caso univariado.



2 Procedimento Bayesiano para Estimacao da
matriz H

2.1 Densidade Filtrada

Dado uma matriz H, defina
fyH) = | Ku(y —x)dF(x) (3)
RP

Neste caso, f(y|H) representa uma densidade filtrada. O valor da funcao
f(y|H) é definido pela média de todos os pontos pertencentes a uma matriz
H de janelas hy; cujo o centro é o ponto y. Observa-se que (1) é um estimador
natural para f(y|H) e, se F),(x) é a funcdo de distribuicao empirica, temos
que (2) é um estimador para f(y) com uma janela fixa H para cada ponto
y. No entanto, a escolha de uma janela fixa pode ser razoavel somente em
regioes onde a densidade é homogénea. De modo que o ideal é que a densidade
possa ser estimada com janelas de formato e tamanho diversos. Esta forma
de estimacgao é descrita na proxima secao.

2.2 Estimacao Bayesiana de H

Considere que Kg(u) é nicleo gaussiano, dado por
Ky(u) = (2m) 722w

de modo que Ky (y —x), representa a densidade de uma distribui¢ao N (x, H)
dada por:

) P ey { Sy - xH -0 (@)

Entao, para cadan e H, f definida em (1) é uma densidade de probabilidade
e H ¢é parametro de escala para o ntucleo gaussiano.

Do ponto de vista Bayesiano, a incerteza sobre o parametro H é mode-
lada por uma distribuicao de probabilidade, que é chamada de disrtribuicao
a priori. Desse modo, seja m(H) uma distribuicao a priori sobre todos os
possiveis valores de H, temos que a distribuicao a posteriori de H dado o

ponte - € (v H)r(H)
_ fyH)T
) =y ) () ®)

Seja H um estimador arbitrdrio de H, e L = L(ﬂ,H) uma funcao de

~

perda. Entao, a perda esperada a posteriori, associada a H, é dada por:

E[L(EL H)[y] = / L(HL H)r(Hly)dH

>



de forma que a regra de Bayes consiste em escolher o estimador que minimiza
esta perda esperada. Entao, o estimador de Bayes para H no ponto y ¢ dado
por
H(y) = Min [E[L(fLH)ly]] .
HeH
Onde 'H é o espaco das matrizes positivas definidas. Duas funcoes de perda
comumente usadas sao:

Ly = tr(HH™) — log HH™!| — p.

¢,
LQ = IfT(H - I:I)2
onde tr(M) representa o trago da matriz M.

A primeira funcdo é chamada perda de entropia (Stein, 1956) e a segunda
¢ uma fungado de perda quadratica, para mais fun¢oes de perda ver (Haff,
1977). Se a funcao de perda L, é utilizada, temos que o estimador de Bayes
para H é,

H(y) = []EW(H_I)}_]", (Yang and Berger, 1994)

e sob L, temos, .
H(y) = [E.(H)], (Press, 1982).

Em que E; é o valor esperado com respeito a distribuicao a posteriori de
H. Observa-se que para as fungoes de perda descritas acima, o estimador de
Bayes é o valor esperado de alguma fungao g(H) com respeito a distribuicao
a posteriori.

2.3 Priori e Estimadores de Bayes para H
2.3.1 Escolha da Priori

A distribuicao a priori para H é a Wishart invertida, denotada por H ~
WZ,(d,V) com densidade,

_ VIR E[ D Perp{ —tr(VHT) /2} (6)
N 2002T,(d/2) '

Em que d > p representa os graus de liberdade ou parametro de precisao, V'
é uma matrix p X p definida positiva, comumente chamada de matrix escala
ou parametro de escala e I',(.) é a fungdo gama generalizada. A familia de
distribuicoes Wishart é muito flexivel e inclui uma variedades de formas,
pode ser facilmente manipulada para incorporar as classes H;, Hs dentre
outras. Para uma discussao completa e propriedades veja Press (1982, cap
V). Alguns resultados que serdo usados neste trabalho, sao:

m(H)
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e ® = H™! possui distribuicio Wishart com parametros (d,V) e E(®) =
dV~! tal que V/d é uma estimativa para H.

e Se V possui elementos vy, entao para d > p+1, a E[hy] = vy /(d—p—1)
e para d > p+ 3,

(d —p + 1)1)% + (d —p— 1)Ukkvll

Var[hy] = d—p)d—p—12(d—p—3)
QUzk 2 v
Var[hg) = d—p—12d—p—3) Colhg] = (m) .

onde C'v é o coeficiente de variagao de hyy.

e Quando d — (p+ 3) a Var|hy] — oo, se d — (p+ 5) entao H esta
centrada em V/4 com Cvlhg| = 1. Por fim, se d — oo a distribuicao
de H esta concentrada préxima de uma matriz nula O.

2.3.2 Calculo dos Estimadores

Uma dificuldade técnica para obtengao de m(Hly) em (5) é que f(y|H)
¢ desconhecida, ou seja, a distribui¢ao a posteriori de H nao pode ser obtida
diretamente. No entanto se assumirmos, para cada n e amostra x, que F,(x)
¢ a funcao de distribuicao empirica, entao temos que uma estimativa da
distribuicao a posteriori é dada por
(i) - (D

J f(y/H)r(H)dH

O produto no numerador em (7) é dado por,

1 R
H —(d+p+2)/2 . A'Hfl ) I
v cap{—tr(AH)/2)] dFy(x) (8
com A; = [(y —x;)(y —x;)' + V]. Como (6) é uma densidade de probabi-
lidade, ou seja, integra 1. temos que o denominador em (7) é,
QWP ((d +1)/2) 300, | A2
n|V|=42(2m)p/224%/2T,(d/2)
combinando (8) e (9) obtemos,

1 Yoy [HI D R eap{—tr(AH ) /2}

(7)

(9)

— .
W) T g 7 ST A

= D wWI,(d+1,4)

=1



onde
‘Ai|_(d+1)/2

i A @ED

Entao, usando os resultados da se¢ao (2.3.1), temos que sob a fungao de
perda L; o estimador de Bayes para H no ponto é,

2 [Z?:l WiAz‘_l]

W; =

-1

H(y) = d+ 1
e sob Lo,
-~ > iy Wil
H(y) = dl——p'

Observa-se que

A=y —x)ly —x) + V] =[(y —x)(y —xi) + (d = p— 1)E(H)]

De modo que ﬂ(y) e ﬁ(y), podem ser representados por uma combinacao
entre as distancias espaciais, ponderadas, do ponto y ao vetor de dados
amostrais e o valor esperado a prior: para H. E possivel mostrar que o
ponderador w; decresce a medida que as distancias espaciais do ponto y ao
vetor de dados amostrais crescem. Ou seja, pontos amostrais distantes de y
contribuem muito pouco para a estimacao de H. Portanto, esses estimadores
obtidos para H, sao consistentes no sentido de que, se o interesse é esti-
mar f pontualmente em y, entao somente a vizinha de y deve ser de vital
importancia.

2.3.3 Escolha dos Parametros da Prior:

Para finalizarmos devemos especificar os hiperparametros (d, V). Esta es-
pecificagao pode ser realizada da seguinte forma:

1. A Escolha de d: pode ser feita fixando um valor para o coeficiente de
variagdo C'v descrito na segao (2.3.1). Por exemplo, se temos muita
incerteza sobre o valor esperado a priori para H, podemos escolher
3 <d—p <5. Tipicamente estudos empiricos tem nos mostrado que
d — p =5 é a melhor opcao.

2. Escolha de V: na pratica é muito dificil a escolha de V', pois certamente
nao teremos, a priori, informagao suficiente sobre H que nos leve a uma
escolha adequada de V. No entanto, estudos empiricos realizados e
apresentados por vérios autores, como Silverman (1986), Scott(1992) e



Wand(1993) tém mostrado que uma boa regra de referéncia é Hy o< 3,
onde X é a variancia dos dados e Hy é chamada de estimativa piloto
para H. Em implementacoes praticas, se Yy ¢ desconhecido, ele pode
ser subtituido por um estimador para a variancia.

3. A Escolha do par (d, V): pode ser feita diretamente usando a regra de
referéncia generalizada de Scott. Neste caso (d, V) = (n?/®+) 4 p 3).
Observa-se que sob essa escolha, a priori H estd concentrada proximo
de uma matriz nula e é aproximadamente n~/®+t9¥%. O fato da escolha
de d depender do tamanho da amostra n pode ser importante para
garantir a consisténcia da densidade estimada.

3 Estudos Numérico

nesta secao apresentamos a perfomance do método proposto para selecao
da matriz de suavizcao através de um conjunto de dados simulados. Este
conjunto de dados é gerado de densidades conhecidas em um espago p-
dimensional, com p=2, 3 e 4. A medida usada para avaliar a perfomance
do método foi erro quadratico integrado (ISE). Para cada densidade foram
utilizados 50 conjunto de dados com amostras de tamanho 100, 200 e 500.
Como o estimador é pontual, contruimos as seguintes malhas:

e malha de 80 pontos em cada dimensao, para p=2.
e malha de 40 pontos em cada dimensao, para p=3.
e malha de 20 pontos em cada dimensao, para p=4.

O grafico de contorno para as verdadeiras densidades bivariadas é apre-
sentado na figura (1) e a superficie de contorno para as densidades trivariadas
é mostrada na figura (2). As densidades avaliadas foram:

e Densidade A: Densidade assimétrica, é uma mistura do produto de
uma distribuicao Normal condicionada no valor observado de uma dis-
tribuicao Weibull.

Falylas 8) = SN (/2 )Y, 50) + N (g4, 1Yol o)

onde, Y;(ay, ;) é a distribuigao Weibull com parametros de escala a; =
as = 10, parametros de forma 6, =2 e [y =4 .



Densidade B: Distribuicao Bimodal I, é uma mistura de duas densi-
dades t Student Bivariadas,

1 1
I[e(ylu, 2, v) = §tp(Y|M1, X))+ §tp(}’|,u2> Y, Va)

onde t,(y|u, £, v) denota a distribuigao ¢ p-dimensional com parametro
de locagao p, matriz de dispersao ¥ e v graus de liberdade e p=2. Os
parametros sao:

H1 = (3) 3)/ € 2= (_3a _3),

0.75 1

1 0.75
== { } 05 1

S

67/121/2:3.

Densidade C: Densidade bimodal II, é uma mistura de duas normais
com correlagao moderada, porém em sentidos opostos.

1 1
fe(ylu, X, v) = 5¢(Y|m, 1)+ §¢(Y|M2> ¥a)

onde ¢(y|u, X) denota a densidade da distribuigao normal multivariada
com média u, matriz de variancia-covariancia X, e

H1 = (]-) 1)/ € U2 = (_]—a _]->,

105 1 0.5
E1_{0.5 1} ¢ Z32_{—0.5 1}

Densidade D: Densidade trimodal , é uma mistura de trés normais.

9 9 2
fo(ylp, X, v) = %¢(Y|M17 Y1) + 2—0¢(Y|M27 ¥o) + %¢(Y|M3a ¥3)

com,
i = (—6/5,6/5)" e s =(6/5,-6/5)" e pu3=/(0,0)
s _ [ 9/25 27/250 5 9/25 —27/125
1= o7/250  9/25 |0 2T | —27/125 9/25
e7

n= [ 40
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Densidade E: é uma mistura de dois Modelos auto-regressivos de primeira
ordem em série temporal com fr = $¢(y|u1, 1) + 50(y|p2, B2), onde

] 1 p p} /
prLopr |, o m=(4,44) e pp=09
NN

X

1 p?

RN /
P2 1 P2 y M2 = (17 17 1) e p2= 0.7
N

22:
1—pj

Densidade F: é uma mistura de duas densidades ¢ trivariada,

1 1
fF(Y|,M, Za V) = Etp(Y|:u17 Ev V) + Etp(YLM% Ea V)

comv =3, u; = (1.5,1.5,1.5)", ug = (—1.5,—1.5, —1.5)" e ¥ é a matrix
identidade.

Densidade G: é uma mistura de normais com densidade f¢ = $¢(y|pu1, 1)+
$0(y|p2, 32) onde,

1 09 081 0.729
1 0.9 1 09 081 B ,
=079 | 0s1 09 1 09| =444

0.729 081 0.9 1

1 0.7 049 0.343
_ 07 1 07 049 B ,
%2=5| 04 07 1 o7| m=GLLY

0.343 049 0.7 1

Densidade H: é uma mistura de duas normais com estrutura de cor-
relacao circular com densidade fy = 2¢(y|p1, £1) + 50(y|p2, 2), onde
L p1 p2 p

1
21:(7% ,IZ; P1 pi g? ) :ul:(1717171)/7p1:/)2:0'670-%:1'

prop2 p1 1

L p1 p2 p1

o= O-S P ! PP M2 = (_17 _17 _17 _1)/7p1 - 0'5’p2 = 077 0'% =1

)

p2 p1 1 p
pr p2 p1 1
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Na tabela 1 é apresentado o valor médio e o desvio padrao do erro
quadrético integrado para método Bayesiano proposto com (d, V) = (n?/®+4) 4
p,¥0) o qual é denotado por MB1, também usamos (d, V) = (n?/ @4 4 p, f])
que ¢ denotado por MB2. Para efeito de comparacao, apresentamos os re-
sultados para o método plug-in, denotado por PI, proposto por Duong e
Hazelton (2003) com transformacao esférica nos dados(sphering transforma-
tion of data). Esse método tem sido considerado, na literatura, como um dos
melhores métodos. Ressaltamos que andlise bayesiana é restrita aos resulta-
dos obtidos com a funcao perda de entropia. Ao analisar-mos os resultados,
observamos que:

e Nas densidade A, C e E, os métodos PI, MB1 e MB2 sao praticamente
equivalentes.

e Nas densidades B, D e F o método PI é melhor que MB1 e MB2 em
todos os tamanhos de amostra.

e Nas densidades G e H, MB1 e MB2, apresentaram melhores resultados
que o PIL.

Uma melhor comparacao do desempenho de cada método pode ser feita
através da visualizacdo do box plot do log(ISE), o qual é apresentado na
figura (3). Observa-se ainda que nao hé muita perda de eficiéncia no método
baysiano ao subtiuirmos Yy por 3
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Figura 1: Contour Plot for proposed bivariate densities
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Figura 2: Contour Surface for proposed trivariate densities
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Tabela 1: mean and standard deviation of ISE for proposed densities

Density

n

Mean

Sd

MB1

MB2

PI

MB1

MB2

PI

fa

100
200
500

0.00497
0.00461
0.00452

0.00510
0.00465
0.00454

0.00479
0.00449
0.00445

0.00094
0.00070
0.00049

0.00112
0.00072
0.00053

0.00114
0.00074
0.00055

fB

100
200
500

0.01204
0.01049
0.00881

0.01200
0.01029
0.00880

0.00876
0.00681
0.00550

0.00156
0.00107
0.00055

0.00178
0.00132
0.00079

0.00215
0.00145
0.00064

fe

100
200
500

0.00517
0.00372
0.00249

0.00524
0.00375
0.00251

0.00518
0.00371
0.00243

0.00150
0.00097
0.00054

0.00153
0.00097
0.00056

0.00151
0.00097
0.00057

fp

100
200
200

0.01586
0.01279
0.00941

0.01598
0.01276
0.00938

0.01475
0.01088
0.00726

0.00346
0.00207
0.00147

0.00350
0.00208
0.00148

0.00379
0.00228
0.00157

fe

100
200
500

0.00308
0.00284
0.00260

0.00310
0.00286
0.00261

0.00311
0.00284
0.00259

0.00032
0.00025
0.00019

0.00042
0.00029
0.00022

0.00049
0.00034
0.00026

fr

100
200
500

0.00380
0.00341
0.00290

0.00371
0.00334
0.00287

0.00289
0.00237
0.00183

0.00029
0.00025
0.00017

0.00042
0.00039
0.00022

0.00048
0.00043
0.00021

fa

100
200
200

0.00105
0.00095
0.00085

0.00106
0.00095
0.00085

0.00111
0.00098
0.00086

0.00010
0.00008
0.00007

0.00011
0.00009
0.00007

0.00012
0.00010
0.00008

fu

100
200
500

0.00279
0.00246
0.00235

0.00280
0.00247
0.00235

0.00303
0.00261
0.00258

0.00039
0.00027
0.00022

0.00039
0.00028
0.00023

0.00043
0.00028
0.00022
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Figura 3: Box plots of log(ISE) for samples of size n=100 from proposed
densities
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4 Aplicacao a Dados Reais: Analise de Clus-
ters

Nesta se¢cao a metodologia proposta é aplicada a um conjunto de dados
de 4 varidveis para 3 espécie de Iris (espécie de flor) discutido em Scott(1992).
Para 50 flores de cada uma das espécies (Iris Setosa, Versicolour e Virginica)
foram obtidas observagoes (em cm) das varidveis: Largura da pétala, Com-
primento da pétala, Largura da Sépala Comprimento da Sépala. E conhecido
na literatura que existem trés grupos neste conjunto de dados. O Scaterplot
apresentado na figura (4) mostra o comportamento destas varidveis obser-
vadas.
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Figura 4: Escaterplot para o "iris data”

Usamos o método proposto com (d, V) = (n?/®+4 + p, f?) Na presenca
de pouca (ou nhenhuma) informagao usamos V' = 3. Onde © representa a
matriz de Variancia-Covariancia amostral. Observe que esta priori depende
dos dados e gera um conflito com a idéia de priori. No entanto os resultados
obtidos com dados simulados na se¢ao 3, mostraram que nao ha muita perda
de consisténcia nos resultados quando obtemos V' com um valor estimado
dos dados. Observe, agora, na figura (5) que a através densidade estimada
pelo método proposto, identifica claramente os 3 clusters existentes nesse
conjunto de dados.

17



FPetal Lenght Petal ¥vight

35

Sepal vy
25

L
o]
w

Sepal Lenght Sepal Wight

Figura 5: Densidade Estimada para o "iris data”

5 Consideracgoes Finais

Neste trabalho foi desenvolvido um método Bayesiano para Estimacao
da matriz de suavizacao usada em estimacao de densidades multivariadas
através do nucleo-estimador. As grande vantagem deste método é que ele
nao necessita que as variaveis aleatoria sejam independentes, e também, nao
requer o uso de métodos computacionais intensivos e isto, facilita sua aplica-
bilidade a qualquer conjunto de dados de qualquer dimensao. Resultados de
estudos empiricos mostraram que dimensoes p > 3, ele é mais eficiente que
o método Plug-in alternativo proposto por Duong e Hazelton (2003). Sua
aplicabilidade a analise de cluster também mostrou que o método possui uma
boa perfomance para identificar cluster em altas dimensoes.
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